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Wprowadzenie 
 

Zwiększanie autonomiczności oraz efektywne wykorzystanie pojazdów 

podwodnych jest ważnym i relatywnie nowym zagadnieniem w gospodarce morskiej 

i dziedzinach pokrewnych wykorzystujących środowisko wodne. Kiedy 9 grudnia 2009 

roku w ciągu 221 dni autonomiczny pojazd podwodny Scarlet Knight typu glider 

przemierzył pod wodą jako pierwszy Ocean Atlantycki między New Jersey w USA 

a Baiona w Hiszpanii, stało się jasne, że mimo spektakularnego sukcesu przed nauką 

pojawiło się spore wyzwanie związane z doskonaleniem nie tylko konstrukcji pojazdu 

i jego wyposażenia, ale przede wszystkim związane z rozwijaniem metod sztucznej 

inteligencji poszerzających autonomiczność pojazdów podwodnych, adekwatnych 

algorytmów i oprogramowania. W ten sposób przed informatyką, a szczególnie 

sztuczną inteligencją wyłoniły się nowe obszary rozwijania teorii i ich zastosowań. 

Autor rozprawy, będąc z wykształcenia informatykiem, służył przez sześć lat na 

okręcie podwodnym ORP Orzeł, zajmując się m.in. planowaniem trajektorii przejścia 

okrętu. Mimo wielu oczywistych różnic między zadaniami ww. jednostek, istnieje 

szereg wspólnych problemów, które należy rozwiązać w obu wypadkach. Jednym 

z nich jest optymalizacja trajektorii ze względu na wybrane kryterium lub kryteria, po 

której pojazd będzie się przemieszczać. Do najnowocześniejszych metod stosowanych 

do wyznaczania złożonych planów przemieszczania się pojazdu podwodnego zalicza się 

metaheurystyki sztucznej inteligencji, a szczególnie algorytmy ewolucyjne. Nowy 

pomysł wykorzystania metod przeszukiwania tabu do planowania trajektorii 

autonomicznych pojazdów podwodnych stał się genezą rozprawy. 

Zazwyczaj planując trasę pojazdu, minimalizuje się długość trajektorii, a aspekt 

bezpiecznego przejścia jednostki uwzględniany jest w wymaganiach, podobnie jak 

regularność trasy. Ponadto wiele publikacji z literatury przedmiotu odnosi się do 

modelowania trajektorii w dwóch wymiarach dla obiektów nawodnych (statków, 

okrętów i innych jednostek pływających). Istotnym rozszerzeniem stosowanych podejść 

jest zatem zbadanie możliwości jednoczesnej optymalizacji ze względu na trzy kryteria: 

- długość trajektorii, 

- jej regularność, 

- poziom zagrożenia manewru ze względu na zbyt małą odległość od przeszkód. 
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Celem pracy jest opracowanie metody optymalizacji wielokryterialnej do 

wyznaczania trajektorii autonomicznego pojazdu podwodnego, uwzględniając takie 

kryteria jak: długość trajektorii, jej regularność, poziom zagrożenia manewru ze 

względu na zbyt małą odległość od obiektów, a także ograniczenia związane 

z bezkolizyjnym manewrowaniem w akwenie. 

Do zaawansowanych metaheurystyk stosowanych w jednokryterialnej 

optymalizacji trajektorii zalicza się algorytmy ewolucyjne, a w polioptymalizacji 

uznaną metodą jest metoda ewolucyjna NSGA-III. Jednakże na podstawie 

przeprowadzonych eksperymentów numerycznych zauważono, że metoda oparta na 

paradygmacie tabu search umożliwia również wyznaczanie trajektorii pojazdu 

podwodnego przy optymalizacji wielokryterialnej, często o wyższej jakości. Ponadto 

w literaturze przedmiotu nie napotkano opisu zastosowania tej metody do wyznaczania 

trajektorii autonomicznego pojazdu podwodnego. 

Wobec powyższych spostrzeżeń oraz na podstawie wyżej określonego celu 

sformułowano następujący problem badawczy. 

Należy opracować algorytm przeszukiwania tabu do wyznaczania kompromisowej 

trajektorii autonomicznego pojazdu podwodnego (dla p=2), wykonać jego 

implementację oraz zastosować jako trajektorię startową rozwiązanie otrzymane za 

pomocą zmodyfikowanego pod kątem adekwatnego zadania polioptymalizacji 

wielokryterialnego algorytmu ewolucyjnego NSGA-III. 

Zdeterminowanie głównego celu pracy oraz sformułowanie zagadnienia 

badawczego pozwoliło na sprecyzowanie następującej hipotezy roboczej: 

Optymalizacja trajektorii autonomicznego pojazdu podwodnego, przy 

wykorzystaniu wielokryterialnego algorytmu przeszukiwania tabu umożliwia znaczące 

skrócenie długości trajektorii, zmniejszenie poziomu zagrożenia manewru ze względu 

na zbyt małą odległość od obiektów, a także poprawienie regularności trajektorii 

pojazdu podwodnego w porównaniu do trajektorii, która nie podlega optymalizacji. 

W wypadku algorytmów przeszukiwania tabu zasadniczy problem polega na tym, 

że w literaturze przedmiotu większość zastosowań tej metaheurystyki dotyczy 

zagadnień optymalizacji kombinatorycznej, a nie zadań z ciągłymi zmiennymi 

decyzyjnymi tak, jak to jest w problemach wyznaczania trajektorii.  

Opracowanie algorytmu przeszukiwania tabu do rozwiązywania problemów 

wyznaczania trajektorii pojazdu podwodnego jest zagadnieniem nowym, dotąd szerzej 
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nie badanym, a zatem jego wnikliwa analiza powinna stanowić wkład w rozwój 

metodyki wyznaczania trajektorii tej klasy pojazdów. 

Praca składa się z wprowadzenia, czterech rozdziałów, podsumowania, 

bibliografii, wykazu ważniejszych oznaczeń, wykazu rysunków i tabel, a także dodatku. 

Wprowadzenie zawiera genezę, cel, problem badawczy i hipotezę naukową. Ponadto 

omówiono w nim zakres rozprawy. 

W rozdziale pierwszym scharakteryzowano pojazdy podwodne. Podano ich 

taksonomię. Opisano pojazdy zdalnie sterowane i pojazdy autonomiczne, w tym 

autonomiczne pojazdy bioniczne. Po każdym rozdziale zamieszczono wnioski i uwagi. 

W rozdziale drugim przedstawiono model matematyczny wyznaczania trajektorii 

autonomicznego pojazdu podwodnego, modelując trajektorię i formułując kryteria jej 

oceny: długość, regularność i poziom zagrożenia manewru. Wyróżniono dwa kryteria 

opisujące regularność trajektorii. Analogicznie wyróżniono dwa kryteria 

charakteryzujące poziom zagrożenia manewru. Wprowadzono także ograniczenia 

związane z omijaniem przeszkód.  

W rozdziale trzecim sformułowano wybrane problemy optymalizacji trajektorii 

autonomicznego pojazdu podwodnego. Rozważane są problemy optymalizacji 

jednokryterialnej związane z minimalizacją wybranego kryterium, np. długości lub 

poziomu zagrożenia manewru. Dyskutowane są także zagadnienia optymalizacji 

dwukryterialnej oraz problem z trzema kryteriami, w którym poszukuje się reprezentacji 

rozwiązań Pareto-optymalnych. Szczególny nacisk położono na wyznaczanie trajektorii 

kompromisowych dla parametru p=2.  

W rozdziale czwartym scharakteryzowano wielokryterialne algorytmy tabu search 

PTS i TSQ2. Dokonano także przeglądu algorytmów polioptymalizacji za szczególnym 

uwzględnieniem wielokryterialnych algorytmów ewolucyjnych pod kątem wyznaczania 

trajektorii startowych dla PTS i TSQ2. Obszernie opisano algorytmy przeszukiwania 

tabu, koncentrując się na wyznaczaniu sąsiedztwa, dywersyfikacji, intensyfikacji, 

a także pamięci krótko- i długoterminowej. Zaprezentowano szczegółowe diagramy 

metod tabu serach do wyznaczania trajektorii pojazdu podwodnego. Na zakończenie 

zamieszczono wyniki eksperymentów numerycznych. 

W dodatku omówiono system wyznaczania trajektorii pojazdu podwodnego 

SWTPP’13, w którym zaimplementowano algorytmy tabu search.  
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1. Charakterystyka i taksonomia pojazdów podwodnych 
 

Pojazdy bezzałogowe mogą funkcjonować w przestrzeni kosmicznej (sonda 

Voyager), powietrzu (drony Predator, Rapid Eye), na lądzie (pojazd UPI, robot Big 

Dog) lub też w środowisku wodnym [20]. W środowisku wodnym wyróżnia się 

bezzałogowe pojazdy nawodne (akronim USV – od ang. Unmanned Surface Vessel) 

oraz bezzałogowe pojazdy podwodne UUV (ang. Unmanned Undersea Vehicle) [133].  

Przykładem bezzałogowego pojazdu nawodnego jest polski USV o nazwie 

Edredon (rys. 1.1) [37]. 

 

 

Rys. 1.1. Bezzałogowy pojazd nawodny USV Edredon [37] 

 

Mimo że Edredon jest w zasadzie demonstratorem technologii, to w przyszłości 

prawdopodobnie będzie mógł wykonywać zadania we współdziałaniu ze stacjami 

brzegowymi, okrętami i śmigłowcami. Przeznaczony będzie do monitorowania sytuacji 

nawodnej rejonów przybrzeżnych, red, kotwicowisk i portów [37].  

Bezzałogowe pojazdy podwodne UUV dzielą się na autonomiczne pojazdy 

podwodne (AUV, ang. Autonomous Underwater Vehicle) i zdalnie sterowane pojazdy 

podwodne (ROV, ang. Remotely Operated Underwater Vehicle) [27, 39].  

Autonomicznymi pojazdami podwodnymi nazywamy roboty, które poruszają się 

pod wodą samodzielnie bez ingerencji człowieka wykonując złożone zadania [133]. 

Autonomiczność pojazdu AUV jest możliwa przede wszystkim w wyniku zastosowania 

algorytmów sztucznej inteligencji [30]. 

Torpeda klasy PUV (ang. Programmed Underwater Vehicle), skonstruowana 

w XIX wieku, to prawdopodobnie pierwsza próba implementacji autonomiczności 

w odniesieniu do bezzałogowych pojazdów podwodnych [113]. Nowoczesne AUV 
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zasilane są zazwyczaj przez baterie lub ogniwa paliwowe i mogą pracować na 

głębokości do 6000 m, tak jak pojazd Remus-6000 [137].  

Natomiast zdalnie sterowane pojazdy podwodne są sterowane przez operatora, 

a ponadto są zazwyczaj zasilane energią elektryczną poprzez przewód z powierzchni 

akwenu [136]. Ponadto sygnały wizyjne i dane przesyłane są przewodowo. Szacuje się, 

że na świecie jest kilka tysięcy pojazdów podwodnych klasy ROV,  które stopniowo są 

zastępowane nowocześniejszymi autonomicznymi pojazdami podwodnymi [49, 113].  

 

1.1 Wybrane zadania pojazdów podwodnych 

 

Koncepcję autonomicznych pojazdów podwodnych z torpedy klasy PUV 

rozwinięto w pojeździe SPURV (ang. Special Purpose Underwater Research Vehicle) 

w Stanach Zjednoczonych w 1957 r. [113]. Pojazd ten umożliwiał zbieranie danych 

związanych z prądami wodnymi i podwodnym śladem torowym. Wyposażony był 

w system transmisji akustycznej. Autonomiczność pojazdów klasy AUV doskonalono 

w MIT od lat siedemdziesiątych dwudziestego wieku [57].  

Bezzałogowe pojazdy podwodne umożliwiają sporządzanie map dna morskiego, 

wspomaganie planowania przebiegu rurociągów lub kabli telekomunikacyjnych, 

badanie ich stanu technicznego, a także poszukiwanie surowców mineralnych. Oprócz 

zadań militarnych, pojazdy podwodne prowadzą akcje ratownicze oraz poszukiwawcze. 

Przydatne są w zbieraniu danych ekologicznych i klimatycznych, a także danych 

o stanie środowiska morskiego i oceanicznego [113].  

Pojazdy AUV przekazują dane z obserwacji kadłubów statków, wraków, 

infrastruktury podwodnej czy zagrożonego środowiska wodnego. Pojazdy Remus były 

stosowane do monitorowania skutków awarii reaktorów jądrowych z elektrowni 

Fukushima w środowisku oceanicznym Pacyfiku. Pojazdy tej klasy umożliwiają 

zbieranie danych ze stacji dennych o sytuacji podwodnej. Współtworzą mobilne, 

podwodne i rozproszone systemy informatyczne, zapewniając nawiązywanie łączności 

hydroakustycznej z innymi podwodnymi obiektami [94, 113]. 

Polski pojazd klasy ROV o nazwie Ukwiał jest wykorzystywany przez 

niszczyciele min do rozpoznania podwodnych obiektów. Ukwiał przenosi ładunki 
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w pobliże miny, które to ładunki są odpalane zakodowanymi sygnałami 

hydroakustycznymi [36].  

Spektakularnym sukcesem zastosowań autonomicznych pojazdów podwodnych 

była akcja ratunkowa załogi batyskafu zatopionego w pobliżu Irlandii w latach 

siedemdziesiątych XX wieku. Także odkrycie przez pojazdy klasy AUV wraku 

legendarnego liniowca Titanica na głębokości ok. 4000 metrów w 1985 roku odbiło się 

szerokim echem w mediach. Jedną z najtrudniejszych operacji poszukiwawczych 

z wykorzystaniem najnowocześniejszej generacji pojazdów podwodnych Remus-6000 

była operacja zlokalizowania szczątków samolotu pasażerskiego Airbus 330 na dnie 

Oceanu Atlantyckiego w 2011 roku [137]. 

Pojazdy klasy AUV wykorzystuje się do opracowywania map dna morskiego, 

które pozwalają na projektowanie rurociągów gazowych i instalacji podwodnych 

bardziej efektywnie z minimalną ingerencją w środowisko. Odwierty w bardzo 

głębokich obszarach pól naftowych oraz minimalizacja kosztu ich utrzymania są bardzo 

ważną przyczyną rozwoju robotów tej klasy. Pojazdy AUV służą także do pomiarów 

zasolenia, absorpcji światła oraz badań nad życiem mikroskopijnym [50]. 

Na rysunku 1.2.a) przedstawiono autonomiczny pojazd podwodny Bluefin-21, 

który jest wyposażony w skaner typu BOSS (ang. Buried Object Scanning Sonar) 

umożliwiający analizę dna morskiego i wykonanie dokładnych map. Na rysunku 1.2.b) 

przedstawiono obraz dna morskiego z sonaru tego pojazdu [140]. 

 

  

Rys. 1.2. Autonomiczny pojazd podwodny Bluefin-21 i obraz dna morskiego [140] 

 

Oryginalnym podwodnym pojazdem autonomicznym jest podwodny szybowiec 

Scarlet Knight (RU-26) skonstruowany na uniwersytecie w Rudgers, który cechuje się 

małą mocą układu napędowego i bardzo dużym zasięgiem. Ten pojazd może 

a) b) 
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przemieszczać się samodzielnie miesiącami w strefie przybrzeżnej lub na otwartych 

obszarach morskich, okresowo przesyłając dane poprzez satelitę na brzeg za pomocą 

satelitarnego telefonu Iridium. Flota szybowców podwodnych tej klasy monitorowała 

Zatokę Meksykańską po wycieku ropy z platformy wiertniczej w 2010 roku [138].  

Szybowiec podwodny Scarlet Knight zanurza się w wyniku odpowiedniego 

przemieszczania wody wewnątrz kadłuba między rufą a dziobem na głębokość 

150-180 m, a następnie wynurza się, przy czym niekoniecznie na powierzchnię. Ten 

cykl trwa ok. 40 minut i umożliwia pokonanie ok. 1 km po powierzchni wody. Pojazd 

podczas pokonywania Atlantyku w 2009 roku wynurzał się zaledwie trzy razy na dobę 

ze względu na sztormy i potężne fale. Po wynurzeniu korygowane były dane 

nawigacyjne, a także następowała wymiana danych z lądowym centrum [103, 138].  

Szybowce podwodne w niektórych misjach mogą być jednak nieprzydatne, np. na 

dużych głębokościach. Trzy najnowocześniejsze pojazdy AUV Remus-6000 

poszukiwały szczątków samolotu pasażerskiego Airbus A330 na dnie Atlantyku w 2011 

roku. Maszyna rozbiła się podczas rejsu z Rio de Janeiro do Paryża dwa lata wcześniej. 

Na rysunki 1.4 zaprezentowano znalezione szczątki samolotu sfotografowane przez 

AUV [137]. 

 

 

Rys. 1.3. Zdjęcie fragmentu Airbusa A330 na dnie Oceanu Atlantyckiego wykonane przez 

robot Remus-6000  [137] 

 

Brazylijska MW, która wysłała statki ratownicze w rejon katastrofy tuż po 

uzyskaniu sygnału o zagrożeniu z Airbusa, odnalazła jedynie niewielkie jego części. 

Rejon poszukiwań to obszar podmorskich gór środkowego Atlantyku. Kominy 

wulkanów znajdują się już 600 m pod powierzchnią, a doliny oceaniczne sięgają 

głębokości 4000 metrów. Rejestratorów („czarnych skrzynek”) nie udało się 
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zidentyfikować przy pomocy sonarów ze statków ratowniczych. Rozdzielczość sonarów 

była zbyt niska ze względu na dużą odległość i odbicia od skał podmorskich [137]. 

W 2011 r. ponowiono poszukiwania czarnych skrzynek w akwenie na obszarze 10 

tys. km kw. Roboty Remus współpracowały tak, aby akcję poszukiwawczą prowadziły 

dwa z nich, a trzeci ładował w tym czasie akumulatory w garażu podwodnym. AUVs 

funkcjonowały autonomicznie, ale dopuszczono możliwość interwencji operatorów 

z pokładu statku MV Alucia. 

Warto nadmienić że, wielozadaniowość i modułowość wyposażenia pojazdów 

klasy AUV jest standardem. Pojazd autonomiczny tej samej klasy może realizować 

zadania militarne: przeciwminowe, rozpoznawcze, precyzyjne wykonywać uderzenia 

oraz zwalczać okręty podwodne lub być użyty do ochrony baz morskich przed 

płetwonurkami przeciwnika. Może realizować operacje ratownicze, a także analizować 

i usuwać skażenia chemiczne. 

 

1.2 Taksonomia pojazdów podwodnych 

 

Bezzałogowe pojazdy podwodne ze względu na ich niezależność energetyczną 

podczas wykonywania zadania klasyfikuje się na niezależne energetycznie i zależne 

energetycznie (nie posiadają pokładowej jednostki zasilającej). Do pojazdów 

niezależnych energetycznie zalicza się także szybowce podwodne, które w zasadzie nie 

są wyposażone w żaden napęd, a wykorzystują prądy oceaniczne [3, 69]. 

Drugim istotnym kryterium podziału pojazdów UUV jest sposób komunikacji 

z centrum dowodzenia. Pojazdy mogą być wyposażone w system komunikacji 

bezprzewodowej lub muszą być połączone przewodem komunikacyjnym z centrum.  

Pojazdy na uwięzi mogą zatem przesyłać dane komputerowe, sygnały wizyjne lub 

energię elektryczną za pomocą przewodu zasilającego. Szczególną klasą pojazdów są 

pojazdy S-AUV (ang. Semi-Autonomous Underwater Vehicle), które posiadają własne 

źródło zasilania energetycznego oraz wykorzystują transmisję przewodową [113].  

Autonomiczność pojazdu to nie tylko niezależność energetyczna i możliwość 

podwodnej komunikacji bezprzewodowej, ale także zdolność do samodzielnego 

wykonania zadania bez udziału operatora [5, 70]. W tym celu oprogramowanie powinno 

zaplanować trajektorię, którą AUV powinien pokonać, aby wykonać zadanie. 
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Trzecim kryterium klasyfikacji jest rodzaj systemu nawigacji do identyfikacji 

położenia, kursu i prędkości [8]. Nawigacja zliczeniowa polega na odczytach 

z pokładowych przeliczników inercyjnych. Nawigacja batymetryczna wykorzystuje 

mapy dna lub cechy akwenu, np. linii brzegowej. Nawigacja hydroakustyczna 

uwzględnia pomiar odległości pojazdu AUV od linii bazowej (ang. baseline station).  

Stosowana jest także klasyfikacja ze względu na masę pojazdu, kształt kadłuba 

lub rodzaj silnika napędowego. Na rysunku 1.4 przedstawiono klasyfikację robotów 

klasy UUV opracowaną na podstawie pracy Kruszko i Tariova [113]. 

 

 

Rys. 1.4. Taksonomia pojazdów podwodnych na podstawie [113] 

 

W nawigacyjnych systemach hydroakustycznych LBL (ang. Long Base Line) 

odległość mierzona jest między pojazdem a transponderami umieszczonymi na dnie 

akwenu. Systemy SBL (ang. Short Base Line) cechują się tym, że transpondery 

zainstalowane są pod dnem statku, który wspomaga nawigację pojazdu podwodnego. 

Systemy USBL (ang. Ultra-Short Base Line) opierają się na pojedynczym 

transponderze [80, 113]. 
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1.3 Pojazdy podwodne zdalnie sterowane 

 

Pojazd podwodny klasy ROV jest zdalnie sterowany przez operatora zazwyczaj 

z pokładu statku-bazy poprzez połączenie, w którym znajdują się przewody 

przesyłające dane, sygnały sterujące, sygnały wideo, a także energię elektryczną,. 

Połączenie może cechować się średnicą kilku milimetrów. Zazwyczaj pojazdy tej klasy 

są wyposażone w kamery, reflektory, sonary, magnetometry oraz manipulatory. Na 

rysunku 1.5 przedstawiono pojazd typu ROV U.S. Navy Super Scorpio [133]. 

 

 

Rys. 1.5. Pojazd ROV U.S. Navy Super Scorpio [133] 

 

Niewątpliwą zaletą robota klasy ROV jest możliwość długotrwałej pracy ze 

względu na dostęp do zasilania energetycznego statku-bazy, co umożliwia wykonanie 

złożonych zadań przy niewielkim ryzyku zaginięcia pojazdu [113].  

Roboty te są niezbędne, gdy prace podwodne odbywają się na głębokości 

przekraczającej zasięg nurków. Za pomocą tej klasy pojazdów prowadzi się akcje 

ratownicze, a także wydobywa obiekty z dna. Wykonywane są inspekcje podwodnych 

rurociągów i platform, a także łączenie rurociągów. Roboty klasy ROV są stosowane 

zarówno w budowaniu podwodnych konstrukcji, jak również w ich utrzymaniu [98].  

Ważące do 5 kg pojazdy mikro ROV są używane w miejscach, gdzie nurek nie 

mógłby wejść, takich jak rurociąg. Ważące do 30 kg pojazdy mini wykonują zadania 

analogicznie jak nurea. Robot klasy mini ROV może być przetransportowany niewielką 

jednostką pływającą na miejsce realizacji zadania.  
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Wyposażenie techniczne robotów klasy ROV zależy od wykonywanych zadań. Ze 

względu na specyfikę misji pojazdy klasy ROV mogą być uniwersalne, obserwacyjne, 

przydenne lub przemysłowe. Uniwersalny model pojazdów klasy ROV wyposażony jest 

w sonary i systemy pomiarowe, a moc napędu nie przekracza 5 KM. Maksymalne 

zanurzenie zazwyczaj wynosi do 1000 m, przy czym niektóre pojazdy mogą zejść na 

głębokość 7000 m.  

Pojazd przemysłowy H1000 firmy ECA Hytec przeznaczony jest do 

wykonywania prac lekkich [136]. Pojazdy ROV do prac lekkich cechują się napędem 

mniejszym niż 50 KM, ale większym niż 5 KM. Maksymalna głębokość pracy nie 

przekracza 2000 m. 

Na rysunku 1.6 przedstawiono pojazd klasy ROV firmy Oceaneering podczas 

pracy na podwodnym polu naftowym [133].  

 

 

Rys. 1.6. ROV firmy Oceaneering na podwodnym polu naftowym [133] 

 

W tabeli 1 zamieszczono ważniejsze parametry wybranych pojazdów klasy ROV. 

Tabela 1. Ważniejsze parametry wybranych pojazdów klasy ROV [13, 113] 

Parametr Koral 100 Super Achille M4 H1000 

Maksymalna głębokość zanurzenia [m] 100 400 1000 

Maksymalna prędkość [m/s] 1,5 6 4,5 

Liczba silników elektrycznych 5 4 4 

Waga [kg] 90 120 525 

Długość [m] 0,7 0,72 1,34 

Szerokość [m] 0,7 0,6 1,09 

Wysokość [m] 0,7 0,52 1,00 

 

Roboty przemysłowe Heavy-Duty firmy Schilling Robotics przeznaczone są do 

wykonywania prac ciężkich [113]. Pojazdy te cechują się mocą napędu do 220 KM 
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z możliwością przenoszenia co najmniej dwóch manipulatorów. Zanurzają się na 

głębokość do 3500 m. Natomiast pojazdy ROV do rozkopywania dna (ang. 

trenching/burial) cechują się mocą napędu do 500 KM, co umożliwia kładzenie kabli 

i pracę na głębokości do 6000 m. 

 

1.4 Podwodne pojazdy autonomiczne 

 

Szacuje się, że rocznie projektowanych jest ok. 200 nowych rozwiązań pojazdów 

klasy AUV, przy czym liczba wyprodukowanych egzemplarzy wynosi ok. tysiąca sztuk. 

Większość autonomicznych robotów podwodnych ma kształt niewielkiej torpedy 

o wadze ok. 60 kg i kosztuje od 50 do 350 tys. USD [78].  

Autonomiczne pojazdy podwodne AUV nie posiadają wielu wad pojazdów klasy 

ROV. Przede wszystkim ich krótkotrwałe działanie nie zależy od dostępu do energii 

elektrycznej w statku-bazie lub terminalu lądowym. Zasięg AUV nie jest ograniczony 

długością kabla, a w konsekwencji regulowaniem naprężenia kabla w wypadku 

sztormu. Dzięki temu pojazd autonomiczny może poruszać się w załomach skalnych 

lub w innym kompleksie przeszkód [113].  

Robot AUV po odebraniu danych wejściowych z centrum dowodzenia może 

realizować zadanie samodzielnie, wykorzystując wydajny komputer pokładowy. 

Wyposażony jest także w kamery, reflektory oraz odpowiednie manipulatory [138]. 

Ponadto w AUV jest zintegrowany system nawigacji, sensory do tworzenia map, 

kompas, głębokościomierz, magnetometr, konduktometr, czujniki temperatury oraz 

sondy. W wyposażenie wchodzą także sensory do pomiaru głębokości, sonary, w tym 

sonar boczny (ang. side scan sonar). Magnetometr umożliwia pomiar wielkości, 

kierunku oraz zmian pola magnetycznego. Natomiast konduktometr jest stosowany do 

pomiarów zanieczyszczenia i zasolenia wody [140].  

Pojazdy klasy AUV mogą współpracować ze statkami nawodnymi, poruszając się 

wewnątrz sieci akustycznych znaków nawigacyjnych lub korzystając z łączności 

satelitarnej.  

Pojazd REMUS 100 sprzedawany przez Hydroid, Inc jest najpopularniejszy 

w zastosowaniach naukowych i militarnych. Pojazdy Remus projektowane są przez 

Woods Hole Oceanographic Institution w USA [137]. Natomiast jeden z najbardziej 

zaawansowanych modeli, ważący 862 kg, pojazd autonomiczny Remus 6000 ma kształt 
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torpedy o długości 3,84 m i średnicy 0,71 m (rys. 1.7). Prędkość maksymalna 4,5 węzła 

może być utrzymana przez 22 godziny, gdyż pojazd jest wyposażony w dwa 

akumulatory o pojemności 11 kWh. Pojazd posiada też czujniki optoelektroniczne 

i transponder GPS. Ponadto, autonomiczny pojazd podwodny Remus 6000 wyposażony 

jest w sonar wysokiej rozdzielczości, który pozwala na wygenerowanie precyzyjnego 

obrazu dna z odległości 130 metrów [137].  

 

 

Rys. 1.7. Nowoczesny autonomiczny pojazd podwodny Remus 6000 [137] 

 

Oprogramowanie sterujące wspomaga nurkowanie pod kątem 25°, co pozwala 

szybciej docierać do zadanych miejsc. Oprogramowanie zwiększa poziom 

bezpieczeństwa, uniemożliwiając zderzenie z dnem morskim. Ułatwia klasyfikację 

obiektów przy pomocy kamer z odległości mniejszej niż 7 metrów. 

Pojazd autonomiczny HUGIN 4500 stosowany jest w przemyśle gazowym 

i naftowym, a produkowany jest przez Kongsberg Maritime and Norwegian Defence 

Research Establishment (rys. 1.8). Robot może holować siatkę hydrofonów o długości 

100 m z prędkością 3 węzłów [141]. 

 

 

Rys. 1.8. Pojazd autonomiczny Hugin 4500 firmy Kongsberg Maritime [141] 
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Sonar jest podstawowym sensorem do identyfikacji przeszkód usytuowanych 

w pobliżu AUV. Sonary mogą współpracować z GPS-em, mapą elektroniczną, radarem 

i elektronicznym kompasem w ramach zintegrowanego systemu [135].  

Interesującym sensorem w pojazdach AUV jest sonar boczny (ang. side-scan 

sonar), który służy do efektywnego tworzenia obszernych obrazów dna morskiego. 

Może być stosowany do analizy tekstury i rodzaju materiału dna morskiego (rys. 1.9). 

Sonar boczny wykrywa przeszkody na dnie, a także wspomaga diagnostykę stanu 

rurociągów i kabli. Urządzenie zapewnia wgląd w strukturę dna. Ponadto sonary boczne 

są wykorzystywane w rybołówstwie, do pogłębiania akwenu i w badaniach środowiska. 

Umożliwiają także wykrywanie min [143]. 

 

Rys. 1.9. Obraz z sonaru bocznego [133] 

 

Sonar emituje stożek impulsów akustycznych w kierunku dna morskiego, 

a następnie rejestruje intensywność akustycznych odbić od dna morskiego. Akustyczne 

częstotliwości wahają się od 100 do 500 kHz, przy czym wyższe częstotliwości 

zapewniają większą rozdzielczość, ale mniejszy zasięg [134]. 

Za pomocą sonaru bocznego zidentyfikowano wrak okrętu podwodnego oraz 

bombę wodorową, która zaginęła na morzu. Użyto sonaru, aby odnaleźć flagowy okręt 

Mary Rose Henryka VIII, a także aby zlokalizować wrak statku leżący od ponad 2000 

lat u wybrzeży Turcji [133].  
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Do badania dużych obszarów podwodnych stosuje się bardziej rozbudowane 

sonary boczne typu GLORIA II, które działają przy stosunkowo niskich częstotliwości 

w celu uzyskania dużego zasięgu. Sonary te wykorzystano do uzyskania obrazów szelfu 

kontynentalnego oceanów [143]. 

Wyznaczenie odległości pojazdu od obiektu podwodnego za pomocą sonaru 

opiera się na zależności del Grosso [133], jak niżej: 

(1.1) 

 

gdzie: 

d – głębokość [m], 

c – prędkość dźwięku [m/s], 

τ – temperatura [°C], 

ψ – zasolenie [‰]. 

Prędkość dźwięku w wodzie rośnie wraz ze wzrostem jej zasolenia i przyjmuje 

się, że w wodzie morskiej wynosi ok. 1500 m/s, a w wodzie niezasolonej 1435 m/s,  

Oprócz odległości od obiektu, za pomocą sonaru wyznacza się współrzędne 

obiektu, jego rozmiar, budowę i kształt. Na podstawie analizy budowy obiektu możliwe 

jest określenie, czy kolizja z tym obiektem jest dopuszczalna. Natomiast znając kształt, 

rozmiar i współrzędne położenia obiektu, można wyznaczać trajektorię manewru 

antykolizyjnego. Struktura dna, w tym rośliny, osady i skały mogą być identyfikowane 

przy odpowiedni dużej mocy i częstotliwości sygnału. Precyzja obrazu sonaru zależy od 

prędkości pojazdu i częstotliwości próbkowania.  

Penetrowanie dna za pomocą sonaru umieszczonego w dnie statku umożliwia 

wygenerowanie mapy dna morskiego (rys. 1.10).  

 

 

 

 

 

 

 

Rys. 1.10. Trajektoria statku podczas analizy dna morskiego za pomocą sonaru [13] 
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 Uzyskane w ten sposób pomiary głębokości dna d dla zadanych współrzędnych 

geograficznych (, ) mogą być podstawą do wygenerowania mapy elektronicznej 

opartej o wykorzystanie sztucznej sieci neuronowej [13]. W tym wypadku tworzone są 

dwa rozłączne zbiory: zbiór trójek treningowych Itraining (rys. 1.11) oraz zbiór trójek 

egzaminujących sieć Itest, które to zbiory zdefiniowano, jak niżej: 

 

(1.2) 

gdzie: 

di – zmierzona głębokość w [m] dla zadanych współrzędnych geograficznych (φi, λi), 

n – liczebność zbioru treningowego. 

 

(1.3) 

gdzie: 

m – liczebność zbioru testującego. 

 

Wielozadaniowość pojazdów klasy AUV realizuje się za pomocą modułowej 

konstrukcji. Przykładowo pojazd Gavia może być wyposażony w odpowiednie moduły 

sprzętowo-programistyczne w zależności od realizowanego zadania, np.: do badań 

oceanograficznych, inspekcji rurociągów lub platform wiertniczych, czy też niszczenia 

min morskich [113].  

 

 

Rys. 1.11. Obraz dna morskiego w wybranym akwenie Zatoki Gdańskiej [13] 
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Niektóre większe pojazdy typu AUV, np. Urashima, są zasilane z ogniw 

paliwowych, które generują energię elektryczną w wyniku reakcji utleniania paliwa 

dostarczanego z zewnątrz. Ogniwa paliwowe nie muszą być wcześniej ładowane. 

Natomiast w przypadku akumulatorów ładowanie może trwać kilka godzin. Większość 

ogniw paliwowych to ogniwa wodorowe [127]. 

Istotną preferencją odnośnie wyznaczania trajektorii AUV może być dążenie do 

redukcji zużycia energii podczas misji. W tym kontekście interesująca jest koncepcja 

montażu paneli solarnych na powierzchni kadłuba, co umożliwia pozyskanie kilkuset 

watogodzin dziennie podczas wynurzania się, np. Solar AUV [27, 144].  

 

1.5 Autonomiczne podwodne pojazdy bioniczne 

 

Pojazdy bioniczne lub biomimetyczne (ang. bionic or biomimetic vehicles) to 

relatywnie nowa klasa pojazdów AUV. Inspiracje odnośnie projektowania sposobu 

poruszania się oraz kształtu kadłuba pojazdów bionicznych pochodzą z naśladowania 

morskiej fauny i flory.  

Imitowanie sposobu poruszania się pojazdów na podstawie organizmów morskich 

jest uzasadnione, gdyż takich rozwiązań technologicznych jeszcze nie ma. W historii 

sztucznej inteligencji takie podejście w znacznie szerszym kontekście zaowocowało 

powstaniem sztucznych sieci neuronowych, algorytmów genetycznych, algorytmów 

ewolucyjnych, algorytmów mrówkowych, algorytmów roju, sztucznych systemów 

immunologicznych, czy sieci inteligentnych agentów [9]. 

Bioniczne pojazdy klasy AUV zazwyczaj inspirowane są budową ryb, co 

umożliwia uzyskanie precyzyjnej i niewielkiej zmiany kursu. Zmiana kursu o 180° 

może nastąpić w zasadzie na niewielkim obszarze. Możliwe jest także uzyskanie 

większego przyśpieszenia niż w wypadku standardowych pojazdów klasy AUV [113].  

W ramach projektu finansowanego przez DARPA zaprojektowano pojazd 

BioSwimmer imitujący tuńczyka, który to pojazd będzie wykorzystywany w celach 

militarnych (rys. 1.12) [144]. Konstrukcja zawiera mechanizmy umożliwiające 

przemieszczanie się kręgosłupa, a także poruszanie ogonem i płetwami. Pojazd szybko 

i precyzyjnie porusza się pod wodą. Podobne rozwiązania dotyczą imitacji zachowania 

węgorzy w wodzie [23]. 
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Rys. 1.12. Bioniczny AUV BioSwimmer zaprojektowany w ramach projektu DARPA [144] 

 

Interesującym przykładem bionicznego AUV jest RoboLobster wzorowany na 

krabach (rys. 1.13). Pojazd cechuje się stabilnym manewrowaniem po dnie przy 

większym zużyciu energii, co umożliwia realizację zadań militarnych [9, 142].  

 

 

Rys. 1.13. Bioniczny AUV RoboLobster zaprojektowany w Marine Science Center 

at Northeastern University [142] 

 

Bioniczny pojazd AUV AquaJelly, który imituje meduzę (rys. 1.14), może 

z dokładnością do centymetra określić głębokość zanurzenia i przemieścić się do garażu 

podwodnego w celu naładowania akumulatorów [139]. Pojazd komunikuje się za 

pomocą podwodnej łączności optycznej oraz cyfrowego radia na powierzchni. AUV jest 

przystosowany do pracy zespołowej, wykrywa obecność innych robotów tej klasy 

w odległości do 80 cm, unikając z nimi kolizji.  

 

 

Rys. 1.14. Zespół trzech pojazdów bionicznych AquaJelly [139]. 
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Naśladowanie organizmu jednokomórkowego ameba, która zmieniając kształt 

przemieszcza się w wodzie, stało się inspiracją do skonstruowania pojazdu podwodnego 

Amoebot [22]. Pojazd ten zalicza się do klasy MUV (ang. Metamorphic Underwater 

Vehicle). Ze względu na fakt, że nie jest stosowany w tym wypadku napęd, to przyjmuje 

się, że Ameobot jest specyficznym szybowcem podwodnym.  

 

1.6 Przegląd podejść do wyznaczania trajektorii 

pojazdów klasy AUV 

 

Wraz z rozwojem technologii wspierających funkcjonowanie autonomicznych 

pojazdów podwodnych doskonalone są metody planowania trajektorii AUV. Uważa się, 

że algorytmy planowania trajektorii stanowią kluczową kwestię związaną 

z rozszerzaniem autonomii nowoczesnych AUV [13, 93, 129]. 

Wang, Lane i Falconer zaproponowali dwa podejścia do planowania trasy 

bezzałogowego pojazdu podwodnego już w 2000 roku [118]. Pierwsze z nich opiera się 

na optymalizacji jednokryterialnej na zbiorze trajektorii dopuszczalnych z nałożonymi 

ograniczeniami nierównościowymi na zmienne opisujące zachowanie pojazdu. Drugie 

podejście polega na sprowadzeniu problemu planowania ścieżki AUV do zagadnienia 

optymalizacji ze znacząco zredukowaną liczbą ograniczeń w odniesieniu do pierwszego 

zagadnienia. Zastosowano elementy geometrii przestrzennej i operacje logiczne, aby 

zmniejszyć liczbę ograniczeń i aby uniknąć lokalnych minimów. W rezultacie, 

wykorzystano zaawansowane metody gradientowe optymalizacji, które gwarantują 

konwergencję, efektywność i stabilność numeryczną.  

Antonelli, Chiaverini i Finotello zaproponowali system naprowadzania 

i nawigacji do planowania ścieżki w czasie rzeczywistym z możliwością unikania 

przeszkód, który to system opracowano dla autonomicznego pojazdu podwodnego 

projektu RAIS (ang. Robot for Autonomous Inspection of Sealines) [8]. Pojazd 

przeznaczony jest do badania dna morskiego, a także inspekcji rurociągów. W wypadku 

badania dna, AUV śledzi predefiniowaną trajektorię, unikając nieuwzględnionych 

wcześniej przeszkód. Natomiast podczas inspekcji, RAIS monitoruje rurociąg, 

modyfikując zaplanowaną trajektorię na podstawie informacji wizualnej. W tym 
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wypadku, zauważenie przeszkody wymaga korekty trajektorii. Ponadto uwzględnia się 

prąd oceaniczny i ograniczenia wynikające z charakterystyki czujników.  

Kontynuacją tych prac jest opracowanie, w którym Kitowski i Balicki 

zaproponowali algorytm ewolucyjny do nawigacji AUV w obecności statycznych 

przeszkód i przy uwzględnieniu kryteriów takich jak długość trajektorii i miara 

bezpieczeństwa [59]. 

Alvarez, Caiti i Onken w 2004 roku zaproponowali algorytm genetyczny do 

planowania ścieżki autonomicznego pojazdu podwodnego w oceanie, uwzględniając 

w modelu silne prądy, rozległe obszary wodne i zmienność warunków w długim 

horyzoncie czasu trwania misji [5]. Zaproponowano wyznaczanie bezpiecznej 

trajektorii, minimalizując zużycie energii elektrycznej. Opracowano operatory 

genetyczne, które zapewniają konwergencję do globalnego minimum. Algorytm jest 

odpowiedni do sytuacji, w której pojazd musi działać w wypadku koniczności realizacji 

misji przy wysokim ryzyku wyczerpania zasobów energii. 

Petres i inni skonstruowali algorytm FM* (ang. Fast Marching) do wyznaczania 

ciągłej trajektorii na powierzchni akwenu [93]. Następnie, uwzględnili podwodne prądy 

do wyznaczania trajektorii także pod powierzchnią wody. Wprowadzili ograniczenie na 

promień skrętu pojazdu. Zaproponowali sposoby przyspieszenia algorytmu planowania 

trajektorii AUV. 

Z kolei Aguiar i Hespanha rozważają problem śledzenia pozycji pojazdu na 

zaplanowanej uprzednio trajektorii, a następnie modyfikacji trajektorii w wypadku 

pojawienia się nowych przeszkód [4]. Proponują wykorzystanie funkcji Lapunowa, 

równań ruchu pojazdu, a po przekształceniach rozwiązanie problemu optymalizacji 

z ograniczeniami. Opracowany algorytm zastosowano do planowania trajektorii 

poduszkowca na płaskiej powierzchni oraz pojazdu podwodnego w przestrzeni 

trójwymiarowej.  

Yilmaz i inni w 2008 roku rozważali problem planowania trajektorii podczas 

misji adaptacyjnego próbkowania wybranych danych w oceanie [129], proponując 

metodę mieszanego programowania liniowego – zmienne decyzyjne były albo ciągłe 

albo całkowitoliczbowe. Minimalizuje się w sformułowanym zagadnieniu optymalizacji 

oszacowanie ryzyka wzdłuż trajektorii pojazdu podwodnego. Zakłada się, że pobieranie 

próbek wzdłuż trajektorii może poprawić dokładność oszacowania wartości kryterium. 

Ograniczenia odnoszą się do ruchu pojazdu, komunikacji i unikania kolizji. Analizuje 

się misje jednokrotne, jak i wielokrotne.  
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Zamirian, Kamyad i Farahi rozważają planowanie trajektorii optymalnych dla 

pojazdu klasy AUV wolno poruszającego się w dwu- i trójwymiarowej przestrzeni, 

w obecności przeszkód statycznych lub ruchomych [132]. Rozważają kryteria 

z wcześniejszych prac Balickiego, m.in. [13], takie jak długość ścieżki, czy odległość 

między trajektorią a przeszkodą. Wprowadzają określenie przedziałów dla wartości 

zmiennych rozmytych oraz funkcje przynależności. Następnie sprowadzają problem 

planowania optymalnej trajektorii do rozmytego problemu dynamicznej optymalizacji 

wielokryterialnej. Za pomocą odpowiedniej t-normy przekształcają to zagadnienie 

w nieliniowy problemu optymalizacji dynamicznej. Stosując metodę parametryzacji, 

rozwiązują sekwencję zagadnień programowania nieliniowego.  

Aghababa w 2012 roku podał metodę wyznaczania optymalnej trajektorii 

w środowisku podwodnym z przeszkodami za pomocą numerycznego rozwiązania 

nieliniowego problemu optymalnego sterowania [3]. Pojazd podwodny jest 

modelowany za pomocą nieliniowych równań ruchu, zakładając, że jest sterowany za 

pomocą silników we wszystkich stopniach swobody. Przyjęto za miarę oceny wskaźnik 

zużycia energii w połączeniu z kryterium czasu. Do wyznaczenia trajektorii 

zastosowano wybrane algorytmy sztucznej inteligencji: algorytm genetyczny, algorytm 

memetyczny, algorytm roju i algorytm mrówkowy, które to algorytmy porównano 

z algorytmem gradientów sprzężonych. Wyniki symulacji wskazują, że trajektorie 

uzyskane za pomocą inteligentnych metod są lepsze niż metoda gradientu sprzężonego. 

Uwzględniono kwestię unikania kolizji ze statycznymi przeszkodami.  

Ghabcheloo i inni rozważają problem sterowania grupą pojazdów podwodnych 

wzdłuż zadanych trajektorii, przy czym zespół powinien trzymać odpowiedni szyk [43]. 

Uwzględnia się także awarie komunikacyjne i opóźnienia czasowe. Początkowo 

wyznacza się zbiór trajektorii, a następnie steruje prędkością w celu utrzymania szyku 

i zapewnienia bezkolizyjności.  

Warto także podkreślić, że pojawiło się szereg prac, które korespondują 

z planowaniem trajektorii pojazdów podwodnych w odniesieniu do innych środowisk. 

Xiao i in. w 1997 roku zastosowali algorytm ewolucyjny do planowania trajektorii 

robota lądowego na płaszczyźnie [126]. Dozier i in. zaproponowali rok później 

wielokryterialny algorytm ewolucyjny do planowania ścieżki robota lądowego [35]. 

Wprowadzili selekcję turniejową z wykorzystaniem logiki rozmytej.  

W Polsce praca Śmierzchalskiego z 1999 roku była jedną z pierwszych, która 

obszernie opisywała zasady wykorzystania algorytmów ewolucyjnych do planowania 
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trajektorii statków [109]. Yan i Wang w 2012 rozważali model sterowania 

predykcyjnego do śledzenia statków w płaszczyźnie dwuwymiarowej, wykorzystując 

rekurencyjne sieci neuronowe do wyznaczania rozwiązań zagadnienia programowania 

kwadratowego [128]. Ponadto poszukiwali rozwiązań problemu minimax za pomocą 

dwuwarstwowej rekurencyjnej sieci neuronowej.  

 

1.7 Wnioski i uwagi 

 

Bezzałogowe pojazdy podwodne cechują się zaawansowanym oprogramowaniem 

wspierającym ich autonomiczność. Na podstawie analizy literatury przedmiotu można 

stwierdzić, że priorytetowym kierunkiem badań związanym z pojazdami klasy AUV 

jest wyznaczanie trajektorii tych pojazdów przy uwzględnieniu różnych kryteriów. 

Minimalizacja długości trajektorii umożliwia wykonanie misji przy mniejszym zużyciu 

energii. Natomiast zachowanie bezpiecznej odległości od innych pojazdów i przeszkód 

zapewnia poprawność wykonania manewru. 

Metody wyznaczania optymalnych trajektorii dzielą się na metody 

wykorzystujące algorytmy sztucznej inteligencji, takie jak algorytmy ewolucyjne, 

mrówkowe czy roju, a także na metody klasyczne: gradientów sprzężonych lub 

nieliniowego programowania mieszanego. Analiza literatury przedmiotu nie wykazała, 

aby badacze stosowali algorytm przeszukiwania tabu w rozważanym zagadnieniu. 

Większość podejść do optymalizacji trajektorii opiera się na sformułowaniu 

zagadnień optymalizacji jednokryterialnej. Niewiele jest prac, w których formułuje się 

rozważany dylemat w kategoriach optymalizacji wektorowej. Nie poszukuje się 

trajektorii kompromisowych. 

Autorzy prac z zakresu planowania trajektorii w oparciu o rozwiązywanie 

układów równań różniczkowych opisujących ruch pojazdu wskazują na niestabilność 

numeryczną opracowanych metod przy dużej liczbie zmiennych i w efekcie 

sprowadzają problem optymalizacji sterowania do adekwatnego zagadnienia 

programowania matematycznego [3, 4]. 

Oprócz metod wyznaczania trajektorii pojazdu podwodnego, istotnymi 

zagadnieniami badawczymi są efektywne metody próbkowania, przetwarzania, 

przechowywania i przekazywania danych. Ważną rolę odgrywają metody 
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diagnozowania stanu pojazdu klasy AUV i reagowania na sytuacje awaryjne. Rozwój 

inercyjnych systemów nawigacyjnych oraz precyzyjnych odbiorników GPS zapewni 

dokładniejsze wyznaczanie pozycji robota i jego prędkości. Powyższe metody i systemy 

wpłyną na zwiększenie autonomiczności pojazdu. Istotne również są zabezpieczenia 

podwodnej sieci komputerowej, gdyż pojazdy AUV coraz częściej współdziałają ze 

sobą i stanowią mobilny, rozproszony system informatyczny [76]. 

Warto podkreślić także, że system operacyjny komputera pokładowego powinien 

sprawnie obsługiwać kompasy, sonary, magnetometry, termistory, mierniki głębokości, 

próbniki przewodności i inne przetworniki. Korekty trajektorii powinny być możliwe po 

uzyskaniu dodatkowych informacji z sensorów akustycznych i kamer wideo [113].  

Istotnym zagadnieniem jest także optymalizacja organizacji ruchu pojazdów 

podwodnych ze szczególnym uwzględnieniem planowania adekwatnych trajektorii. 

Utrzymanie szyku czy też organizacja dostępu do punktów zasilania w energię 

elektryczną może decydować o powodzeniu misji. Ponadto komunikacja pojazdu 

podwodnego z centrum dowodzenia może odbywać się w przyszłości z wykorzystaniem 

usług elektronicznych semantycznego Internetu, co implikuje konieczność zapewnienia 

niezbędnych rozwiązań technologicznych [72, 74]. 
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2. Model matematyczny trajektorii i jej ocen 
 

 

 2.1 Charakterystyka trajektorii 

 

 Niech akwen wodny rozpatrywany jest w układzie prostokątnym kartezjańskim. 

Wówczas trajektorię pojazdu podwodnego z punktu A=p0 do B=pM+1 reprezentuje 

otwarta (A≠B) i związana linia łamana (poligonowa lub wielokątna) wyznaczona za 

pomocą sekwencji M+2 wierzchołków 1,0),,,(  Mmzyxp mmmm  należących do 

zbioru reprezentującego akwen wodny (rys. 2.1) [3, 13, 109]. Dopuszcza się, aby 

odcinki łamanej przecinały się - stąd mówimy o trajektorii związanej. 

 Dla zadanych punktów A i B trajektorię x można modelować za pomocą 

uporządkowanej S-ki, gdzie S=3M, jak niżej:  

),,,...,,,,...,,,( 111 MMMmmm zyxzyxzyxx  ,                              (2.1) 

gdzie  

  xm  odcięta m-tego punktu zmiany kursu trajektorii pm,  

  ym  rzędna m-tego punktu zmiany kursu trajektorii pm, 

  zm  kota m-tego punktu zmiany kursu trajektorii pm, która to współrzędna 

odpowiada głębokości pojazdu podwodnego. 

 Odcięta punktu zmiany kursu (wierzchołka) odpowiada przeliczonej długości 

geograficznej, a rzędna wierzchołka – szerokości geograficznej. Przyjmuje się, że 

zachodzą następujące ograniczenia nałożone na współrzędne wierzchołków pm 

należących do trajektorii: 

 

(2.2) 

 

gdzie  

  X 

min
  zadana minimalna wartość m-tej odciętej, 

  X 

max
  zadana maksymalna wartość m-tej odciętej, 

  Y 

min
  zadana minimalna wartość m-tej rzędnej, 
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  Y 

max
  zadana maksymalna wartość m-tej rzędnej, 

),(min

mm yxZ   zadana minimalna wartość m-tej koty (głębokość) dla pary ),( mm yx . 

),(max

mm yxZ
 
 zadana maksymalna wartość m-tej koty dla pary ),( mm yx . 

 Łatwo pokazać, że jeśli wszystkie wierzchołki łamanej należą do pewnego 

sześcianu, to każdy jej punkt również należy do tego sześcianu. Stąd wystarczy 

wprowadzić ograniczenia (2.2) jedynie dla wierzchołków trajektorii, co implikuje 

spełnienie ww. ograniczeń przez współrzędne wszystkich punktów trajektorii. 

 Współrzędne geograficzne (φm, λm) pozyskiwane z systemu wyznaczania pozycji 

GPS lub z inercyjnego systemu pozycjonowania mogą być przeliczone na odpowiednie 

wartości (xm, ym). Ponadto, odcięta punktu należącego do trajektorii może być 

przeliczona na długość geograficzną φ, a rzędna - na szerokość geograficzną λ.  

   

 

 

 

Rys. 2.1. Przykładowa trajektoria pojazdu podwodnego w lewoskrętnym prostokątnym 

układzie współrzędnych 

Źródło: opracowanie własne. 

 

 Natomiast głębokość zanurzenia pojazdu mierzona jest za pomocą sonaru lub 

wyznaczana jest za pomocą elektronicznej mapy dna i odnosi się do koty punktu 

A=(x0
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F1(x)= 6,67 [JD] 

z 



 

 28 

w akwenie. Ponieważ głębokość podawana jest zazwyczaj dla pojazdów podwodnych 

jako wielkość dodatnia w metrach, to zmieniono kierunek wzrostu wartości z na 

przeciwny w układzie współrzędnych, co zobrazowano na rys. 2.1. 

 W modelu przyjęto, że kartezjański układ współrzędnych w przestrzeni 

trójwymiarowej jest lewoskrętny. Zgodnie z regułą prawej dłoni Royberta, jeśli wnętrze 

obracającej się prawej dłoni zakreśla łuk od osi OX do OY, to kciuk ma zwrot zgodny ze 

zwrotem osi OZ. Reguła ta nazywana jest również regułą śruby prawoskrętnej. 

W przeciwnym wypadku mówimy o lewoskrętnym układzie współrzędnych, który jest 

bardziej adekwatny do modelowania trajektorii pojazdów podwodnych [95]. 

 Na rysunku 2.1 dla celów prezentacji dokonano normalizacji współrzędnych tak, 

aby punkty trajektorii należały do sześcianu o jednostkowym boku. W wypadku 

uwzględnienia dna morskiego lub przeszkód dla pojazdu podwodnego sześcian ten 

zostanie dodatkowo ograniczony. 

 

 2.2 Długość trajektorii 

 

 Długość trajektorii x między zadanym wierzchołkiem A=(x0,y0,z0) 

a B=(xM+1,
 
yM+1,zM+1) z szukanymi M punktami zmiany kursu pm=(xm,ym,zm) oznaczamy 

jako F1 i wyznaczamy jako sumę długości odcinków sm łączących pary kolejnych 

punktów (pm, pm+1) w trajektorii (rys. 2.1), jak niżej: 

 

(2.3) 

gdzie 

d(p
m
,p

m+1
) – długość odcinka sm łączącego punkty p

m
=(x

m
,y

m
,z

m
) i p

m+1
=(x

m+1
,y

m+1
,z

m+1
). 

 Ponieważ w trójwymiarowym prostokątnym układzie kartezjańskim długość 

d(p
m
,p

m+1
) można wyznaczyć za pomocą zależności, jak niżej: 

,)()()(),( 2

1

2

1

2

11 mmmmmmmm zzyyxxppd                     (2.4) 

to zależność (2.3) daje się przedstawić w formie uwidaczniającej relację między 

długością trajektorii F1(x) a zmiennymi decyzyjnymi ),,,...,,,,...,,,( 111 MMMmmm zyxzyxzyxx  : 
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 Długość trajektorii x na rysunku 2.1 wynosi 6,67 [JD], przy czym najkrótsza 

trajektoria cechuje się długością √ . Oczywiście nie dotyczy to sytuacji, w których 

występują przeszkody. 

 Algorytmiczny sposób generowania trajektorii między punktem A a B polega na 

losowym wygenerowaniu M wierzchołków w przestrzeni punktów, a następnie na 

połączeniu tych punktów. Wierzchołki mogą być łączone sekwencyjnie zgodnie 

z zasadą wyboru najbliższego sąsiada, zaczynając od punktu A. Powyższy sposób 

wyboru trajektorii nazywamy heurystyką najbliższego sąsiada. Wygenerowanie 

trajektorii wymaga (M+1)M/2 obliczeń odległości między wierzchołkami. 

W heurystyce najbliższego sąsiada można rozpocząć procedurę konstruowania 

trajektorii także od B. Podczas włączania nowego wierzchołka do trasy zwiększa się 

także wartość długości trajektorii. Złożoność obliczeniowa omawianej heurystyki to 

O(M 
2
) [125]. Wygenerowanie M trajektorii za pomocą heurystyki najbliższego sąsiada 

i wybranie najkrótszej z nich cechuje się złożonością pesymistyczną O(M 
4
). 

 Interesującą heurystyką jest sortowanie punktów wg odległości od A lub B. Na 

rysunku 2.1 przedstawiono trajektorię, dla której zastosowano sortowanie punktów wg 

odległości od A. W konsekwencji w m-tym kroku wybrano wierzchołek pm zaczynając 

od A. Powyższa heurystyka cechuje się mniejszą złożonością obliczeniową niż 

heurystyka najbliższego sąsiada, gdyż wymaga się O(M logM) obliczeń odległości 

między wierzchołkami. Zatem wygenerowanie M trajektorii za pomocą heurystyki 

sortowania wierzchołków wg odległości od A i wybranie najkrótszej z nich cechuje się 

złożonością pesymistyczną O(M 
3
logM). 

 Na rysunku 2.2 przedstawiono znormalizowane długości 20 trajektorii pojazdu 

podwodnego wygenerowane za pomocą heurystyki wykorzystującej sortowanie 

odległości od punktu A, zaimplementowanej w aplikacji SWTPP’13 (System 

Wyznaczania Trajektorii Pojazdu Podwodnego 2013) dla M=12. Aplikację SWTPP’13 

opisano w dodatku do rozprawy. Normalizacja wielkości akwenu wodnego polega na 

rozważaniu sześcianu o boku 1 [JD – jednostka długości]. Wówczas trajektoria o 

minimalnej długości jest przekątną o długości 
min

1F =1,732050808 [JD].  

 Warto podkreślić, że trajektorie wyznaczone za pomocą opisanych wyżej 

heurystyk, znacząco odbiegają pod względem długości od minimum, gdyż najkrótsza 

trajektoria cechuje się długością 4,80 [JD], a średnia długość z 20 trajektorii to aż 6,96 

[JD] (tab. 2). Długość maksymalna to 8,41 [JD], a odchylenie standardowe 1,04 [JD]. 
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Rys. 2.2. Znormalizowane długości 20 trajektorii pojazdu podwodnego wygenerowane za 

pomocą programu SWTPP’13 dla M=12. Trajektorie należą do zbioru T. 

Źródło: opracowanie własne. 

 

 Wybrane statystyki zbioru T składającego się z 20 trajektorii wygenerowanych za 

pomocą heurystyki sortowania wg odległości zamieszczono w tabeli 2. 

 

Tabela 2. Wybrane statystyki zbioru T składającego się z wygenerowanych 20 trajektorii 

o 12 wierzchołkach 

Lp. Statystyka Wartość 

1.  Minimum )(min

1 TF  4,80 

2.  Średnia )(1 TF  6,96 

3.  Maksimum min

1F  8,41 

4.  Mediana 7,11 

5.  Odchylenie standardowe 1,04 

6.  Wariancja 1,08 

7.  Kurtoza -0,69 

8.  Skośność -0,48 

Źródło: opracowanie własne. 
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 Wraz ze wzrostem liczby wierzchołków w trajektorii pojazdu podwodnego 

charakterystyki liczbowe populacji wygenerowanych heurystycznie trajektorii 

pogarszają się (tab. 3). W tym wypadku coraz trudniej jest skonstruować trajektorię, 

która cechuje się relatywnie niewielką długością. Najkrótsza trajektoria dla M=100 jest 

prawie dziesięciokrotnie dłuższa niż dla M=10. 

 

Tabela 3. Charakterystyki liczbowe zbioru trajektorii T dla wybranych liczb wierzchołków M  

M )(min

1 TF  min

1F  )(1 TF  

10 4,75 7,97 6,01 

20 8,71 14,49 10,92 

30 12,67 20,00 15,72 

50 20,89 30,91 26,25 

100 45,10 57,14 51,43 

Źródło: opracowanie własne. 

 

 Wraz ze wzrostem L liczby trajektorii w zbiorze T, charakterystyki liczbowe 

niewiele się różnią (tab. 4). Zasadniczo szanse na wygenerowanie krótszej trajektorii są 

większe przy większej liczbie prób, ale może się zdarzyć sytuacja, gdy dla 10 trajektorii 

wygenerowano najkrótszą trasę spośród 240 prób. Przyjęto, że trajektorie składają się 

z M=10 wierzchołków. 

 

Tabela 4. Charakterystyki liczbowe dla zbiorów trajektorii T o zadanej liczebności L 

L )(min

1 TF  min

1F  )(1 TF  

10 4,34 7,98 6,30 

20 4,75 7,97 6,02 

30 4,75 7,97 6,01 

50 4,55 7,99 6,06 

100 4,55 7,99 6,06 

Źródło: opracowanie własne. 

 

 Warto podkreślić, że heurystyka generowania trajektorii wg odległości od punkt A 

lub B jest przydatna przy wyznaczeniu rozwiązania startowego dla algorytmu 

przeszukiwania tabu lub populacji początkowej dla algorytmu ewolucyjnego. Może być 

także wykorzystana przez inną metodę wyznaczania trajektorii pojazdu podwodnego. 

Heurystyka nie bada dopuszczalności trajektorii, która może przechodzić przez 

przeszkodę. 
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2.3 Regularność trajektorii 

 

Zmiana kursu trajektorii jest istotnym elementem manewrowania pojazdem 

podwodnym, która często jest niezbędna do bezkolizyjnego przejścia z punktu A do B. 

Jednakże jeśli nie jest to konieczne, należy unikać zbędnej zmiany kursu. W wypadku 

braku przeszkód na odcinku (A, B) trajektoria powinna być zatem odcinkiem, a nie 

sekwencją odcinków ze zmianą kursów. 

Na rysunku 2.3 zobrazowano zmianę kursu w wierzchołku pm o kąt αm na 

płaszczyźnie. 

 

 

 

 

 

 

 

Rys. 2.3. Zmiana kursu w punkcie pm o kąt αm na płaszczyźnie 

Źródło: opracowanie własne. 

 

W przestrzeni trójwymiarowej kąt między dwoma wektorami v(pm-1,pm) 

i v(pm,pm+1) wyznaczamy na podstawie dwóch podstawowych zależności na wartość 

iloczynu skalarnego tych wektorów [70]. Po przekształceniach arytmetycznych 

otrzymujemy zależność na wartość kąta αm związanego ze zmianą kursu, jak niżej: 

.
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Po wstawieniu zależności na długości segmentów sm-1 i sm otrzymuje się formułę 

na wartość kąta αm, w której zmiennymi niezależnymi są współrzędne wierzchołków 

tworzących trajektorię x.  
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Często stosowanym kryterium oceny regularności trajektorii jest suma kątów 

zmian kursów dla wszystkich wierzchołkach zdefiniowane, jak niżej [43]: 

.)()(
~

1

2 



M

m

m xxF                                                      (2.8) 

Wartość funkcji 
2

~
F  wyrażona jest w radianach. Na rysunku 2.4 zobrazowano 

wartości regularności dla 30 trajektorii pojazdu podwodnego wygenerowane za pomocą 

heurystyki wykorzystującej sortowanie odległości od punktu A, zaimplementowanej 

w aplikacji SWTPP’13 dla M=12. Trajektoria o minimalnej regularności jest przekątną 

AB (rys. 2.1) cechującą się min

2

~
F = 0 [rad].  
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Rys. 2.4. Regularności trajektorii pojazdu podwodnego wygenerowane za pomocą aplikacji 

SWTPP’13 dla M=12. Trajektorie należą do zbioru T. 

Źródło: opracowanie własne. 

 

 Najbardziej regularna trajektoria ze zbioru T cechuje się regularnością 12,85 [rad], 

a średnia długość to 17,98 [rad] (tab. 5). Długość maksymalna to 22,57 [rad], 

a odchylenie standardowe 2,28 [rad]. 
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Tabela 5. Wybrane statystyki odnośnie regularności dla zbioru T składającego się 

z 30 trajektorii 

Lp. Statystyka Wartość 

1.  Minimum )(
~min

3 TF  12,85 

2.  
Średnia )(

~
3 TF  17,98 

3.  Maksimum )(
~max

3 TF  22,57 

4.  Mediana 18,00 

5.  Odchylenie standardowe 2,28 

6.  Wariancja 5,20 

7.  Kurtoza -0,82 

8.  Skośność -0,42 

Źródło: opracowanie własne. 

 

 Wraz ze wzrostem liczby potencjalnych punktów zmiany kursu w trajektorii 

pojazdu klasy AUV charakterystyki liczbowe regularności 
2

~
F  dla zbioru T pogarszają 

się (tab. 6). W tym wypadku coraz trudniej jest skonstruować trajektorię, która cechuje 

się relatywnie niewielką wartością 
2

~
F . 

 

Tabela 6. Charakterystyki liczbowe regularności 
2

~
F dla zbioru T o 30 trajektoriach dla 

wybranych wartości M [rad] 

M 
)(

~min

2 TF  )(
~max

2 TF  )(
~

2 TF  

10 4.72 8.04 6.22 

20 8.72 14.49 10.92 

30 12.67 19.99 15.72 

50 21.16 30.61 26.63 

100 47.09 57.68 51.41 

Źródło: opracowanie własne. 

 

 Wraz ze wzrostem liczebności zbioru T, charakterystyki liczbowe regularności 
2

~
F

dla zbioru trajektorii T niewiele się zmieniają (tab. 7). Zasadniczo szanse na 

wygenerowanie bardziej regularnej trajektorii są większe przy większej liczbie prób. 
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Tabela 7. Charakterystyki liczbowe regularności 
2

~
F dla zbioru T o M trajektoriach dla 10 

wierzchołków [rad] 

L )(
~min

2 TF  )(
~max

2 TF  )(
~

2 TF  

10 4,33 7,98 6,30 

20 4,75 7,97 6,02 

30 4,72 8,04 6,22 

50 4,55 7,99 6,06 

100 4,55 7,99 6,06 

Źródło: opracowanie własne. 

 

 Im mniejsza suma kątów zmian kursów dla trajektorii, tym bardziej regularna jest 

trajektoria. Jednakże zdarza się, że wśród kątów zmian kursów istnieje kąt o dużej 

wartości np. bliskiej wartości maksymalnej π, a mimo to suma kątów będzie niewielka 

w porównaniu do innych trajektorii. Dlatego też alternatywnym kryterium oceny 

regularności trajektorii jest maksymalna wartość zmiany kursu, którą definiujemy, jak 

niżej: 

).(max)(
,1

2 xxF m
Mm



                                                  (2.9) 

 Zmniejszając maksymalny kąt w trajektorii, nie dopuszcza się do sytuacji, 

w której pojazd będzie musiał dokonać zbyt dużej zmiany kursu. Często zatem 

minimalizacji F2 towarzyszy wprowadzenie ograniczenia od góry na F2, jak niżej: 

,)(max max
,1

 


xm
Mm

                                                (2.10) 

gdzie αmax – maksymalna dopuszczalna wartość zmiany kursu [rad]. 

 Autonomiczny pojazd podwodny nie powinien zanurzać się wertykalnie 

w kierunku dna. Zazwyczaj przyjmuje się ograniczenie na kąt ψm między segmentem 

trajektorii sm a linią prostą równoległą do osi Oz trójwymiarowego układu 

kartezjańskiego, do której należy punkt początkowy segmentu pm. Ograniczenie na kąt 

schodzenia AUV można zatem zapisać następująco: 

mm

mm

mmmm zzMm
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yyxx
arctg 
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
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1
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1 ,,0 dla,
)()(

                 (2.11) 

gdzie ψmin – minimalna wartość kąta schodzenia AUV [rad]. 

 Przykładowo w pojeździe Remus-6000 przyjmuje się, że pojazd ten może 

zanurzać się pod kątem nie mniejszym niż 25° [137]. 
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 Kolejnym kryterium jest średniokwadratowa miara regularności trajektorii, którą 

można zdefiniować, jak niżej: 

 



M

m

m x
M

xF
0

2

2 )(
1

1
)(ˆ                                        (2.12) 

 

 2.4 Ograniczenia związane z omijaniem przeszkód 

 

 Przeszkody, dno i obszary zabronione stanowią ograniczenia w poruszaniu się 

pojazdu podwodnego, AUV powinien omijać podwodne skały, wraki czy elementy 

infrastruktury podwodnej z zachowaniem pewnej minimalnej odległości dmin (rys. 2.5). 

Oprócz przeszkód nieruchomych, mogą się także pojawić przemieszczające się obiekty 

podwodne i nawodne.  

 Jeśli położenie obiektów statycznych jest zadane podczas planowania trajektorii, 

to wyznaczone rozwiązanie powinno umożliwić ominięcie przeszkód z zachowaniem 

bezpiecznej odległości dmin [JD].  

 Niech zbiory Kk ΩΩΩ ,...,,...,1  należące do akwenu A reprezentują K zadanych 

obszarów nieruchomych, przez które nie może przechodzić trajektoria x. Występują 

zatem ograniczenia nałożone na wszystkie segmenty trajektorii, jak niżej: 

,,1;,0,),,,,,( min111 KkMmdzyxzyxd mmmmmmkm                 (2.13) 

gdzie 
kmd (.) - najmniejsza odległość między m-tym segmentem a k-tą przeszkodą [JD]. 

 

 

 

 

 

 

 

 

Rys. 2.5. Strefa bezpieczeństwa oraz obszar zabroniony dla pojazdu podwodnego 

Źródło: opracowanie własne. 
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 W przypadku planowania bezkolizyjnej trajektorii w odniesieniu do obiektu 

możliwe są trzy kluczowe sytuacje (rys. 2.5). Po pierwsze, kula K(pm, dmin) dla każdego 

punktu należącego do segmentu znajduje się poza najbliższym obszarem zabronionym 

Ωk. Na rysunku 2.5 ukazano dwa rzuty kul na płaszczyznę (kolor żółty) dla wybranych 

punktów pm i pm+2. Strefa bezpieczeństwa segmentu ma zatem kształt walca 

zakończonego dwiema półkulami. 

 Spełnienie ograniczenia (2.12) zapewnia, że przecięcie zbioru 
K

k

kΩ
1

oraz kuli 

K(pm, dmin) o środku pm i promieniu dmin jest zbiorem pustym dla każdego punktu 

należącego do trajektorii. Wówczas preferuje się, aby odległość segmentu sm od 

najbliższej przeszkody Ωk była jak największa. Na rysunku 2.5 warunek (2.13) spełnia 

segment sm-1, który jest usytuowany od k-tej przeszkody w odległości dm-1,k równej 

dystansowi rmk między punktem zwrotu pm a k-tą przeszkodą. Wyznacza się zatem 

„nagrodę” proporcjonalną do dm-1,k-dmin. 

 Po drugie, przecięcie kuli K(pm, dmin) dla co najmniej jednego punktu segmentu 

i obszaru zabronionego Ωk nie jest zbiorem pustym, ale segment nie ma punktów 

wspólnych z Ωk. Wówczas preferuje się jak największą odległość segmentu od 

przeszkody Ωk i jak najmniejszą głębokość naruszenia strefy bezpieczeństwa. Na 

rysunku 2.5 taka sytuacja występuje w odniesieniu do segmentów sm+1. W wypadku 

segmentu sm+1 żaden fragment trajektorii nie koliduje z przeszkodą, a jedynie jest 

naruszona strefa bezpieczeństwa. Wobec tego kara za naruszenie strefy bezpieczeństwa 

uwzględnia głębokość naruszenia strefy bezpieczeństwa zdefiniowaną w tym wypadku 

jako dmin-dm+1,k.  

 Po trzecie, fragment lub fragmenty segmentu pm należą do Ωk. Wówczas preferuje 

się jak najmniejszą długość segmentu (pm, pm+1) w obszarze zabronionym Ωk. 

W wypadku segmentu sm+2 (rys. 2.5) kara zależy nie tylko od głębokości naruszenia 

strefy bezpieczeństwa o wartości dmin, ale także od d*m+2,k długości fragmentów 

segmentu przechodzącego przez przeszkodę. Podobna sytuacja występuje w wypadku 

sm+3   

 Jeśli fragmenty segmentu przechodzą przez różne przeszkody, to kara zależy od 

łącznej ich długości d*m. 
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2.5 Ocena bezpieczeństwa trajektorii 

 

 Istotnym kryterium oceny jakości trajektorii jest miara zagrożenia manewru, którą 

można zdefiniować, jak niżej: 

),,(max)( 1
,0

03 


 mm
Mm

ppbbxF                                       (2.14) 

gdzie 

b(pm, pm+1) – kara za przekroczenie obszaru zabronionego przez segment sm=(pm, pm+1), 

b0 – nieujemna wartość progowa zagrożenia manewru, zazwyczaj b0=2. 

 Wartość kary za przekroczenie najbliższego obszaru zabronionego Ωk przez 

segment (pm, pm+1) dla      ̅̅ ̅̅ ̅̅  wyliczamy za pomocą poniższej zależności: 
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gdzie: 

dmin   minimalna bezpieczna odległość pojazdu od przeszkody [JD], 

dmk   odległość między m-tym segmentem a najbliższą przeszkodą nr k [JD], 

d*m  długość m-tego segmentu zawartego w obszarach zabronionych [JD]. 

0  współczynnik wagowy nagrody za bezkolizyjność segmentu [JD
-1

], 

zazwyczaj 0=1, 

1  współczynnik wagowy kary za naruszenie strefy bezpieczeństwa [JD
-1

], 

zazwyczaj 1=1, 

2  wykładnik kary za wejście trajektorii w obszar zabroniony [JD
-1

], zazwyczaj 

2=1, 

1
max   kara stała za naruszenie strefy bezpieczeństwa segmentu [JD], zazwyczaj 

1
max =2, 

2
max   kara stała za wejście trajektorii w obszar zabroniony [JD], zazwyczaj 2

max=3 

e   stała Eulera. 

 Na rysunku 2.6 zobrazowano charakterystykę funkcji kary b(pm,pm+1,Ωk) 

w zależności od odległości segmentu sm od przeszkody Ωk wg (2.14). Jeśli dmk) ≥ dmin , to 

wartości kary są ujemne, co można interpretować jako nagrodę za zachowanie 
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bezpiecznego dystansu od przeszkody. W wypadku zbliżania się segmentu do 

przeszkody Ωk wartość nagrody maleje do zera. 

 Jeśli dmk < dmin, to wartości kary są dodatnie, gdyż dodawany jest składnik 1
max 

uwzględniający naruszenie strefy bezpieczeństwa segmentu. W wypadku zbliżania się 

segmentu do przeszkody Ωk wartość kary rośnie wykładniczo przy ustalonej wartości 

β1. Im większa głębokość naruszenia strefy bezpieczeństwa segmentu, tym większa 

wartość kary. Maksymalna kara wynosi 2,149 dla β1=0,5.  

 

 

Rys. 2.6. Charakterystyka funkcji kary b(pm,pm+1,Ωk) w zależności od odległości segmentu 

od przeszkody Ωk 

Źródło: opracowanie własne. 

 

 Natomiast na rysunku 2.7 zobrazowano funkcję kary b(pm,pm+1,Ωk), gdy fragment 

segmentu trajektorii znajduje się w obszarze zabronionym Ωk. W tym wypadku, im 

większa wartość kolizyjnej części segmentu, tym większa wartość kary. Minimalna kara 

wynosi 3,149 dla β1=0,5, gdyż przyjęto, że 2
max=2. Kary na rysunku 2.7 są znacznie 

większe niż na rysunku 2.6. 

 W wypadku K przeszkód kara za przekroczenie obszaru zabronionego przez 

segment (pm, pm+1) wybierana jest następująco: 

.,0),,,(max),( 1
,1

1 Mmppbppb kmm
Kk

mm  


                          (2.16) 

 Alternatywnym kryterium jest sumaryczna miara zagrożenia manewru dla 

trajektorii, którą można zdefiniować, jak niżej: 

b(pm,pm+1,Ωk) 

dmk [JD] 

dmin=0,5 

dla β1=0,5 

dla β1=0,9 

A 

1
max  
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Rys. 2.7. Charakterystyka funkcji kary b(pm,pm+1,Ωk), gdy fragment segmentu sm znajduje się 

w obszarze zabronionym Ωk 

Źródło: opracowanie własne. 

 

 Kolejnym kryterium jest średniokwadratowa miara zagrożenia manewru dla 

trajektorii, którą można zdefiniować, jak niżej: 
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 2.6 Wnioski i uwagi 

 

 Jeśli akwen wodny rozpatrywany jest w trójwymiarowym układzie prostokątnym 

kartezjańskim, to trajektorię pojazdu podwodnego z punktu A=p0 do B=pM+1 

reprezentuje łamana wyznaczona za pomocą sekwencji M+1 punktów 

1,0),,,(  Mmzyxp mmmm  należących do zbioru reprezentującego akwen wodny. 

Trajektoria składa się z M+1 segmentów sm. Normalizacja wielkości akwenu wodnego 

umożliwia rozważenie sześcianu o boku 1 [JD – jednostka długości]. Wówczas 

w wypadku braku przeszkód trajektoria o minimalnej długości jest przekątną o długości 

min

1F =1,732050808 [JD]. 

 Jednym z istotnych kryteriów oceny jakości trajektorii jest jej długość F1 między 

zadanymi punktami A=(x0,y0,z0) i B=(xM+1,
 
yM+1,zM+1) z szukanymi M punktami zwrotu 

d*m,k [JD] 

b(pm ,pm+1, Ωk) 

dla β2=1 

dla β2=2 

dla β2=3 
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(zmiany kursu) pm=(xm,ym,zm), którą wyznaczamy jako sumę długości odcinków sm 

łączących pary kolejnych punktów (pm, pm+1) w trajektorii.  

 Algorytmiczny sposób generowania trajektorii między punktami A i B polega na 

losowym wygenerowaniu M punktów, a następnie na odpowiednim ich połączeniu. 

Wierzchołki mogą być łączone sekwencyjnie zgodnie z zasadą wyboru najbliższego 

sąsiada, zaczynając od A (heurystyka najbliższego sąsiada). W heurystyce najbliższego 

sąsiada można rozpocząć procedurę konstruowania trajektorii także od B.  

 Alternatywną heurystyką jest sortowanie punktów wg odległości od A lub B. 

Powyższa heurystyka cechuje się mniejszą złożonością obliczeniową niż heurystyka 

najbliższego sąsiada, gdyż wymaga się M logM obliczeń odległości między punktami. 

Heurystyki wykorzystujące sortowanie odległości od punktu A, zaimplementowano 

w aplikacji SWTPP’13. Warto podkreślić, że wyznaczone za pomocą powyższych 

heurystyk trajektorie znacząco odbiegają pod względem długości od minimum i dlatego 

są stosowane do obliczenia punktu startowego dla metaheurystyki typu tabu search lub 

też populacji początkowej dla algorytmu genetycznego. 

 Wraz ze wzrostem liczby punktów zwrotu w trajektorii pojazdu podwodnego 

jakość trajektorii (długość, regularność i poziom bezpieczeństwa manewru) 

wygenerowanych heurystycznie pogarsza się.  

 Oprócz długości, istotną miarą oceny jakości trajektorii jest jej regularność. 

Jednym z możliwych wariantów kryteriów oceny regularności trajektorii jest suma 

kątów zmian kursów we wszystkich punktach pośrednich. Trajektoria o minimalnej 

regularności jest przekątną AB o min

2

~
F = 0 [rad]. Im mniejsza suma kątów zmian kursów 

w wierzchołkach, tym bardziej regularna jest trajektoria. Jednakże zdarza się, że istnieje 

kąt o dużej wartości np. bliskiej wartości maksymalnej π, a mimo to wartość kryterium 

będzie niewielka w porównaniu do innych trajektorii. Dlatego też alternatywnym 

kryterium oceny regularności trajektorii jest F2 - maksymalna wartość zmiany kursu, 

którą minimalizuje się. 

 Zmniejszając maksymalny kąt w trajektorii, nie dopuszcza się do sytuacji, 

w której pojazd będzie musiał dokonać zbyt dużej zmiany kursu. Często także 

minimalizacji F2 towarzyszy wprowadzenie ograniczenia od góry na F2.  

 Autonomiczny pojazd podwodny nie powinien zanurzać się wertykalnie 

w kierunku dna. W tym celu wprowadzono ograniczenie na kąt schodzenia AUV ψm 
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między segmentem trajektorii sm a linią prostą równoległą do osi Oz trójwymiarowego 

układu kartezjańskiego, do której należy punkt początkowy segmentu pm.  

 W wypadku występowania przeszkód oraz nieregularnego dna, ważnym 

kryterium oceny jakości trajektorii jest miara zagrożenia manewru. Możliwe są trzy 

sytuacje. Po pierwsze, strefa bezpieczeństwa segmentu jest poza najbliższym obszarem 

zabronionym Ωk. Wówczas preferuje się, aby odległość segmentu sm od przeszkody Ωk 

była jak największa. Przyjęto, że wartości kary są ujemne, co można interpretować jako 

nagrodę za zachowanie bezpiecznego dystansu od przeszkody. W wypadku zbliżania się 

punktu pm do przeszkody Ωk wartość nagrody maleje do zera. 

 Po drugie, przecięcie strefy bezpieczeństwa segmentu i najbliższego obszaru 

zabronionego Ωk nie jest zbiorem pustym, ale żadna część segmentu nie należy do Ωk. 

Wówczas preferuje się jak największą odległość segmentu sm od przeszkody Ωk. 

Przyjęto, że jeśli wartości kary są dodatnie. W wypadku zbliżania się segmentu do 

przeszkody wartość kary rośnie wykładniczo.  

 Po trzecie, fragment segmentu sm należy do Ωk. Wówczas preferuje się jak 

najmniejszą długość segmentu (pm, pm+1) w obszarze zabronionym Ωk. Kara w tym 

wypadku jest zawsze większa niż kara związana z jedynie naruszeniem strefy 

bezpieczeństwa.  

 W wypadku K przeszkód kara za przekroczenie obszaru zabronionego przez 

segment sm jest maksymalną karą spośród wszystkich obiektów. Następnie z wszystkich 

segmentów trajektorii wybiera się segment cechujący się największą karą, która jest 

wartością F2 - kryterium zagrożenia manewru. 

 Alternatywnymi kryteriami w zakresie bezpieczeństwa są: sumaryczna miara 

zagrożenia trajektorii lub średniokwadratowa miara zagrożenia trajektorii. 
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3. Sformułowanie problemu optymalizacji trajektorii 
pojazdu podwodnego 

 

 

3.1 Minimalizacja długości trajektorii 

W wypadku nie występowania przeszkód, zagadnienie minimalizacji długości 

trajektorii pojazdu podwodnego z punktu A do B w akwenie treningowym o stałej 

maksymalnej głębokości Z
max

, długości X
max

-X
min

 i szerokości Y
max

-Y
min

 można 

sformułować następująco.  
 

Dla danych: A, B, X
min

, X
max

, Y
min

, Y
max

, Z
max

, αmax, ψm, M  należy wyznaczyć x*, takie 

że  

),(min)( 1

*

1 xFxF
x 'X
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R – zbiór liczb rzeczywistych. 
 

 

Zadanie (3.1) należy do klasy problemów optymalizacji ciągłej z nieliniową 

funkcją celu i nieliniowymi ograniczeniami, przy czym występuje ograniczenie 

nierównościowe, M+1 warunkowych ograniczeń nieliniowych nierównościowych i 6M 

liniowych ograniczeń nierównościowych [61]. Możliwych jest nieskończenie wiele 

trajektorii dopuszczalnych x opisanych za pomocą 3M zmiennych decyzyjnych. 

W zagadnieniu (3.1) nie uwzględniono nieregularnego kształtu dna i przeszkód, 

które pojazd powinien ominąć i dlatego zbiór rozwiązań dopuszczalnych oznaczono 

jako X’. Przyjęto, że dno jest prostokątem o zadanej głębokości Z
max

. Ze względu na 

powyższe założenia, zagadnienie (3.1) należy traktować jako pewne zadanie 

referencyjne, które może być rozbudowywane poprzez modyfikację funkcji celu lub 

zbioru dopuszczalnego. 
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Warto podkreślić, że mimo znaczących uproszczeń, do rozwiązania problemu 

(3.1) nie można zastosować metod wykorzystujących gradienty funkcji agregującej 

kryterium i ograniczenia ze względu na ograniczenia max
,1

)(max  


xm
Mm

 

i mm

mm

mmmm zzMm
zz

yyxx
arctg 










1min

1

2

1

2

1 ,,0,
)()(

 , dla których nie można 

wyznaczyć wartości gradientu [38]. Ponadto nierówności słabe na kąt schodzenia 

pojazdu podwodnego są w koniunkcji z nierównościami ostrymi, co uniemożliwia 

sprowadzenie problemu z ograniczeniami do zagadnienia bez ograniczeń 

charakterystycznego dla metod gradientowych, Dlatego też do wyznaczania trajektorii 

problemu (3.1) zaproponowano wybraną metaheurystyki tabu search [117] i algorytm 

ewolucyjny [10], które zaimplementowano w pakiecie aplikacji SWTPP’13.  

Na rysunku 3.1 zobrazowano proces minimalizacji funkcji F1 za pomocą 

algorytmu ewolucyjnego. Założono, że akwen treningowy jest sześcianem 

o jednostkowym boku. Trajektoria rozpoczyna się w punkcie A=(0, 0, 0) i kończy 

w B=(1, 1, 1). Maksymalna zmiana kursu nie może przekroczyć 45°, a kąt schodzenia 

nie może być mniejszy niż ψm=30°. 

 

 

Rys. 3.1. Minimalizacja długości trajektorii za pomocą algorytmu ewolucyjnego 

zaimplementowanego w aplikacji SWTPP’13 dla L=30, pm=0,1 pc=0,8 

 Źródło: opracowanie własne. 

 

W odniesieniu do wartości parametrów algorytmu ewolucyjnego przyjęto, że 

liczebność populacji L wynosi 30, tempo krzyżowania pc jest na poziomie 0,8, 

a prawdopodobieństwo mutacji pm=0,1. Natomiast M liczbę punktów zwrotu 
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w trajektorii ustalono na 10, co implikuje konieczność wyznaczenia 30 zmiennych 

decyzyjnych. Długości tras dla wybranych populacji algorytmu ewolucyjnego zapisano 

w tabeli 8. 

Wraz z ewolucją populacji rozwiązań długość najkrótszej trajektorii jest zbieżna 

do teoretycznej wartości optymalnej √  (w przybliżeniu 1,732051). Po 250 iteracjach 

długość najkrótszej trasy w populacji jest większa o ok. 10% od minimum, po 400 

generacjach – o mniej niż 3%, a po 550 iteracjach – o mniej niż 1%. Warto jednak 

podkreślić, że tempo zbieżności do optimum maleje i po 1000 generacjach nie udało się 

uzyskać dokładności poniżej 1‰. Po 10 000 populacjach algorytm ewolucyjny 

wyznaczył wartość 1,734 [JD], co odbiega od optimum o 1,1‰.  

Natomiast algorytm przeszukiwania tabu okazał się znacznie skuteczniejszy, gdyż 

z trajektorii startowej 1,760 [JD], która została wyznaczona za pomocą algorytmu 

ewolucyjnego po 500 populacjach, wyznaczył wartość optymalną z dokładnością do 

0,001 [JD] po 9500 wyborach (dokładność poniżej 1‰).  

 

Tabela 8. Długości tras dla wybranych populacji algorytmu ewolucyjnego 

t F1
min

 F1
max

 F1
średnie

 

0 4,801 8,414 6,963 

50 2,554 2,564 2,559 

100 2,333 2,334 2,333 

150 2,198 2,199 2,199 

200 2,046 2,047 2,047 

250 1,919 1,932 1,929 

300 1,860 1,867 1,864 

350 1,813 1,826 1,818 

400 1,777 1,779 1,778 

450 1,761 1,760 1,760 

500 1,751 1,751 1,751 

550 1,748 1,757 1,753 

600 1,747 1,748 1,747 

650 1,742 1,742 1,742 

700 1,742 1,741 1,741 

750 1,741 1,741 1,740 

800 1,740 1,740 1,740 

850 1,739 1,739 1,739 

900 1,739 1,739 1,739 

950 1,739 1,739 1,738 

1000 1,738 1,738 1,738 

Źródło: opracowanie własne. 
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Uzyskano nie tylko trajektorię cechującą się wyższą jakością, ale także przy 

mniejszej liczbie iteracji związanych z obliczeniami funkcji wyboru w tabu search 

(odpowiednik funkcji sprawności w algorytmie ewolucyjnym) [12]. W wypadku 

algorytmu ewolucyjnego dokonano 300 000 obliczeń funkcji sprawności, a wypadku 

tabu search 15 000 obliczeń funkcji sprawności i 95 000 obliczeń funkcji wyboru o tej 

samej złożoności obliczeniowej co funkcja sprawności. Liczba równoważnych iteracji 

w algorytmie przeszukiwania tabu wynosiła 110000 w porównaniu do 300 000 

w algorytmie ewolucyjnym. Czas obliczeń algorytmu ewolucyjnego, który dłużej liczy, 

przy wizualizacji trajektorii nie przekroczył 5 minut w środowisku C#/MS Visual 

Studio/Windows 7/Intel Core2 P7450 2,13 GHz.  

W zagadnieniu minimalizacji długości trajektorii pojazdu podwodnego (3.1) 

można dokonać zmiany funkcji celu na kryterium regularności trasy lub miarę 

zagrożenia manewru. W tym ostatnim wypadku konieczne jest uwzględnienie 

przeszkód Kk  ,...,,...,1 , z których niektóre mogą reprezentować kształt dna. 

Z powyższych powodów sformułowano następujące zagadnienie optymalizacji.  
 

Dla danych: A, B, X
min

, X
max

, Y
min
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Zadanie (3.2) należy do klasy problemów optymalizacji ciągłej z nieliniową 

funkcją celu, przy czym rozwiązanie dopuszczalne powinno spełnić ograniczenie 

nierównościowe, (M+1)(K+1) warunkowych, nieliniowych ograniczeń 

nierównościowych i 6M liniowych ograniczeń nierównościowych [61]. Wprowadzenie 

nowych ograniczeń nie zmieniło faktu, że możliwych jest nieskończenie wiele 

trajektorii dopuszczalnych.  

Do rozwiązania problemu (3.2) zastosowano algorytm przeszukiwania tabu lub 

algorytm ewolucyjny zaimplementowany w ramach aplikacji SWTPP’13. 
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Analogicznie do zagadnienia minimalizacji długości trajektorii pojazdu 

podwodnego (3.2) można sformułować zagadnienie optymalizacji regularności trasy, 

jak niżej.  
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min
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Zadanie (3.3) cechuje się nieliniową funkcją celu tak jak (3.2). Zbiór trajektorii 

dopuszczalnych jest identyczny jak w zadaniu (3.2). Do rozwiązania problemu (3.3) 

można zastosować algorytm tabu search lub algorytm ewolucyjny z pakietu aplikacji 

SWTPP’13. 

W rozważanej instancji zadania (3.3) dane wejściowe są takie same, jak dla 

instancji zadania (3.1). W celu analizy wpływu kryterium regularności trajektorii na 

proces optymalizacji, pominięto występowanie przeszkód. Na rysunku 3.2 zobrazowano 

proces minimalizacji funkcji 2

~
F za pomocą algorytmu ewolucyjnego.  

Przyjęto, że liczebność populacji wynosi 30, tempo krzyżowania jest na poziomie 

0,8, prawdopodobieństwo mutacji wynosi 0,1, a liczbę punktów zwrotu w trajektorii 

ustalono na 10. Regularność tras dla wybranych populacji algorytmu ewolucyjnego 

zapisano w tabeli 9. 

Wraz z ewolucją w algorytmie regularność wyznaczanej trajektorii jest zbieżna do 

wartości optymalnej 0. Po 250 populacjach minimalna regularność została zredukowana 

z 18,62 do 3,12 [rad], po 400 generacjach – poniżej 1,71 [rad], a po 550 iteracjach – 

poniżej 1,24 [rad]. Warto jednak podkreślić, że tempo zbieżności do optimum maleje 

i po 1000 generacjach nie udało się uzyskać dokładności poniżej 0,40 [rad]. Po 10 000 

populacjach uzyskano wartość 8,78°, co odpowiada 0,15 [rad]. 
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Rys. 3.2. Minimalizacja regularności trajektorii za pomocą algorytmu ewolucyjnego 

z pakietu aplikacji SWTPP’13 dla L=30, pm=0,1 pc=0,8 

Źródło: opracowanie własne. 

 

Tabela 9. Regularności tras dla wybranych populacji algorytmu ewolucyjnego [rad] 

t F2
min

 F2
max

 F2
średnie

 

0 18,617 25,739 22,290 

50 8,642 9,340 8,966 

100 6,653 6,885 6,719 

150 4,845 5,476 4,999 

200 3,826 4,241 4,041 

250 3,121 3,444 3,247 

300 2,062 2,194 2,157 

350 1,822 2,046 1,872 

400 1,709 1,885 1,828 

450 1,643 1,922 1,714 

500 1,284 1,392 1,330 

550 1,231 1,629 1,361 

600 1,025 1,241 1,051 

650 0,643 0,958 0,747 

700 0,635 1,427 0,728 

750 0,557 1,385 0,688 

800 0,557 1,425 0,629 

850 0,511 0,695 0,527 

900 0,511 0,703 0,517 

950 0,418 0,630 0,486 

1000 0,413 0,610 0,474 

Źródło: opracowanie własne. 
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Algorytm przeszukiwania tabu okazał się także i tym razem znacznie 

skuteczniejszy, gdyż z trajektorii startowej 1,92 [rad], która została wyznaczona za 

pomocą algorytmu ewolucyjnego po 500 populacjach, wyznaczył wartość 6,80° (0,12 

[rad]) po 9500 wyborach. Pozostałe eksperymenty numeryczne z ww. instancją również 

potwierdziły, że algorytm przeszukiwania tabu umożliwia szybszą zbieżność do 

optimum niż algorytm ewolucyjny. 

 

 3.2 Minimalizacja kryterium zagrożenia manewru 

Problem maksymalizacji bezpieczeństwa trajektorii pojazdu podwodnego polega 

na minimalizacji zagrożenia manewru w akwenie treningowym o zadanej głębokości 

Z
min

, długości X
max

-X
min

 i szerokości Y
max

-Y
min

 w obecności przeszkód Kk ,...,Ω,...,ΩΩ1 . 

Powyższy problem można sformułować w postaci poniższego zadania optymalizacji. 
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należy wyznaczyć x*, takie że  

),(min)( 3

*

3 xFxF
x ''X

                                                  (3.4) 

gdzie: 

|{ 3Mx RX 
),,,...,,,,...,,,( 111 MMMmmm zyxzyxzyxx  , max

,1
)(max  


xm

Mm
; 

MmZzMmYyYMmXxX mmm ,1,0;,1,;,1, maxmaxminmaxmin   ; 

mm

mm

mmmm zzMm
zz

yyxx
arctg 










1min

1

2

1

2

1 ,,0,
)()(

 ; 

KkMmdzyxzyxd mmmmmmkm ,1;,0,),,,,,( min111  } 
 

 

 Zagadnienie optymalizacji (3.4) należy do klasy problemów optymalizacji ciągłej 

z nieliniową funkcją celu, a zbiór trajektorii dopuszczalnych jest identyczny jak 

w zadaniach (3.2) i (3.3).  

 Na rysunku 3.3 przedstawiono trajektorie wyznaczone za pomocą algorytm 

ewolucyjnego dostępnego w pakiecie SWTPP’13. Ze względu na występowanie 

przeszkód przyjęto następujące wartości parametrów umożliwiających wyznaczenie kar 

za naruszenie strefy bezpieczeństwa segmentu trajektorii lub też za część wspólną 

trajektorii i obiektu: b0=2, 0=1, 1=1, 2=1, 1
max =2, 2

max=3. Założono, że dmin=0,01 

[JD], co stanowi procent szerokości, długości lub głębokości akwenu. Ponieważ b0=2, 

to wartości F3 dla trajektorii dopuszczalnych są dodatnie i mniejsze od 2. 
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a) 

 

b) 

 

Rys. 3.3. Wybrane trajektorie omijające przeszkody zgodnie z minimalizacją F3 wyznaczone 

za pomocą algorytmu ewolucyjnego zaimplementowanego w aplikacji SWTPP’13 

dla L=30, pm=0,1 pc=0,8: a) populacja nr 5   b) populacja nr 300 

Źródło: opracowanie własne. 

 

Trajektorie optymalne pod względem F3 należą do nieskończonego zbioru 

trajektorii, które składają się z trzech odcinków. Pierwszy odcinek łączy punkt B 

z punktem należącym do segmentu (A1, A2), np.: p3 (rys. 3.3a). Warto nadmienić, że 

punkty A1, A2, A3, A4 wyznaczają kwadrat usytuowany w połowie odległości od 

prostokątów. Drugi odcinek łączy p3 z punktem należącym do (A3,A4), np. p2. Natomiast 

trzeci segment łączy p2 z A. 
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Ponieważ segmenty (A,p2) oraz (p3,B) znajdują się najbliżej przeszkód 

w odległości 0,2 [JD], to kara dla tych segmentów wynosi -0,19, a optymalna wartość 

F3 to 1,81.  

W tabeli 10 zobrazowano proces minimalizacji funkcji F3 za pomocą algorytmu 

ewolucyjnego. Przyjęto, że liczebność populacji wynosi 30, tempo krzyżowania jest na 

poziomie 0,8 , prawdopodobieństwo mutacji wynosi 0,1 , a liczbę punktów zwrotu 

w trajektorii ustalono na 10. Wraz z ewolucją populacji trajektorii miara zagrożenia 

manewru dla wyznaczanej trajektorii zmniejszana jest do wartości 1,9278 w 300 

populacji, która różni się od optimum 1,8100 o 6,51%. Warto podkreślić, że mimo 

kolejnych 700 generacji nie udało się poprawić jakości rozwiązania.  

 

Tabela 10. Charakterystyczne wartości zagrożenia manewru dla wybranych populacji 

algorytmu ewolucyjnego 

t F3
min

 F3
max

 F3
średnie

 

0 2,2698 3,0001 2,5131 

30 1,9697 2,1425 2,0998 

60 1,9675 2,0998 2,0685 

90 1,9675 2,0794 2,0570 

120 1,9671 2,0794 2,0626 

150 1,9671 2,0794 2,0626 

180 1,9622 2,0794 2,0560 

210 1,9359 2,0794 2,0602 

240 1,9359 2,0794 2,0412 

270 1,9359 2,0794 2,0507 

300 1,9278 2,0794 2,0503 

Źródło: opracowanie własne. 

 

Na rysunku 3.4 zaprezentowano proces minimalizacji zagrożenia manewru dla 

trajektorii wyznaczanych za pomocą algorytmu ewolucyjnego z pakietu SWTPP’13. 
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Rys. 3.4. Minimalizacja zagrożenia manewru w oparciu o F3 za pomocą algorytmu 

ewolucyjnego zaimplementowanego w SWTPP’13 dla L=30, pm=0,1 i pc=0,8 

Źródło: opracowanie własne. 

 

 Alternatywnym kryterium do F3 jest sumaryczna miara zagrożenia manewru dla 

trajektorii, które to kryterium oznaczamy jako  ̃ . Na rysunku 3.5 zobrazowano 

trajektorię wyznaczoną za pomocą algorytmu ewolucyjnego podczas minimalizacji 

łącznej miary zagrożenia manewru.  

 Warto zauważyć, że najlepsza trajektoria w sensie  ̃  cechuje się gorszymi 

parametrami w zakresie długości i regularności niż trajektoria najlepsza w sensie F3. 

Wynika to z faktu, że optymalizując trajektorie za pomocą kryterium F3 dąży się do 

minimalizacji zagrożenia newralgicznego segmentu cechującego się największym 

zagrożeniem manewru. W rezultacie wszystkie segmenty są prawie równomiernie 

zagrożone manewrem, co w wypadku dopuszczalnych trajektorii odpowiada zbliżonymi 

odległościami segmentów od przeszkód.  

 Jeśli przeszkody są usytuowane równolegle (rys. 3.3), to fragment trajektorii 

(p2,p3) powinien być równoległy do najbliższych do niego ścian przeszkód Ω1 i Ω2. 

Ponieważ odcinek (p2,p3) składa się zazwyczaj z kilku segmentów (dla M>3), to 

długość i regularność trajektorii są mniejsze niż w wypadku sekwencji segmentów, 

które nie tworzą odcinka (p2,p3). 

 Powyższych własności nie ma trajektoria wyznaczona za pomocą minimalizacji 

 ̃  na rys. 3.5. Dlatego długość tej trajektorii 3,28 [JD] jest znacząco większa niż 

 2,270 

 1,970  1,962 
 1,936  1,928 

1,8

1,9

2

2,1

2,2

2,3

0 30 60 90 120 150 180 210 240 270 300

F
3
  

t 



 

 53 

długość 2,22 [JD] cechująca trajektorię z rys. 3.3. Analogicznie nieregularność 

trajektorii z rys. 3.5 to aż 561,52° w odniesieniu do nieregularności trajektorii z rys. 3.3 

o wartości 428,05°. 

 

Rys. 3.5. Trajektoria wyznaczona za pomocą algorytmu ewolucyjnego z SWTPP’13 

podczas minimalizacji łącznej nieregularności oraz dla L=30, pm=0,1 i pc=0,8 

Źródło: opracowanie własne. 

 

3.3 Wyznaczenie trajektorii efektywnych 

 

W literaturze przedmiotu stwierdza się, że podejmowanie decyzji zgodnie ze 

skalarnym kryterium jakości w wielu zagadnieniach decyzyjnych nie spełnia oczekiwań 

decydentów [7]. Trudności związane są ze zdefiniowaniem funkcji, która wyrażałaby 

wymagania stawiane rozwiązaniom „najlepszym” [81].  

Rozważając dylemat wyznaczania trajektorii autonomicznego pojazdu 

podwodnego, bierze się pod uwagę szereg kryteriów, takich jak długość, regularność, 

czy zagrożenie manewru. Ponadto, modelując kryteria opisujące miarę regularności 

wyróżniono także trzy możliwe formuły. Analogiczna sytuacja występuje w odniesieniu 

do trzech możliwych kryteriów zagrożenia manewru, który zostanie wykonany po 

zadanej trajektorii.  

Rozpatrując oddzielnie każdy z tych wskaźników, można podjąć decyzję, która 

trajektoria jest najkrótsza, a która najbezpieczniejsza w sensie przyjętego kryterium. 
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Podejście to nie rozwiązuje jednak problemu wyznaczenia trajektorii uwzględniającej 

preferowanie kilku kryteriów jednocześnie. Trudno jest zdefiniować miarę agregującą 

takie wielkości jak: długość, regularność czy zagrożenie manewru. Jeśli nawet takie 

kryterium agregujące istnieje w świadomości decydenta, to bardzo trudno jest 

wyprowadzić jego zapis matematyczny lub też opracować adekwatny algorytm [53].  

Powyższymi dylematami zajmuje się optymalizacja wielokryterialna (wektorowa 

lub polioptymalizacja) [6]. W złożonej sytuacji decyzyjnej, w której ocena zależy od 

wartości wielu kryteriów, dąży się do kompromisu uwzględniającego „interesy” tychże 

kryteriów [130].  

Niech kryterium długości F1, miara nieregularności F2 oraz kryterium zagrożenia 

manewru trajektorii F3 będą założonymi kryteriami cząstkowymi oceny jakości 

trajektorii pojazdu podwodnego. Nie można w tym wypadku wprost zdefiniować 

kryterium agregującego wartości powyższych kryteriów ze względu na różne jednostki 

miary: jednostki długości, radiany i wartości liczbowe. 

Zauważalny jest także konflikt między skracaniem długości a zwiększaniem 

regularności trajektorii. Trajektorie cechujące się większą regularnością mogą być 

dłuższe w sytuacji, gdy najkrótsza droga przebiega w pobliżu ścian prostopadłościanu 

modelującego przeszkodę. W tej sytuacji jest to związane ze zmianą kursu o około 90°. 

W konsekwencji najkrótsza trajektoria charakteryzuje się większą wartością miary 

nieregularności trajektorii niż trajektorie dłuższe, ale cechujące się kilkoma niewielkimi 

zmianami kursów pojazdu. 

Jeszcze bardziej oczywisty jest konflikt między skracaniem trajektorii 

a zwiększaniem poziomu bezpieczeństwa. Jeśli trajektoria planowana jest jak najdalej 

od przeszkody, to zazwyczaj jest to związane z jej wydłużeniem. Pojazd podwodny 

oddala się od przeszkody utrudniającej osiągnięcie miejsca przeznaczenia. 

W wypadku zwiększania poziomu bezpieczeństwa cechującego trajektorię AUV 

konieczne jest zazwyczaj wyznaczenie trajektorii jak najdalej od przeszkód, co 

zwiększa także jej nieregularność w wypadku, gdy trasa prowadzi wzdłuż ścian 

prostopadłościanu. Wówczas zmiany kursu rzędu 90° powodują zwiększenie miary 

nieregularności trajektorii. Jeśli jednak zastąpimy ten fragment trajektorii przez kilka 

segmentów o mniejszych zmianach kursów, to pogorszymy wartość miary 

bezpieczeństwa. 

Z powyższych powodów zdecydowano się sformułować zagadnienie wyznaczania 

reprezentacji trajektorii Pareto-optymalnych dla autonomicznych pojazdów 
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podwodnych. Rozważane podejście dyskutowano w pracach [13, 59, 132], przy czym 

sformułowane poniżej zadanie polioptymalizacji różni się zarówno pod względem 

przyjętych kryteriów, jak i pod względem nałożonych ograniczeń na zbiór rozwiązań 

dopuszczalnych. 

Dla danych wejściowych: A, B, X
min

, X
max

, Y
min

, Y
max

, Z
max

, αmax, ψm, dmin, 

3,1,max nFn , Kk ,...,Ω,...,ΩΩ1 , M do wyznaczania reprezentacji Pareto-optymalnych 

trajektorii autonomicznego pojazdu podwodnego, sformułowano następujące 

zagadnienie optymalizacji wielokryterialnej w postaci uporządkowanej trójki: 

 

(X, F, P),                                                      (3.5) 

1) X – zbiór rozwiązań dopuszczalnych  

|{ 3Mx RX  ),,,...,,,,...,,,( 111 MMMmmm zyxzyxzyxx  ,  max
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)(max  


xm
Mm
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MmZzMmYyYMmXxX mmm ,1,0;,1,;,1, maxmaxminmaxmin   ; 

mm

mm

mmmm zzMm
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yyxx
arctg 










1min

1

2

1

2

1 ,,0,
)()(

 ; 

KkMmdzyxzyxd mmmmmmkm ,1,,0,),,,,,( min111  ;  3,1,)( max  nFxF nn } 

2) F – kryterium wektorowe 

3
RF : X  

gdzie F(x) = [F1(x), F2(x), F3(x)]T dla x X 

3) R≤ – relacja klasy „≤” w R
3
  

 

W niniejszym opracowaniu przyjęto system pojęć i oznaczeń z prac 

[7, 12, 42, 131]. Warto podkreślić, że na podstawie zagadnienia (3.5) można 

sformułować zadania z  dwoma kryteriami: [F1(x), F2(x)], [F1(x), F3(x)] lub 

[F2(x), F3(x)]. Ponadto można wykorzystać inne kryteria skalarne, które wyprowadzono 

w pracy, do adaptacyjnego formułowania problemu polioptymalizacji w zależności od 

preferencji decydenta.  

W pakiecie aplikacji SWTPP’13 uwzględniono możliwość zmiany kryterium 

wektorowego poprzez wybór jednego z czterech wariantów: [F1(x), F2(x), F3(x)], 

[F1(x), F2(x)], [F1(x), F3(x)] lub [F2(x), F3(x)]. Warto podkreślić, że jest to 

prawdopodobnie pierwsza tak zaawansowana implementacja programistyczna 
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dotycząca tej klasy problemów polioptymalizacji, co potwierdza szczegółowa analiza 

literatury przedmiotu [3, 4, 5, 13, 39, 43, 93, 118, 128, 132]. 

Rozwiązanie konfliktowej sytuacji decyzyjnej sformułowanej w postaci 

zagadnienia (3.5) wymaga rozważenia zbioru ocen trajektorii pojazdów podwodnych, 

co umożliwia porównywanie oceny trajektorii dopuszczalnych.  

W odróżnieniu od zagadnienia wyznaczania efektywnych trajektorii pojazdu 

podwodnego, w którym kryteria są minimalizowane, formułowane są zagadnienia 

optymalizacji wektorowej z różnych obszarów zastosowań, w których kryteria są 

maksymalizowane [122].  

Na rysunku 3.6 przedstawiono przykładowy zbiór ocen Y w wypadku 

maksymalizacji dwóch kryteriów [131]. Rozwiązywany jest problem przydziału zadań, 

a kryteriami są: R (dostępność systemu) oraz Ptime (prawdopodobieństwo realizacji 

zadań w terminach). Jak podaje autor [131], dla 128 możliwych rozwiązań uzyskano 45 

ocen, co świadczy o tym, że dla różnych alternatyw uzyskano identyczne oceny. 

Rozważając naniesione na rysunku ograniczenia odnośnie R i Ptime, otrzymuje się zbiór 

10 ocen spełniających ograniczenia, w tym dwie oceny optymalne w sensie Pareto, 

które nazywamy także efektywnymi. Oznaczono punkt idealny y
o
, punkt antyidealny 

y
inf

, punkt nadir N
*
 oraz poszukiwane oceny niezdominowane P1, P2.  

 

 

Rys. 3.6. Zbiór ocen Y  dla kryteriów R(x) oraz  Ptime(x) w odniesieniu do instancji 

polioptymalizacji przydziałów zadań  [131] 

 

limit

timeP  =0,75 

Ptime(x) 

R(x) y
o
 

Rlimit=0,5 

N
*
 

y
inf

p
 

P1 

P2 



 

 57 

Do określenia zbioru ocen w dowolnym zagadnieniu polioptymalizacji, w tym 

także (3.5) służy kryterium wektorowe [123]. Niech F jest kryterium wektorowym 

(wskaźnikiem jakości, funkcją kryterium), taką że YXF SS : , gdzie: 

XS  – przestrzeń trajektorii zawierająca zbiór rozwiązań dopuszczalnych, XSX  , 

YS  – przestrzeń ocen trajektorii, przy czym zakłada się, że N

Y RS  ,  

 F(x) – liczbowa ocena trajektorii x , 

NT

Nn xFxFxFxF R )](),...,(),...,([)( 1 , 

R)(xFn  dla Nn ,1 . 

Zbiorem ocen trajektorii Y  nazywa się obraz zbioru trajektorii dopuszczalnych 

X  dla funkcji wektorowej F, jak niżej [124]: 

}),(|{)( XRXY  xxFyyF  N                           (3.6) 

 Z definicji zbioru ocen trajektorii (3.6) wynika, że jest zbiorem niepustym 

i ograniczonym dla niepustego zbioru rozwiązań dopuszczalnych, co precyzuje 

poniższe twierdzenie. 

Twierdzenie 3.1 (o ograniczoności zbioru ocen) 

Jeżeli niepusty zbiór dopuszczalnych trajektorii pojazdu podwodnego X  jest 

określony za pomocą zależności (3.5) oraz funkcja kryterium jest zdefiniowana, jak 

niżej: 

3

321 )(,][)( R xF(x)(x), F(x), FFxF T
 dla Xx ,                        (3.7) 

to zbiór wyników Y  jest zbiorem niepustym i ograniczonym.  

Dowód: Jeśli zbiór dopuszczalnych trajektorii X , określony za pomocą zależności 

(3.5), nie jest zbiorem pustym, to obraz zbioru rozwiązań dopuszczalnych także nie jest 

zbiorem pustym, gdyż zawiera co najmniej jeden element. 

 Długość trajektorii F1 posiada ograniczenia dolne i górne ze względu na cechy 

zależności umożliwiającej wyznaczanie odległości Euklidesa. W akwenie 

modelowanym za pomocą sześcianu ograniczeniem dolnym jest √ , a ograniczeniem 

górnym (M+1)√ . Jeśli występuje ograniczenie typu 3,1,)( max  nFxF nn , to 

ograniczeniem górnym jest max

1F .  

 Nieregularność trajektorii F2 również posiada ograniczenia dolne równe 0 [rad] 

i górne π [rad] lub jeśli występuje ograniczenie 3,1,)( max  nFxF nn , to max

2F . 
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 Podobnie miara zagrożenia manewru F3 posiada ograniczenia dolne i górne. 

Ograniczeniem dolnym jest wartość  ,),(maxmin 1
,0

0 


 mm
Mm

ppbb  co w sytuacji, gdy m-ty 

segment trajektorii jest najdalej oddalony od najbliższej przeszkody o numerze k, 

prowadzi do oszacowania dolnego  mkddb  min00  . Ze względu na skończone 

wartości liczbowe powyższych wielkości ograniczenie dolne rozważanej funkcji 

posiada wartość skończoną. 

 Ograniczeniem górnym jest wartość  ,),(maxmax 1
,0

0 


 mm
Mm

ppbb  co w sytuacji, 

gdy m-ty segment trajektorii zawiera się w przeszkodzie o numerze k, prowadzi do 

oszacowania górnego 
*

2min12

max0
mdd

eeb
  . Ze względu na skończone wartości 

liczbowe powyższych wielkości ograniczenie górne rozważanej funkcji posiada wartość 

skończoną. Jeśli występuje ograniczenie 3,1,)( max  nFxF nn , to ograniczeniem 

górnym jest 
max

3F . 

Zbiór wyników Y  jest więc zbiorem niepustym i ograniczonym, co kończy 

dowód. ■ 

Zbiór ocen trajektorii zawiera się w rozszerzonej przestrzeni kryterialnej [111]. 

Jeśli }),(|{)( XRXYn  xxFyyF nnnn   definiuje zbiór wartości n - tego kryterium 

skalarnego, to domknięciem zbioru nY  jest najmniejszy zbiór domknięty nY
~

 

zawierający zbiór wartości nY  [7]. Zazwyczaj zachodzi nn YY 
~

 [112]. 

Rozszerzoną przestrzenią kryterialną nazywamy iloczyn kartezjański domknięć 

zbiorów nY : 

Nn1 Y...Y...Y=Y
~~~~

                                           (3.8) 

Porównywanie ocen trajektorii w zagadnieniu (3.5) jest możliwe w wyniku 

uporządkowania przestrzeni 3
R  za pomocą przyjętej relacji dominowania 3R

3RR

prowadzącej do wyznaczania rozwiązań Pareto-optymalnych. Przyjmuje się, że decydent 

jest zainteresowany wyznaczeniem takiej trajektorii, która cechuje się minimalną długością, 

nieregularnością oraz zagrożeniem wykonania manewru. 

Pod pojęciem relacji dominowania R  w zbiorze ocen trajektorii N
RY   

nazywamy zbiór wszystkich par elementów zbioru ocen (y, z), takich że 

Nnzy nn ,1dla  , co zapisuje się, jak niżej [7]: 
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},1 dla|),({ NnzyzyR nn  YY ,                              (3.9) 

gdzie: 

Y T

Nn yyyy ],...,,...,[ 1 , Y T

Nn zzzz ],...,,...,[ 1 . 

Trajektorią dominującą x 

d
 zadania (3,5) nazywamy trajektorię dopuszczalną 

Xdx , taką że: 

NnxFxF n
x

d

n ,1 dla)(min)( 
X

.                                 (3.10) 

Trajektorie dominujące oraz wynik dominujący y 
d
, który jest obrazem trajektorii 

dominującej, nie zawsze istnieją, mimo że zbiór trajektorii dopuszczalnych nie jest 

pusty [104]. Zbiór trajektorii dominujących oznaczamy jako 

DX , a zbiór ocen 

dominujących  jako 

DY . Przykładowy wynik dominujący ze względu na długość 

i regularność trasy przedstawiono na rysunku 3.8.  

 

 

Rys. 3.7. Wynik dominujący ze względu na długość i regularność trasy. 

Źródło: opracowanie własne. 

 

Twierdzenie 3.2  

Dla niepustego zbioru trajektorii dopuszczalnych X  zagadnienia optymalizacji 

wielokryterialnej (3.5) istnieje co najwyżej jeden wynik dominujący w sensie relacji R≤ 

w zbiorze ocen Y dla funkcji kryterium F. 

11
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F2 [rad] 

y 
d
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Dowód: Ponieważ zbiór uporządkowany może zawierać co najwyżej jeden element 

najmniejszy [95], to dla zagadnienia (3.5) z niepustym zbiorem rozwiązań 

dopuszczalnych istnieje co najwyżej jeden wynik dominujący w sensie relacji R≤. 

Ponieważ R≤ jest relacją porządku, to istnieje co najmniej jeden wynik dominujący 

w sensie tej relacji. Natomiast trajektorii dominujących może być więcej, co kończy 

dowód. ■ 

Na podstawie definicji rozwiązania Pareto-optymalnego [89, 92] wprowadza się 

określenie poszukiwanego rozwiązania w zadaniu (3.5).  

Trajektorię X**x  nazywamy optymalną w sensie Pareto wtedy i tylko wtedy, 

gdy w zbiorze rozwiązań dopuszczalnych X  nie istnieje rozwiązanie x, takie że 

NnxFxF nn ,1dla*)*()(   oraz istnieje Nl ,1 , takie że *)*()( xFxF ll  .  

Zbiór trajektorii niezdominowanych oznaczamy jako 


NX , a zbiór ocen 

niezdominowanych  jako 


NY . Na rysunku 3.9 zobrazowano przykładowe oceny 

niezdominowane P1, P2, P3 ze względu na długość i regularność trasy. 

 

 

Rys. 3.8. Wyniki niezdominowane P1, P2, P3 ze względu na długość i regularność trasy. 

Źródło: opracowanie własne. 
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 3.4 Trajektorie kompromisowe 

 

Zbiór trajektorii niezdominowanych zazwyczaj jest bardzo liczny, a pojazd 

podwodny powinien wykonać manewr po jednej trajektorii. Pozostałe trajektorie mogą 

być natomiast wykorzystane przez inne pojazdy, jeśli koordynowane są działania 

zespołu AUV. W dalszej części pracy będziemy rozpatrywali planowanie trajektorii dla 

pojedynczego robota. 

Interesującym podejściem do wyboru spośród trajektorii efektywnych jest 

planowanie trasy kompromisowej [7, 91]. Kompromis między kryteriami skalarnymi 

F1, ... , Fn  , ... , FN osiąga się przez minimalizację odległości od oceny trajektorii 

dopuszczalnej do punktu idealnego y
o
 [87]. 

Punktem idealnym y
o
 w zadaniu ),,( RFX  nazywamy ocenę [87]: 

,],...,,...,[ 1
To

N
o
n

oo yyyy                                             (3.11) 

taką że: 

.,1),(inf NnxFy n
x

o
n 

X
                                        (3.12) 

Punkt idealny jest istotnym punktem charakterystycznym zadania optymalizacji 

wektorowej. Punkt idealny należy do rozszerzonej przestrzeni kryterialnej, ale może nie 

należeć do zbioru wyników. Dlatego nazywany jest także „punktem utopijnym”, gdyż 

jest on pewnym celem, do którego metody poszukujące rozwiązań powinny dążyć. 

Jednakże nie zawsze są w stanie go osiągnąć [12, 131]. Jeżeli punkt idealny należy do 

zbioru ocen, to jest on jednocześnie wynikiem dominującym w sensie relacji R [7]. 

W tym wypadku punkt idealny nie powinien być nazywany punktem utopijnym, gdyż 

istnieje rozwiązanie umożliwiające osiągnięcie pożądanego celu. 

W zagadnieniach optymalizacji trajektorii pojazdu podwodnego występują dolne 

i górne ograniczenia zbioru wartości funkcji F1, F2 i F3, które umożliwiają wyznaczenie 

współrzędnych punktu idealnego, co można zapisać w następujący sposób: 

.,1),(min NnxFy n
x

o

n 
X

                                         (3.13) 

Odległością wyniku yY od punktu idealnego oy  nazywamy wartość normy 

)( oyy   wektora )( oyy   [7].   
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Ponieważ oceny cząstkowe trajektorii AUV Nnyn ,1,   są wyrażone w różnych 

jednostkach miar, to przed wyznaczeniem wartości normy )( oyy   dokonuje się 

normalizacji kryteriów cząstkowych. Rozważa się dwa sposoby normalizacji: klasyczną 

i przedziałową [7, 12]. 

Klasycznym sposobem normalizacji w sytuacji, gdy minimalizuje się kryteria, jest 

podzielenie oceny cząstkowej trajektorii Fn(x) przez współrzędną punktu idealnego o
ny , 

zgodnie z następującą formułą: 

 .,1,0,
)(

)( Nny
y

xF
xF o

no
n

n
n                                 (3.14) 

Ocena idealna 
o

y , po zastosowaniu (3.14), cechuje się jednostkowymi 

współrzędnymi NTo

y R ]1,...,1[ [71]. Jednakże w zagadnieniu polioptymalizacji (3.5) 

współrzędna 
oy2  wyniku idealnego może przyjmować wartość równą zero, co 

uniemożliwia bezpośrednie zastosowanie klasycznej normalizacji [67].  

Wygodniejszym sposobem normalizacji w (3.5) jest normalizacja przedziałowa, 

w której wykorzystuje się następującą zależność: 

.,1,,
)(

)( max

max
Nnyy

yy

yxF
xF o

nno
nn

o
nn

n 



                        (3.15) 

Z (3.15) wynika, że znormalizowany punkt idealny usytuowany jest w początku 

układu współrzędnych, gdyż jeśli o
nn yy  , to .0

n
y  Natomiast dla max

nn yy   

otrzymuje się .1
n

y  Współrzędne oceny wektorowej ) - ( oyyy    po normalizacji 

przedziałowej przyjmują wartości z przedziału domkniętego [0, 1], a znormalizowany 

punkt y  należy do hipersześcianu [0, 1]
N
. 

Z normalizacją zbioru ocen jest związane pojęcie punktu antyidealnego, który jest 

przydatny do wskazania celów niepożądanych w procesie optymalizacji.  

Oceną antyidealną  y 
sup

 zadania (3.5) nazywamy wektor T
Nn yyyy ],...,,...,[
supsupsup

1
sup



, taki że [66]: 

.,1),(supsup NnxFy n
x

n 
X

                                       (3.16) 
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Ponieważ zbiór ocen zagadnienia (3.5) ma ograniczenie dolne i górne (twr. 3.1) 

dla niepustego zbioru rozwiązań dopuszczalnych, to współrzędne punktu antyidealnego 

można zatem wyznaczyć w następujący sposób: 

.,1),(maxsup NnxFy n
x

n 
X

                                        (3.17) 

Pożądana trajektoria kompromisowa jest rezultatem osiągnięcia konsensusu 

poprzez akceptację oceny tej trasy ze zbioru ocen optymalnych w sensie Pareto.  

Poszukiwanie oceny trajektorii kompromisowej ze zbioru ocen Y jest prowadzone 

w zbiorze znormalizowanych przedziałowo ocen Y  na podstawie poniżej zdefiniowanej 

p-normy Qp [60]: 

.)(

/1

1

p
pN

n

o

nn

p

oo

p yyyyyyQ





















 



                (3.18) 

gdzie: 

p  – parametr normy, p =1,2,..., 

Trajektorią kompromisową x*(p) zagadnienia (3.5) dla zadanego p nazywamy 

rozwiązanie dopuszczalne x*(p)X, takie że: 

),(inf)(
* o

p
y

o

p yyQyyQ 
Y

                                    (3.19) 

gdzie: 

))(( *
*

pxFy   – znormalizowany wynik kompromisowy. 

 Niech poszukiwane będą trajektorie kompromisowe dla parametru p = 2. 

Trajektorią kompromisową x*(2) dla parametru p =2 w zagadnieniu optymalizacji 

wielokryterialnej (3.5) nazywamy trajektorię dopuszczalną x*(2)X, taką że [21]: 

),(inf)( 2

*

2

o

y

o

yyQyyQ 
Y

                                        (3.20) 

gdzie ))2(( *
*

xFy   jest znormalizowanym przedziałowo wynikiem kompromisowym 

dla p =2. 

Trajektorie kompromisowe dla parametru p =2 (rozwiązania Salukwadze [7]) są 

usytuowane najbliżej punktu idealnego w sensie odległości geometrycznej Euklidesa.  

Twr. 3.3 [12] 

Dla parametru p =2, minimalizacji kryteriów oraz normalizacji przedziałowej 

Nnyy
yy

yxF
xF o

nno
nn

o
nn

n ,1,,
)(

)( max

max





  zachodzi, jak niżej: 
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Dla danych: A, B, X
min

, X
max

, Y
min

, Y
max

, Z
max

, αmax, ψm, dmin, 3,1,max nFn ,

Kk  ,...,,...,1 , M  należy wyznaczyć x*(2)X, takie że 

),(min))2(( 2

*

2 xQxQ
x X

                                              (3.23) 

gdzie |{ 3Mx RX  ),,,...,,,,...,,,( 111 MMMmmm zyxzyxzyxx  , max
,1

)(max  


xm
Mm

; 

MmZzMmYyYMmXxX mmm ,1,0;,1,;,1, maxmaxminmaxmin   ; 

mm

mm

mmmm zzMm
zz

yyxx
arctg 










1min

1

2

1

2

1 ,,0,
)()(

 ; 

KkMmdzyxzyxd mmmmmmkm ,1,,0,),,,,,( min111  ; 3,1,)( max  nFxF nn } 
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
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










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o

nm

o

nn
o

yy

yxF
yyQ                                    (3.21) 

W wypadku trzech kryteriów optymalizacji trajektorii F1, F2 i F3, zadanego 

punktu idealnego i oceny antyidealnej oraz podstawiając yn=Fn(x), otrzymujemy: 

.
)(

)(

2
3

1
max2 
















n
o

nm

o

nn

yy

yxF
xQ                                        (3.22) 

Problem wyznaczania x*(2) trajektorii kompromisowej autonomicznego pojazdu 

podwodnego dla zadanych współrzędnych punktu idealnego i antyidealnego, a także 

normalizacji przedziałowej, można zatem sformułować w postaci następującego 

zagadnienia optymalizacji jednokryterialnej. 

  

  

 

 

 

 

 

 

 

 

Aby opracować metodę wyznaczania rozwiązania kompromisowego dla 

parametru p =2, należy określić wartości współrzędnych punktu idealnego 

],,[ 321

oooo yyyy  . Wartość współrzędnych wyznaczyć można za pomocą algorytmów 

przeszukiwania tabu opracowanych w ramach pakietu SWTPP’13.  

Natomiast wartości współrzędnych punktu antyidealnego wynikają z nałożenia na 

wartości kryteriów cząstkowych ograniczeń nierównościowych typu: 

3,1,)( max  nFxF nn                                              (3.24) 

Trajektorie kompromisowe mogą różnić się w zależności od wartości parametru 

p. Każda trajektoria kompromisowa dla ),1[ p  jest Pareto-optymalna. Jeśli p , to 

należy sprawdzić, czy rozwiązanie kompromisowe jest alternatywą Pareto-optymalną 

[7].  
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3.5 Wnioski i uwagi 

 

Zagadnienie minimalizacji długości trajektorii pojazdu podwodnego z punktu A 

do B (A≠B) w akwenie treningowym o zadanej głębokości Z
min

, długości X
max

-X
min

 

i szerokości Y
max

-Y
min

 można sformułować w postaci zagadnienia optymalizacji 

wielokryterialnej lub jednokryterialnej.  

Na trajektorie mogą zostać nałożone ograniczenia wynikające z konieczności 

ominięcia przeszkód. Uwzględnia się także ograniczenia na maksymalną wartość 

zmiany kursu oraz na minimalny kąt schodzenia pojazdu podwodnego. Przy 

wyznaczaniu trajektorii kompromisowych, nakłada się także ograniczenia górne na 

wartości kryteriów cząstkowych. 

W zbiorze zadań optymalizacji jednokryterialnej możliwa jest minimalizacja 

długości trajektorii, jej nieregularności lub też zagrożenia wykonania manewru. Ponadto 

można uwzględnić jedno z dwóch kryteriów oceny nieregularności trajektorii lub też 

jedno z trzech kryteriów oceny jej bezpieczeństwa. W wypadku zagadnień 

polioptymalizcji można przyjąć wybrane dwu- lub trzyelementowe kombinacje z trzech 

kryteriów. W tym wypadku poszukuje się trajektorii dominujących lub 

niezdominowanych (optymalnych w sensie Pareto).  

Ze zbioru rozwiązań Pareto-optymalnych zaleca się dokonanie selekcji trajektorii 

kompromisowej dla zadanego parametru p=2, czyli rozwiązania Salukwadze. Można 

także rozwiązać sformułowane zagadnienie optymalizacji jednokryterialnej, w którym 

minimalizuje się p-normę w zbiorze znormalizowanych przedziałowo ocen. W tym 

wypadku, minimalizowaną funkcją celu jest odległość Euklidesa między 

znormalizowaną oceną trajektorii pojazdu podwodnego a znormalizowanym punktem 

idealnym. Powyższa metoda nazywana jest metodą programowania celowego lub też 

metodą punktu idealnego [21].  

 Ocena idealna nie musi należeć do zbioru ocen. Jeśli nie można wyznaczyć 

punktu idealnego, to zazwyczaj rozwiązuje się niezależnie sekwencję N zadań 

jednokryterialnych, minimalizując kryteria cząstkowe, a uzyskane skalarne oceny 

trajektorii leksykograficznych są współrzędnymi wyniku utopijnego.  

Odmienny wariant programowania celowego polega na wyborze w przestrzeni 

kryteriów punktu antyidealnego. Poszukiwanie trajektorii polega na maksymalizacji 

odległości od tego wyniku w sensie przyjętej metryki.  
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4. Wielokryterialne algorytmy tabu search  
 

Sformułowane w rozprawie zagadnienia optymalizacji trajektorii pojazdu 

podwodnego w wersji wielokryterialnej cechują się ciągłymi zmiennymi decyzyjnymi, 

których jest 3M. W wypadku wyznaczania reprezentacji trajektorii efektywnych (3.5) 

rozpatruje się zagadnienia dwu- i trójkryterialne, w których nie wszystkie kryteria 

cząstkowe są ciągłe i różniczkowalne [26]. Ponadto funkcje określające niektóre 

ograniczenia także nie są ciągłe i różniczkowalne, co również odnosi się do ograniczeń 

i p-normy w zagadnieniu wyznaczania kompromisowej trajektorii AUV (3.23).  

W tej sytuacji nie można zastosować gradientowych metod optymalizacji 

nieliniowej, które mogą być zastąpione przez algorytmy wyznaczające rozwiązania 

przybliżone do rozwiązania optymalnego [68]. Do grona algorytmów „przybliżonych” 

zalicza się metaheurystyki. Metaheurystyki wykorzystują pewien ogólny schemat 

przeszukiwania, który powinien zostać zmodyfikowany pod kątem specyfiki 

rozwiązywanego zagadnienia [118, 119]. Pojęcie metaheurystyki wprowadził Glover 

w kontekście algorytmu tabu search [44]. Do ważniejszych metaheurystyk zalicza się 

symulowane wyżarzanie [2], sztuczne sieci neuronowe [33, 100], algorytmy genetyczne 

[48], strategie ewolucyjne [96, 102], programowanie genetyczne [13], algorytmy 

mrówkowe [86] czy algorytmy PSO [11].  

Algorytmy przeszukiwania tabu, zaproponowane przez Glovera w 1986 roku, są 

uznawane za jedne z najbardziej zaawansowanych metaheurystyk ze względu na 

wyznaczenie rozwiązań cechujących się najwyższą jakością dla wielu instancji 

testowych studiowanych w literaturze przedmiotu [14, 29, 44, 64]. Zastosowania 

obejmują zazwyczaj jednokryterialne zagadnienia optymalizacji kombinatorycznej [82, 

106, 117].  

Ponadto Hansen zaproponował zastosowanie tej klasy algorytmu do wyznaczania 

rozwiązań niezdominowanych w sensie Pareto także dla zagadnienia optymalizacji 

kombinatorycznej [52]. Za pomocą odpowiednio dobranych wag skonstruowano 

funkcję agregującą oceny cząstkowe rozwiązań. Wg autora tak opracowana metoda jest 

przydatna w trybie interaktywnym podejmowania decyzji. Także w pracy [12] 

wykorzystano algorytm tabu search do poszukiwania kompromisowego przydziału 

modułów programistycznych w komputerowym systemie rozproszonym. 
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Możliwe są jednak zastosowania algorytmu tabu search do wyznaczania ciągłych 

zmiennych decyzyjnych, co wykazały eksperymenty numeryczne. Ponadto w rozprawie 

zweryfikowano zastosowanie przeszukiwania tabu do wyznaczania reprezentacji 

trajektorii Pareto-optymalnych, a także rozwiązania kompromisowego. 

W algorytmach przeszukiwania tabu wykorzystuje się procedurę lokalnego 

przeszukiwania sąsiedztwa bieżącego rozwiązania [28, 117]. Trajektoria startowa dla 

algorytmu tabu search może być wyznaczona za pomocą innej metaheurystyki, np. 

algorytmu ewolucyjnego [24].  

Jeśli poszukuje się reprezentacji zbioru Pareto, to opracowany algorytm tabu 

search rozpoczyna obliczenia od wybranej trajektorii lokalnie niezdominowanej, którą 

wyznaczono za pomocą zmodyfikowanego wielokryterialnego algorytmu ewolucyjnego 

NSGA-III+ [40, 110]. Wówczas wyznaczone lokalne trajektorie niezdominowane są 

akceptowane przez algorytm TS do początkowego archiwum rozwiązań 

niezdominowanych reprezentującego listę rozwiązań obiecujących. 

W wypadku poszukiwania trajektorii kompromisowej, algorytm TS rozpoczyna 

obliczenia od rozwiązania lokalnie niezdominowanego wyznaczonego za pomocą 

wielokryterialnego algorytmu ewolucyjnego, które to rozwiązanie wyłoniono w wyniku 

selekcji opartej o minimalną odległość od punktu idealnego. W tym wypadku lista 

rozwiązań obiecujących także jest początkowo zbiorem trajektorii lokalnie efektywnych 

otrzymanych za pomocą NSGA III+. 

W algorytmie przeszukiwania tabu istotne jest sąsiedztwo trajektorii, które 

w wypadku ciągłych zmiennych decyzyjnych generowane jest za pomocą innej 

procedury niż dla problemów optymalizacji kombinatorycznej [1, 45].  

Sąsiedztwem N(x) trajektorii x nazywamy zbiór trajektorii możliwych do 

osiągnięcia z x za pomocą procedury generowania sąsiedztwa (rys. 4.1). 

Dla wybranego punktu zwrotu pm generuje się η punktów należących do kuli 

K(pm, ξ). Alternatywą dla kuli może być sześcian o środku w pm. Początkowy promień 

kuli wyznacza się z zależności ξ = 1/M. Im większy promień tym większe są szanse na 

wyznaczenie obiecującego obszaru poszukiwań, co jest istotne podczas dywersyfikacji 

w początkowym etapie działania algorytmu [17]. 

Natomiast im mniejszy promień kuli tym dokładniejsze przeszukiwanie 

obiecującego obszaru rozwiązań dopuszczalnych, podczas intensyfikacji w końcowym 

etapie działania algorytmu [46]. Liczbę generowanych punktów η można oszacować za 
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pomocą ηmax / M, gdzie ηmax – planowana liczby obliczeń funkcji wyboru. Im większa 

liczba η, tym większa dokładność przeszukiwań (intensyfikacja). 

 

 

 

 

 

 

 

 

Rys. 4.1. Zobrazowanie na płaszczyźnie procedury generowania sąsiedztwa trajektorii 

w algorytmie tabu search  

 Źródło: opracowanie własne. 

Sposób generowania nowego wierzchołka w sąsiedztwie może być 

deterministyczny lub losowy. Deterministyczny sposób generowania sąsiedztwa 

stosowany jest zazwyczaj w optymalizacji kombinatorycznej [16, 56], a w wypadku 

zmiennych niezależnych ciągłych zaleca się stosowanie losowego sposobu generowania 

sąsiedztwa zazwyczaj o rozkładzie równomiernym [47]. Możliwe jest także 

wykorzystanie innego rozkładu, np. normalnego [105].  

Operacja przejścia (ruch) μ z trajektorii x do trajektorii x’ polega zatem na 

zastąpieniu m-tego wierzchołka zmiany kursu pojazdu podwodnego wygenerowanym 

losowo punktem należącym do kuli K(pm, ξ). Sąsiedztwo N(x) trajektorii x generowane 

jest za pomocą skonstruowania Mη trajektorii w znormalizowanym akwenie, co 

zapisujemy, jak niżej: 

},1),('[0;1]'{)( 3  Mixxxx i

M  |N .                           (4.1) 

W przypadku poszukiwań trajektorii kompromisowych, algorytm lokalnego 

przeszukiwania (akronim ALP), na którym opiera się algorytm TS, wybiera 

z sąsiedztwa N(x
now

) bieżącego rozwiązania x
now

 trajektorię x
next

 o najmniejszej wartości 

funkcji wyboru W(x), przy czym konieczne jest, aby W(x
next

) ≤ W(x
now

). W przeciwnym 

razie algorytm kończy obliczenia w odróżnieniu od tabu search [107]. W ten sposób 

wyznaczona trajektoria jest optimum lokalnym w odniesieniu do rozwiązania 

startowego [84]. 
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Aby uniknąć utknięcia w optimum lokalnym, w algorytmie tabu search 

dopuszcza się wykonywanie ruchów pogarszających z x
now

 do x
next

N(x
now

), gdy 

W(x
next

) > W(x
now

). Istnieje wówczas możliwość, że podczas kolejnych iteracji wyboru 

zostanie wyznaczona trajektoria lepsza od optimum lokalnego zachowanego 

w archiwum. Ponadto dopuszcza się możliwość przekraczania ograniczeń 

dopuszczalności. Warto zauważyć, że podobna do tabu search metoda SAMD (ang. 

steepest ascent, mildest descent) nie zdobyła uznania społeczności specjalistów [53]  

Adaptacyjne przeszukiwanie w algorytmie TS wywodzi się ze sztucznej 

inteligencji. Istotna jest w nim dywersyfikacja i intensyfikacja poszukiwań. Cechą 

charakterystyczną TS jest także wykorzystanie pamięci krótkoterminowej i pamięci 

długoterminowej do redukcji sąsiedztwa, co jest pewną analogią do procesów 

zachodzących w ludzkiej pamięci. Modele pamięci przechowujące atrybuty procesu 

przeszukiwania zapobiegają powrotom do trajektorii odwiedzonych podczas obliczeń. 

Ponadto umożliwiają ukierunkowanie procesu przeszukiwania w pobliże optimum 

globalnego [15].  

Dążąc do doprecyzowania algorytmów TS do wyznaczenia reprezentacji 

trajektorii efektywnych lub też trajektorii kompromisowej, w następnym podrozdziale 

zaprezentowano możliwości zastosowania ważniejszych podejść dostępnych 

w literaturze przedmiotu [19, 73].  

 

 4.1 Przegląd ogólnych metod polioptymalizacji 

 

Zadania optymalizacji wielokryterialnej należą do najtrudniejszych zagadnień 

optymalizacji. W zagadnieniach optymalizacji wektorowej (3.5) i (3.23) na 

dopuszczalną trajektorię pojazdu podwodnego są nałożone ograniczenia 

nierównościowe Gixgi ,1,0)(   oraz ograniczenie mmmG zzMmxg   11 ,,0,0)(  

wynikające z możliwości AUV ze względu na maksymalny kąt zanurzania się AUV. To 

ostatnie ograniczenie jest zbiorem M+1 wymagań warunkowych, jeśli mm zz 1 , to 

Mmxg mG ,0,0)(1  .  

Pomijając tymczasowo wymagania warunkowe można rozwiązywać zadania (3.5) 

i (3.23) za pomocą znanych w literaturze metod, które umożliwiają sprowadzenie 
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problemu polioptymalizacji do zagadnienia z jednym kryterium. Jednakże metody te 

zawodzą w wypadku uwzględnienia ww. ograniczeń. 

Metodę sumy ważonej wykorzystał Hansen w interaktywnym podejściu MOTS 

z uwzględnieniem tabu search [52]. „Zastępcze” zagadnienie optymalizacji 

jednokryterialnej jest wówczas następujące [123]: 

min 



N

n

nn xFrxU
1

)()( ,                                             (4.2) 

przy ograniczeniach: Gixgi ,1,0)(  ; 0 rn 1, n= N,1 ; 1
1




N

n

nr .  

Funkcja U jest liniową kombinacją kryteriów cząstkowych Fn(x) [75]. Dla 

zadanego wektora wag można wyznaczyć ocenę efektywną, jeśli zbiór ocen Y jest 

ciągły i wypukły. Jeśli jednak ciągły zbiór ocen Y nie jest zbiorem wypukłym, to 

rozwiązań P-optymalnych nie można wyznaczyć. 

W metodzie ε-ograniczeń optymalizacji opiera się na kryterium cząstkowym 

Fn(x), a pozostałe kryteria skalarne włączone są do ograniczeń Fk(x)  εk, k= N,1 , k≠n 

[21]. Zaletą metody jest możliwość stosowania dodatkowo do wklęsłego zbioru ocen Y.  

W metodzie programowania celowego (ang. reference objective) dąży się do 

minimalizacji funkcji [123]: 

pN

n

p

nn xFRxD

1

1

)()( 







 



,            (4.3) 

przy ograniczeniach: Gixgi ,1,0)(  ; 1 p< .  

Wyznaczane współrzędne punktu referencyjnego Rn umożliwiają wyznaczenie 

punktów Pareto za pomocą funkcji odległości D [21]. Niewłaściwie wyznaczone 

współrzędne punktu referencyjnego uniemożliwiają zbieżność do zbioru Pareto. 

Metoda ważonych metryk jest rozszerzeniem metody programowania celowego 

[123]: 

pN

n

p

nnn xFRwx

1

1

)()( 







 



     (4.4) 

przy ograniczeniach: Gixgi ,1,0)(  , 1 p< , 0wn 1, n= N,1 , 1
1




N

n

nw .  
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W metodzie Bensona wymaga się, aby punkt referencyjny należał do zbioru ocen, 

a maksymalizacji podlega następująca funkcja [21]: 

 



N

n

nn xFRxB
1

)(,0max)( ,   (4.5) 

przy ograniczeniach: Gixgi ,1,0)(  ,  Fn(x) ≤ Zn, n= N,1 . 

W metodzie leksykograficznej w pierwszym etapie minimalizuje się wartość 

najważniejszego kryterium cząstkowego przy ograniczeniach nałożonych na wartości 

pozostałych kryteriów [7, 108]. W kolejnych etapach minimalizuje się wartości coraz to 

mniej ważnych kryteriów składowych. Za rozwiązanie leksykograficzne (hierarchiczne) 

przyjmuje się trajektorię wyznaczoną dla ostatniego zadania minimalizacji. Zmiana 

priorytetów kryteriów prowadzi zazwyczaj do odmiennych wyników. 

 

4.2 Wyznaczanie trajektorii startowych 

 

Algorytm tabu search rozpoczyna obliczenia od rozwiązania wyznaczonego za 

pomocą innego algorytmu. Ponieważ w optymalizacji wektorowej szczególnie 

intensywnie rozwijane są metody ewolucyjne, to właśnie zmodyfikowany algorytm 

NSGA-III+ tej klasy zaimplementowano do wyznaczania trajektorii startowych dla 

algorytmów TS. Poniżej scharakteryzowano wybrane algorytmy ewolucyjne. 

Już w 1985 roku opracowany został algorytm VEGA (ang. Vector Evaluated 

Genetic Algorithm) przez Schaffera do wyznaczania rozwiązań efektywnych [101]. 

W algorytmie VEGA populacja rozwiązań składa się z N równolicznych podzbiorów. 

Funkcja sprawności n-tego podzbioru przyjmuje wartości zgodnie z n-tym kryterium 

skalarnym. Selekcja i krzyżowanie dotyczą wszystkich rozwiązań w populacji [31]. 

Eksperymentalnie stwierdzono, że algorytm zazwyczaj nie wyznacza efektywnych 

wyników „pośrednich” [51].  

Aby uniknąć powyższego dylematu wprowadzono procedurę nadawania rang [48] 

opartą na definicji optymalności w sensie Pareto (rys. 4.2a). Alternatywną procedurę 

przyjęto w algorytmie MOGA (ang. Multi-Objective Genetic Algorithm) [41] (rys. 

4.2b).  

Eksperymenty numeryczne wykazały wówczas, że wprawdzie efektywne 

rozwiązania pośrednie (w tym rozwiązania kompromisowe) są już wyznaczane przez 
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algorytm MOGĄ, ale pojawił się problem pomijania przez algorytm ocen odległych od 

pozostałych wyników o tej samej randze. Wyniki tworzące klaster wpisany w kulę N-

wymiarową o niewielkim promieniu propagowały do następnej populacji znacznie 

więcej potomków niż odosobniony „niszowy” wynik.  

Dlatego też w algorytmie NSGA (ang. Non-dominated Sorting Genetic Algorithm) 

wprowadzono preferencje dla bardziej oddalonych od sąsiadów ocen o jednakowej 

randze w populacji [110]. Alternatywną procedurę preferencji dla osobników 

niszowych zaimplementowano w algorytmie NPGA (ang. Niched Pareto Genetic 

Algorithm) [55]. 
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Rys. 4.2. Procedury nadawania rang na podstawie liczby: 

a) poziomów niezdominowanych rozwiązań 

b) osobników dominujących 

Źródło: [131]. 
 

W algorytmie SPEA (ang. Strength Pareto Evolutionary Algorithm)  

zaproponowano archiwizację rozwiązań lokalnie efektywnych w zbiorze zewnętrznym, 

gdyż zbiór wyników o randze 1 zazwyczaj przekraczał liczebność populacji. W SPEA 

archiwum i bieżąca populacja formują zbiór rozwiązań, którym nadaje się rangi. 

Następnie w oparciu o ten zbiór przeprowadzana jest selekcja umożliwiająca 

sformowanie populacji potencjalnych rodziców [12, 99]. 

Wielokryterialne strategie ewolucyjne PAES (ang. Pareto Archived Evolution 

Strategy) oraz PESA (ang. Pareto Envelope-based Selection Algorithm) opierają się na 

strategii ewolucyjnej (1+1) oraz archiwum rozwiązań lokalnie niezdominowanych [62]. 

Ocena potomka jest porównywana z wynikami z archiwum ze względu na preferowaną 

relację dominowania. 

W algorytmach NSGA i PAES wprowadzono procedurę zagęszczenia [131], 

modelując obszar układu współrzędnych ze zbiorem ocen za pomocą hiper-siatki (ang. 
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hyper-grid). Na podstawie liczby ocen w jednostkowym podobszarze siatki 

preferowane są rozwiązania należące do mniej zagęszczonych podobszarów. Rozmiar 

podobszarów musi być odpowiednio dobrany. Populacja zawiera zatem osobniki 

rywalizujące o włączenie do archiwum. Natomiast decyzja o redukcji archiwum wynika 

z funkcji zagęszczenia. Warto także wspomnieć o algorytmie AMEA, w którym 

adaptacyjnie dobierane są parametry tej klasy algorytmów [12].  

Do wyznaczania trajektorii startowych dla algorytmu tabu search wykorzystano 

algorytm NSGA III, który jest dostępny w toolboxie Matlaba. Jednakże ze względu na 

zbyt wolne działanie interpretera języka Matlab, dokonano implementacji algorytmu 

w języku C# w środowisku MS Visual Studio. Wprowadzono także zasadniczą 

modyfikację polegającą na adaptacyjnej zmianie liczebności populacji, a także 

przystosowano algorytm do rozwiązywanego problemu w celu przyśpieszenia obliczeń. 

Dlatego też nowy algorytm nazwano NSGA III+. 

Algorytm NSGA III+ w pakiecie aplikacji SWTPP’13 cechuje się tym, że 

trajektorie w populacji początkowej generowane są za pomocą heurystyki najbliższego 

sąsiada. Ustalana jest liczba wierzchołków M (domyślnie 12), na podstawie której 

określana jest liczba zmiennych decyzyjnych i struktura chromosomu. Domyślne 

wartości rozmiaru populacji to L=30, tempa krzyżowania - 0,1, a tempa mutacji - 0,5. 

Złożoność obliczeniowa algorytmu jest rzędu O(n
3+k

), gdzie n=max{L, N}, przy 

czym N określa liczbę kryteriów, L rozmiar populacji, a O(n
k
) to złożoność obliczania 

funkcji sprawności dla zadanego wykładnika k. Złożoność wyznaczania wartości 

funkcji sprawności zależy od złożoności wyznaczania wartości miary bezpieczeństwa 

trajektorii F3, której pesymistyczna złożoność obliczeniowa jest O(n
3
), dla 

n=max{M, K}. Przyjmując zatem n=max{ L, N, M, K}, otrzymuje się pesymistyczną 

złożoność obliczeniową algorytmu NSGA III+ jako O(n
6
). 

Zmodyfikowany algorytm NSGA III+ pod kątem wyznaczania trajektorii pojazdu 

podwodnego zilustrowano na rysunku 4.3. Na podstawie t-tej populacji rodziców P(t) 

wyznaczana jest populacja potencjalnych potomków Q(t). Preferowane są rozwiązania 

z najmniejszymi rangami należące do podzbioru R(t,1) zbioru )()()( tQtPtR  . Jeśli 

moc zbioru R(t,1) jest mniejsza od L, wtedy elementy zbioru R(t,1) są wybierane do 

nowej populacji P(t+1). Jeśli jednak liczebność rozwiązań lokalnie niezdominowanych 

jest większa od liczby chromosomów, to populacja jest powiększana, aby nie utracić 

żadnego rozwiązania lokalnie niezdominowanego. Dąży się także do sytuacji, aby 

w nowej populacji znalazły się również rozwiązania z rangą 2. 



 

 74 

W algorytmie dopuszcza się skopiowanie ustalonej liczby elitarnych rozwiązań do 

następnego pokolenia [79]. Przyjęto krzyżowanie jednopunktowe w oparciu o losowo 

wyznaczane punkty krzyżowania [121]. Kryterium stopu jest przekroczenie 

maksymalnej liczby pokoleń Tmax (domyślnie 200). 

 

1. BEGIN 

2. t:=0 (nr populacji), ustaw liczebność populacji L, Larch:=L, tempo krzyżowania ,cp  tempo mutacji 

mp , maksymalną liczbę populacji Tmax 

3. Wygeneruj populację początkową P(t), a dopuszczalne trajektorie lokalnie niezdominowane (o ile 

istnieją) wstaw do archiwum A* 

4. finish:=FALSE  

5. WHILE NOT finish DO 

6.      Oblicz dla trajektorii dopuszczalnych rangi )(xr  i przystosowanie )(),( tPxxf   

7.      Wygeneruj populację potomków Q(t) o rozmiarze L za pomocą selekcji, mutacji i krzyżowania  

8.      BEGIN /* nowa populacja */ 

9.      utwórz rozszerzoną populację )()()( tQtPtR   o rozmiarze 2L,  

10.    oblicz rangi r(x) dla R(t) 

11.    t:=t+1, :)(tP  

12.   IF liczebność )1,(tR >L  THEN L:=1,2*liczebność )1,(tR  ELSE L=max{Larch, liczebność )1,(tR } 

13.    WHILE liczebność P(t)<L DO 

14.       FOR r=1 TO rmax 

15.          IF liczebność )(),( tPrtR   < L THEN )(),(:)( tPrtRtP   

16.               ELSE sortuj oceny ),( rtR  malejąco wg miary zagęszczenia, a następnie wstaw tyle ocen 

z ),( rtR do P(t), aby liczebność populacji wynosiła L; BREAK 

17.               END 

18.       END 

19.       Zweryfikuj archiwum A* za pomocą P(t) 

20.       IF t=Tmax OR P(t) jest zbieżna THEN finish:=TRUE 

21. END 

 

Rys. 4.3. Wyznaczanie trajektorii startowych dla TS za pomocą zmodyfikowanego 

algorytmu NSGA III+ 

 Źródło: Opracowanie własne na podst. [131] 

 

 Na rysunku 4.4 zobrazowano reprezentację wyników optymalnych w sensie 

Pareto wyznaczoną za pomocą algorytmu NSGA-III zaimplementowanego w języku 

Matlab [131]. Na rozwiązania dopuszczalne nałożono ograniczenia  

Kryteriami skalarnymi są  i  

Zacniewski podaje, że za pomocą NSGA III wyznaczył 11 rozwiązań Pareto-

optymalnych dla 30 osobników w populacji. Podczas 14,7 s przeanalizowano 377 

pokoleń, obliczając funkcję sprawności 11 341 razy. W drugim eksperymencie dla L=75 

wyznaczono 38 ocen efektywnych w 171 populacji [131].  
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Rys. 4.4. Reprezentacja wyników efektywnych wyznaczona za pomocą NSGA III [131] 

 

4.3 Dywersyfikacja, intensyfikacja i rodzaje pamięci   

 

W pracy opracowano algorytm tabu search Q2TS do wyznaczania trajektorii 

kompromisowej, a także algorytm PTS do wyznaczania reprezentacji trajektorii Pareto-

optymalnych. Ponadto opracowano algorytmy przeszukiwania tabu F1TS, F2TS i F3TS 

do minimalizacji jednokryterialnej trajektorii zgodnie z funkcją celu F1, F2 lub F3. 

W algorytmie Q2TS etap pierwszy działania algorytmu przeszukiwania cechuje 

się  dywersyfikacją [114]. Wykorzystywana jest lista obszarów obiecujących PAL (ang. 

promising area list) aktualizowana podczas odwiedzania rozwiązań tak, aby zawierała 

γ1 najlepszych trajektorii w sensie kryterium Q2. Startowa lista PAL generowana jest 

przed dywersyfikacją w oparciu o zbiór trajektorii wyznaczony za pomocą algorytmu 

ewolucyjnego NSGA III+. Każdy element listy PAL opisany jest za pomocą trójki 

(x, ξ, Q2), co umożliwia zdefiniowanie kuli o środku x i promieniu ξ = 1/M. Natomiast 

na podstawie wartości normy kompromisowej Q2(x) wnioskuje się o jakości trajektorii 

należących do tej kuli, co jest weryfikowane w ostatnim etapie działania algorytmu 

polegającym na intensyfikacji przeszukiwania tabu. 

Lista tabu LTSM o γ2 elementach jest zerowana przed dywersyfikacją. Lista ta 

imituje pamięć krótkoterminową, a każdy jej element to trójka (x, ξ, γ3) określająca 

zakaz powrotu do kuli o środku x i promieniu ξ, który to zakaz obowiązuje przez γ3 

F2 

 
F1 
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najbliższych ruchów, przy czym 0≤γ3≤γ2. Jako implementację tej listy przyjmuje się 

zazwyczaj kolejkę klasy FIFO (ang. First Input First Output) o długości γ2 [115]. 

Procedura TNM (ang. Tabu Navigation Method) umożliwia zarządzanie listą LTSM 

[83, 117].  

Pamięć długoterminową [85] zaimplementowano jako listę tabu LTLM o M 

elementach. Każdy element ωm reprezentuje częstość modyfikacji m-tego wierzchołka 

podzieloną przez ρ - liczbę wykonanych ruchów. Im większa wartość ωm, tym trudniej 

jest zaakceptować trajektorię uzyskaną w wyniku ruchu polegającego na modyfikacji 

m-tego wierzchołka. Przyjęto regułę, że jeśli ωm ≥ γ4, to każde rozwiązanie należące do 

sąsiedztwa generowane za pomocą modyfikacji m-tego wierzchołka jest tabu. 

Zazwyczaj wartość nieujemnego poziomu wykluczenia zbyt często wykonywanego 

ruchu γ4 to 0,5. Ponadto wartość tego parametru nie może być równa 1. Zaleca się także, 

aby γ4≥1/M.  

Przebieg dywersyfikacji jest następujący. Z listy obszarów obiecujących PAL 

wybierana jest trajektoria startowa x
now

 o najmniejszej wartości funkcji kompromisowej 

Q2. Następnie generowane jest sąsiedztwo N(x
now

) zgodnie z rysunkiem 4.1, przy czym 

sąsiedztwem jest suma M kul. Sąsiad jest akceptowany tylko wtedy, gdy nie jest tabu, 

co określa się na podstawie pamięci długo- i krótkoterminowej. Najlepsze rozwiązanie 

ze zbioru N(x
now

), staje się w tym wypadku x
next

, nawet jeśli jest gorsze niż poprzednie. 

Ta obiecująca trajektoria definiuje także nowy obiecujący obszar. Jeśli ten obszar nie 

jest na liście obszarów obiecujących PAL, to zastępuje najgorszy w sensie Q2 obszar 

z tej listy, pod warunkiem poprawy Q2. Proces dywersyfikacji kończy się po zadanej 

liczbie kolejnych powtórzeń bez wykrycia nowego obszaru obiecującego lub też 

przekroczenia zadanej liczby iteracji. 

W drugim etapie w algorytmie TSQ2 wyznacza się najbardziej obiecujący obszar 

wśród zapisanych na liście PAL. W tym celu obliczana jest średnia wartość funkcji Q2 

dla rozwiązań wyspecyfikowanych na tej liście. Następnie z listy redukuje się 

trajektorie, których wartość Q2 jest wyższa od wartości średniej.  

Procedura redukcji elementów z listy PAL jest iteracyjnie powtarzana. Za każdym 

razem tworzone jest sąsiedztwo każdej obiecującej trajektorii za pomocą zredukowanej 

o połowę długości promienia kuli. Z każdego sąsiedztwa wybierane jest najlepsze 

rozwiązanie w sensie normy kompromisowej. Jeśli jakość tej trajektorii jest wyższa 

w sensie Q2 niż jakość środka kuli, to dotychczasowa trajektoria obiecująca jest 

zastępowana przez nową. Najgorsze rozwiązanie obiecujące z listy PAL jest 
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eliminowane, a procedura jest powtarzana aż pozostanie pojedyncza trajektoria 

obiecująca w PAL. 

W trzecim etapie działania algorytmu TSQ2 realizowana jest intensyfikacja 

przeszukiwania tabu, która rozpoczyna się od wyzerowania obu list tabu. 

Przeszukiwanie rozpoczyna się od trajektorii najbardziej obiecującej z listy PAL. 

W każdej iteracji intensyfikacji generowane jest sąsiedztwo trajektorii bieżącej, które 

redukowane jest w oparciu o listy tabu. Wówczas następuje wybór najlepszej trajektorii 

w sensie Q2 i umieszczenie jej na liście tabu LTSM. Wybrany sąsiad staje się bieżącą 

trajektorią, nawet jeśli jest gorszy od poprzedniego. Po ustalonej liczbie kolejnych 

powtórzeń bez żadnej poprawy wartości funkcji Q2, wielkość promienia jest 

redukowania o połowę, a  obie listy tabu są resetowane. Wówczas algorytm tabu search 

TSQ2 rozpoczyna działanie od najlepszej trajektorii x
best

 wyznaczonej do tej pory. Aby 

zatrzymać algorytm, stosuje się zazwyczaj warunek nieprzekroczenia maksymalnej 

liczby iteracji lub czasu obliczeń. 

Warto podkreślić, że w algorytmie TSQ2 podczas procedury wyznaczania 

sąsiedztwa generuje się nie jedną, lecz zbiór trajektorii, a następnie przechodzi się do 

najlepszej z nich bez względu na to, czy wartość Q2 jest mniejsza, czy większa od Q2 

poprzedniej trajektorii. Algorytm TSQ2 może więc kontynuować obliczenia w obszarze 

rozwiązań, w którym algorytm poprawy skończy obliczenia. Może także przekroczyć 

granice dopuszczalności zbioru trajektorii po to, aby osiągnąć bardziej obiecujący 

obszar rozwiązań dopuszczalnych. 

W celu zapobiegania cyklom, w algorytmie TSQ2 wprowadzono procedury 

blokujące ruchy do trajektorii odwiedzonych w sekwencji ostatnich modyfikacji. 

Wykorzystano do tego implementację pamięci krótkoterminowej w postaci listy tabu. 

Lista LTSM umożliwia selekcję takich trajektorii sąsiednich, które nie były odwiedzone 

w wyniku ostatnich γ2 modyfikacji, a w rezultacie zredukowanie sąsiedztwa do 

relatywnie nowych trajektorii.  

Oprócz listy tabu umożliwiającej zapobieganie cyklom, wprowadzono także 

pamięć długoterminową w postaci adekwatnej listy do kierunkowania procesu 

obliczeniowego w rejony trajektorii cechujące się wysoką jakością [18]. Zastosowanie 

dwóch struktur pamięci w algorytmie TSQ2 skutkuje selektywnym przeszukiwaniem 

przestrzeni możliwych rozwiązań [34].  

W szczególnym wypadku braku możliwości wykonania ruchu ze względu na fakt, 

że wszystkie rozwiązania sąsiednie są tabu, dokonuje się wygenerowania nowego 
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rozwiązania x
now

 za pomocą krzyżowania genetycznego rozwiązań x
best

 i x
bis

 (drugie 

rozwiązanie pod względem Q2) i wyboru lepszego potomka. W tym wypadku listy tabu 

są resetowane, a obliczenia są kontynuowane od wygenerowanego genetycznie x
now

. 

Szczególnym rodzajem pamięci jest lista obszarów obiecujących PAL, która jest 

wykorzystywana do identyfikacji obszarów w przestrzeni poszukiwań, które zawierają 

trajektorie cechujące się dobrą jakością. Zazwyczaj trajektorie z listy PAL składają się 

z fragmentów, które występują w rozwiązaniach wysokiej jakości. Pamięć jakościowa 

typu PAL nie jest stosowana w klasycznych algorytmach optymalizacji [47]. 

Zapisywanie danych o jakości trajektorii umożliwia uczenie się algorytmu TSQ2 pod 

kątem poszukiwania obszarów obiecujących [97].  

Modyfikacją jawnej listy tabu LTSM jest atrybutowa lista tabu LTSM* w postaci 

sekwencji atrybutów trajektorii. W wyniku modyfikacji trajektorii zmieniają się jedynie 

współrzędne m-tego wierzchołka. Zatem zapisując sekwencję czwórek (m, x’m, y’m, z’m), 

rozwiązanie początkowe x
now

 oraz wartość promienia kuli r, można zredukować 

zajętość pamięci z 3(M+2)γ2 do 7 γ2+2 elementów. Na tej podstawie można wyznaczyć 

sekwencje kul o środku w x i promieniu r, które to kule są tabu.  

Ze względu na sposób generowania sąsiedztwa, może wystąpić sytuacja, w której 

w sumie kul oznaczonych tabu znajdują się nieodwiedzone trajektorie cechujące się 

wysoką jakością. Aby tego uniknąć w algorytmie TSQ2 zastosowano kryterium 

aspiracji [58], które dopuszcza wykonanie ruchu do obszaru tabu w sytuacji spełnienia 

dodatkowego warunku. Możliwy jest wybór jednego z dwóch kryteriów aspiracji. Po 

pierwsze, nowa trajektoria x’ w obszarze tabu cechuje się mniejszą wartością funkcji Q2 

od najlepszej wyznaczonej dotychczas trajektorii x
best

. Po drugie trajektoria tabu x’ 

cechuje się mniejszą wartością Q2 od aktualnej trajektorii x
now

 [63]. 

Pamięć krótkoterminowa, pamięć długoterminowa i kryterium aspiracji wpływają 

zatem na zredukowanie sąsiedztwa N(x
now

) bieżącej trajektorii do zbioru 

dopuszczalnych kandydatów K(x
now

) w zależności od przebiegu procesu 

przeszukiwania. Może się wprawdzie zdarzyć, że podczas długotrwałych obliczeń 

pewna trajektoria zostanie odwiedzona kilka razy, ale należy oczekiwać, że zbiór 

kandydatów K(x
now

) będzie inny za każdym razem.  
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4.4 Algorytmy TSQ2 i PTS do wyznaczania trajektorii 

 

Algorytm TSQ2 wykorzystuje wyniki z algorytmów F1TS, F2TS i F3TS do 

minimalizacji jednokryterialnej zgodnie z funkcją celu F1, F2 lub F3, co umożliwia 

skonstruowanie punktu idealnego. Algorytmy F1TS, F2TS i F3TS różnią się od TSQ2 

funkcją celu, co wpływa na wartość funkcji wyboru W, za pomocą której dokonuje się 

selekcji nowego reprezentanta ze zbioru kandydatów. Jeśli trajektoria jest 

niedopuszczalna, to wartość funkcji celu jest zwiększana o karę za przekroczenie 

ograniczeń.  

Trajektoria startowa w  algorytmach tabu search F1TS, F2TS i F3TS wyznaczana 

jest na podstawie trajektorii uzyskanej za pomocą adekwatnego algorytmu 

ewolucyjnego dostępnego w pakiecie SWTPP’13. Szczegółowy opis algorytmów 

ewolucyjnych tej klasy dostępny jest w [77]. 

Ponieważ trajektorie kompromisowe z ocenami w zbiorze Y są poszukiwane na 

podstawie ocen w znormalizowanym przedziałowo zbiorze Y , to wartości funkcji celu 

są wyznaczane za pomocą poniższej zależności: 
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Wartości współrzędnych punktu idealnego ],,[ 321
oooo yyyy   są wyznaczane za 

pomocą algorytmów tabu search F1TS, F2TS i F3TS. Można także przyjąć 

oszacowania od dołu wartości tych funkcji. Natomiast współrzędne punktu 

antyidealnego ],,[ max

3

max

2

max

1

max yyyy   są danymi wejściowymi do problemu (3.23). 

Po wyznaczeniu współrzędnych punktu idealnego oraz antyidealnego realizowana 

jest dywersyfikacja. Następnie wyznaczany jest punkt startowy do intensyfikacji, a na 

zakończenie wykonywana jest intensyfikacja.  

Kandydatem, pretendującym do zastąpienia bieżącej trajektorii jest rozwiązanie 

skonstruowane z aktualnych trajektorii za pomocą wykonania ruchu, na który nie jest 

nałożona restrykcja tabu. Wartości funkcji wyboru są określone dla )( nowxx K  za 

pomocą następującej zależności: 
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gdzie 

P(x) – wartość kary za niespełnienie ograniczeń dla rozwiązania niedopuszczalnego, 

μ  – współczynnik funkcji kary. 

Sąsiedztwo generowane jest w taki sposób, aby spełnione były ograniczenia 

formalne MmZzMmYyYMmXxX mmm ,1,0;,1,;,1, maxmaxminmaxmin  . 

Natomiast w wypadku przekroczenia pozostałych ograniczeń na trajektorię x nakładana 

jest kara, jak niżej: 
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i  - skalujący współczynnik kary Pi,   4,1i ; 

n - skalujący współczynnik kary P4n, 3,1n . 

 Schemat blokowy algorytmu TSQ2 przedstawiono na rysunku 4.5. Złożoność 

obliczeniowa [88] algorytmu TSQ2 jest równa O(n 
6
), co wynika nie tylko z identycznej 

złożoności algorytmu ewolucyjnego wykorzystanego do generowania trajektorii 

startowej. 
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Rys. 4.5. Schemat działania algorytmu TSQ2 

 Źródło: opracowanie własne. 

0. Inicjacja 

(A) Wyznaczanie X
LE

reprezentacji trajektorii lokalnie efektywnych za pomocą algorytmu NSGA III+ 

(B) Wyznaczanie współrzędnych punktu idealnego za pomocą algorytmów F2TS, F2TS i F3TS 

(C) Konstruowanie startowej listy PAL z γ1 trajektorii lokalnie efektywnych dla zadanego ξ=1/M 

(D) Wybór rozwiązania początkowego x 
now

z listy PAL o minimalnej wartości Q2 (x 
now

) 

(E) Zapamiętanie aktualnie najlepszego rozwiązania  x 
best

 := x 
now

  oraz best_ Q2:= Q2 (x 
now

) 

(F) Wyzerowanie list tabu  LTSM i LTLM ; ustawienie γ2 i γ4 

1. Dywersyfikacja i selektywne generowanie sąsiedztwa 

(A) Wyznaczenie zbioru kandydatów K (LTSM, LTLM, x 
now

) jako podzbiór sąsiedztwa N (x 
now

) 

dla η=ηmax / M 

(B) Wybór trajektorii x 
next
 K (LTSM, LTLM, x 

now
) ze zbioru kandydatów za pomocą 

minimalizacji funkcji wyboru W  

(C) Kryterium aspiracji. Jeżeli wszystkie rozwiązania z sąsiedztwa są tabu, to jest kwalifikowane 

jako x 
next

 rozwiązanie, które poprawia wartość progu 0,9*best_ Q2 

(D) Genetyczna procedura dywersyfikacji. Jeżeli nie wybrano x 
next

 , to wyznacza się parę 

potomków za pomocą operacji krzyżowania prostego dla dwóch najlepszych, uzyskanych 

trajektorii x 
best

, x 
bis

. Rozwiązaniem x 
next

 jest potomek o mniejszej wartości funkcji wyboru 

(E) Jeśli kula o środku x 
next 

i promieniu ξ nie jest na liście PAL, to zastępuje najgorszy w sensie Q2 

obszar z tej listy pod warunkiem poprawienia wartości Q2 

(F) Jeżeli zostanie przekroczony limit iteracji bez poprawy Q2, maksymalny limit iteracji lub czasu, 

to przejdź do 2. 

1’. Aktualizacja 

(A) Zapamiętanie wybranego rozwiązania x 
now

 := x 
next

 

(B) Jeżeli Q2 (x 
now

)  < best_ Q2, to x 
bis

 := x 
best

 ,  x 
best

 := x 
now

,  best_ Q2:= Q2 (x 
now

) 

(C) Aktualizacja list tabu LTSM i LTLM.  

(D) Powrót do 1 

2. Najbardziej obiecujący obszar 

(A) Obliczenie średnia wartość funkcji Q2 dla rozwiązań wyspecyfikowanych na liście PAL 

(B) Z listy PAL redukuje się trajektorie, których wartość Q2 jest wyższa od wartości średniej.  

(C) Iteracyjna procedura redukcji elementów z listy PAL.  

a. Utwórz sąsiedztwo każdej obiecującej trajektorii za pomocą zredukowanej o połowę 

długości promienia ξ 

b. Z każdego sąsiedztwa wybierane jest najlepsze rozwiązanie w sensie Q2 

c. Jeśli jakość tej trajektorii jest wyższa w sensie Q2 niż jakość środka kuli, to dotychczasowa 

trajektoria obiecująca jest zastępowana przez nową.  

d. Najgorsze rozwiązanie obiecujące z listy PAL jest eliminowane, a procedura jest 

powtarzana aż pozostanie pojedyncza trajektoria obiecująca w PAL, x 
best

 := x 
now

,  best_ 

Q2:= Q2 (x 
now

) 

3. Intensyfikacja przeszukiwania tabu 

(A) Wyzerowanie list tabu  LTSM i LTLM, ustaw ξ 

(B) W każdej iteracji generowane jest sąsiedztwo trajektorii bieżącej x 
now

, które redukowane jest 

w oparciu o listy tabu zgodnie z punktami 1(A)-1(D) 

(C) Wybór najlepszej trajektorii w sensie Q2 i umieszczenie jej na liście tabu LTSM. Aktualizacja 

zgodnie z 1’(A)-1’(C) 

(D) Po ustalonej liczbie kolejnych powtórzeń bez żadnej poprawy wartości funkcji Q2, wielkość 

promienia jest redukowania o połowę, a obie listy tabu są resetowane. 

(E) Jeśli przekroczono maksymalną liczbę iteracji lub czasu obliczeń, to STOP. 

(F)  xnow
:= x

best
 , przejdź do 3(B).  
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Podczas dywersyfikacji moc sąsiedztwa to ηM, a dla każdego elementu 

wyznaczana jest wartość funkcji wyboru o złożoności O(n
3
). Przyjmując, że 

n=max{η, M, K}, otrzymuje się złożoność obliczeniową wyznaczania sąsiedztwa O(n
5
).  

Ponieważ na podstawie sąsiedztwa o liczebności ηM wyznacza się podzbiór 

kandydatów na podstawie list LTSM i LTLM za pomocą procedury o złożoności O(n
3
), 

to nie wpływa to na zwiększenie złożoności obliczeniowej algorytmu, podobnie jak 

pozostałe procedury w etapie dywersyfikacji. Przy założeniu, że max

~
Tn  , gdzie max

~
T  

reprezentuje maksymalny limit iteracji podczas dywersyfikacji, złożonością procesu 

dywersyfikacji jest O(n
6
). 

 Procedura wyznaczania najbardziej obiecującego obszaru cechuje się także 

złożonością O(n
6
). Przy założeniu, że maxT̂n  , gdzie maxT̂  reprezentuje maksymalny 

limit iteracji podczas intensyfikacji, złożonością procesu intensyfikacji jest O(n
6
). 

 W odróżnieniu od algorytmu TSQ2 algorytm PTS służy do wyznaczania 

reprezentacji trajektorii Pareto-optymalnych (rys. 4.6). Po wyznaczaniu X
LE

 

reprezentacji trajektorii lokalnie efektywnych za pomocą algorytmu NSGA III+, 

konstruowana jest początkowa lista obszarów obiecujących PAL. Lista ta zawiera γ1 

trajektorii z X
LE

. Zadawany jest także promień kuli ξ=1/M. Ponadto zbiór X
LE

 jest 

kopiowany do zbioru X
now

 bieżących trajektorii niezdominowanych oraz do 

początkowej wersji archiwum X
Pareto

. Przechowywane są także oceny trajektorii 

z archiwum w tablicy F
Pareto

. Listy tabu  LTSM i LTLM są resetowane, a także 

ustawiana jest wartość γ2 – długość pamięci krótkoterminowej i γ4 - poziom 

wykluczenia zbyt często wykonywanego ruchu.  

 Podczas dywersyfikacji sąsiedztwo wyznaczane jest dla każdego rozwiązania 

x 
now

 ze zbioru X 
now

. Sąsiedztwo N (x 
now

) może zawierać trajektorie dominujące 

względem x
now

, trajektorie niezdominowane względem x
now

 , trajektorie zdominowane 

przez x
now

 lub trajektorie niedopuszczalne. Po otrzymaniu K (LTSM, LTLM, x
now

) 

zbioru kandydujących trajektorii niebędących tabu, dokonuje się selekcji 

dopuszczalnych trajektorii niezdominowanych (z rangą 1)  do zbioru X 
next

 (x
now

). Rangą 

1 cechują się także rozwiązania dominujące. W wypadku wyłącznie trajektorii 

niedopuszczalnych w zbiorze kandydatów, zbiór X 
next

 (x
now

) będzie jednoelementowy. 

Powtarzając procedurę wyznaczania zbioru X 
next

 (x
now

) dla każdego x
now nowX  

uzyskuje się 
nownowx

nownextnext x
X

XX


 )( . 
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Rys. 4.6. Schemat działania algorytmu PTS 

Źródło: opracowanie własne. 

0. Inicjacja 

(A) Wyznaczanie X
LE

 reprezentacji trajektorii lokalnie efektywnych za pomocą algorytmu NSGA III+ 

(B) Konstruowanie startowej listy PAL z γ1 trajektorii X
LE

 dla zadanego promienia ξ=1/M 

(C) X 
now

:= X
LE

 , archiwum X 
Pareto

:= X 
now

  oraz F
Pareto:= F (x 

now
) dla x 

now
 

nowX  

(D) Wyzerowanie list tabu  LTSM i LTLM ; ustawienie γ2 i γ4 

1. Dywersyfikacja i selektywne generowanie sąsiedztwa 

(A) Wyznaczenie zbioru kandydatów K (LTSM, LTLM, x 
now

) jako podzbiór sąsiedztwa N (x 
now

) 

o liczebności  ηmax = η M, dla x 
now nowX . Obliczenie ocen i rang. 

(B) Wybór trajektorii z rangą 1 do X 
next

 (x 
now

) ze zbioru kandydatów K (LTSM, LTLM, x 
now

), dla 

x 
now nowX ; 

nownowx

nownextnext x
X

XX


 )(:   

(C) Kryterium aspiracji. Jeżeli wszystkie rozwiązania z sąsiedztwa są tabu (X 
next

  jest zbiorem 

pustym), to kwalifikowane są do X 
next

 trajektorie tabu z   
nownowx

nownow x
X

NXN


 )(:   z rangą 1 

w N (X 
now

) X 
now

 

(D) Genetyczna procedura dywersyfikacji. Jeżeli X 
next

  jest zbiorem pustym, to krzyżowane są 

niezdominowane trajektorii z X 
Pareto

. Do X 
next

 kwalifikowany jest potomek dominujący. Jeśli 

para potomków jest wzajemnie niezdominowana, to kwalifikowane są obie trajektorie 

(E) Z sumy zbiorów X 
next

  PAL
 
wyznacza się nową listę obszarów obiecujących PAL, których 

środki kul otrzymały rangi 1 

(F) Jeżeli zostanie przekroczony limit iteracji bez modyfikacji  X 
Pareto

,  maksymalny limit iteracji 

max

~
T  lub czasu, to przejdź do 1’ 

1’. Aktualizacja 

(A) Zapamiętanie wybranych trajektorii  X
now

 := X
next

  

(B) Weryfikacja X 
Pareto

 za pomocą X 
now

  pod kątem dominowania.  F
Pareto:= F (x ) dla x 

ParetoX  

(C)  Aktualizacja list tabu LTSM i LTLM.  Powrót do 1(A) 

2. Wyznaczanie najbardziej obiecujące obszary 

(A) Iteracyjna procedura weryfikacji najbardziej obiecujących obszarów z listy PAL.  

a. Utwórz sąsiedztwo dla każdej obiecującej trajektorii x z PAL za pomocą zredukowanej 

o połowę długości promienia ξ. Obliczenie ocen i rang. 

b. Z każdego sąsiedztwa wybierane są trajektorie o najniższej randze tworzące zbiór 

K (LTSM, LTLM, x)  

c. Za pomocą zbioru K (LTSM, LTLM, x) weryfikowane jest archiwum X 
Pareto

 

d. Jeśli dla x z PAL istnieje rozwiązanie dominujące x’ w K (LTSM, LTLM, x), to  x:=x’ 

e. Procedura jest powtarzana dla wszystkich trajektorii obiecujących w PAL, a po jej 

zakończeniu weryfikowana jest lista PAL za pomocą procedury nadawania rang.  

(B) Do etapu intensyfikacji kwalifikowane jest archiwum X 
Pareto

 oraz  X 
now

:= PAL 

3. Intensyfikacja przeszukiwania tabu 

(A) Wyzerowanie list tabu  LTSM i LTLM, ustawienie ξ 

(B) Dla każdego x
nowX 

now
  generowane jest sąsiedztwo, które redukowane jest w oparciu o listy tabu 

zgodnie z punktami 1(A)-1(D). Warunkowo może być stosowane kryterium aspiracji lub też 

genetyczna procedura dywersyfikacji 

(C) Ze zbioru kandydatów dokonuje się selekcji trajektorii niezdominowanych (z rangą 1) do zbioru 

X 
next

 . Aktualizacja list tabu, a także X 
Pareto

, F
Pareto

, X 
now

 zgodnie z 1’(A)-1’(C) 

(D) Jeżeli zostanie przekroczony limit iteracji bez modyfikacji archiwum X 
Pareto

, wielkość promienia 

jest redukowania o połowę, a obie listy tabu są resetowane. 

(E) Jeśli przekroczono maksymalną liczbę iteracji 
maxT̂ lub założony czasu obliczeń, to STOP. 

(F) Przejdź do 3(B).  
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 Kryterium aspiracji jest rozpatrywane, jeśli rozwiązania ze wszystkich sąsiedztw  

są tabu. Wówczas wybierane są do zbioru X 
next

 trajektorie tabu należące do 

  
nownowx

nownow x
X

NXN


 )(  i  cechujące się rangą 1 w zbiorze N (X 
now

) X 
now

. 

 Jeśli jednak nie wyznaczono X 
next

, to uruchamiana jest genetyczna procedura 

dywersyfikacji. Wyznacza się X 
next

 za pomocą krzyżowania par trajektorii z archiwum 

X 
Pareto

. Do X 
next

 kwalifikowany jest potomek dominujący, a jeśli para potomków jest 

wzajemnie niezdominowana, to kwalifikowane są obie trajektorie.  

 W każdej iteracji dywersyfikacji z sumy zbiorów X 
next

  PAL
 
wyznacza się nową 

listę obszarów obiecujących PAL, których trajektorie otrzymały rangi 1 za pomocą 

procedury nadawania rang. Realizowana jest także weryfikacja archiwum X 
Pareto

 za 

pomocą X 
next

  pod kątem relacji dominowania.  

 Lista tabu LTSM reprezentująca pamięć krótkoterminową opisuje historię zmian 

trajektorii  (x
now

X 
now

, x
next

X 
next

.). Struktura listy jest analogiczna, jak w algorytmie 

TSQ2. Każdy jej element określa zakaz powrotu do kuli o środku x i promieniu ξ, który 

to zakaz obowiązuje przez γ3 najbliższych ruchów, przy czym 0≤γ3≤γ2. Również 

struktura listy LTLM implementującej pamięć długotrwałą jest identyczna, jak 

w algorytmie TSQ2.   

 Jeżeli podczas dywersyfikacji zostanie przekroczony limit iteracji bez modyfikacji  

PAL,  maksymalny limit iteracji 
max

~
T  lub limit czasu, to kończy się dywersyfikacja, 

a rozpoczyna wyznaczanie najbardziej efektywnych obszarów przeszukiwania. 

 Za pomocą iteracyjnej procedury weryfikacji najbardziej obiecujących obszarów 

z listy PAL tworzone jest sąsiedztwo dla każdej trajektorii z tej listy za pomocą 

zredukowanej o połowę długości promienia ξ. Następnie z sąsiedztwa trajektorii x 

wybierane są trajektorie o randze 1 do zbioru kandydatów K (LTSM, LTLM, x), za 

pomocą którego weryfikowane jest archiwum X 
Pareto

 ze względu na dominowanie. 

Ponadto jeśli w zbiorze kandydatów istnieje rozwiązanie dominujące x’ względem 

środka obszaru obiecującego x, to  x’ zastępuje x na liście PAL. 

 Procedura jest powtarzana dla wszystkich trajektorii obiecujących w PAL, a po jej 

zakończeniu weryfikowana jest lista PAL za pomocą procedury nadawania rang. 

Pozostają tylko trajektorie z rangą 1. Do etapu intensyfikacji kwalifikowane jest 

archiwum X 
Pareto

 oraz  X 
now

 , które zawiera rozwiązania z listy PAL.  
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 Intensyfikacja przeszukiwania tabu rozpoczyna się od zresetowania obu list tabu 

i ponownego ustawienia ξ - promienia kuli umożliwiającej generowanie sąsiedztwa. 

Dla każdej bieżącej trajektorii x
now 

z X 
now

  generowane jest sąsiedztwo, które 

redukowane jest w oparciu o listy tabu. Warunkowo może być stosowane kryterium 

aspiracji lub też genetyczna procedura dywersyfikacji. Ze zbioru kandydatów dokonuje 

się selekcji trajektorii niezdominowanych (z rangą 1) do zbioru X 
next

 .  

 Trajektorie te umieszczane są także na liście tabu LTSM, a częstości modyfikacji 

punktów zwrotu są aktualizowane na liście LTLM. Aktualizacji podlega także 

archiwum X 
Pareto

. Jeżeli zostanie przekroczony limit iteracji bez modyfikacji archiwum 

X 
Pareto

, wielkość promienia jest redukowania o połowę, a obie listy tabu są resetowane 

i powtarzana jest procedura intensyfikacji. Jeśli jednak przekroczono maksymalną 

liczbę iteracji maxT̂ lub założony czasu obliczeń, to algorytm PTS kończy obliczenia. 

 Złożoność obliczeniowa algorytmu PTS jest równa O(n 
7
). W szczególności 

złożoność algorytmu ewolucyjnego wykorzystanego do generowania trajektorii 

startowej to O(n 
6
).  

 Podczas dywersyfikacji sąsiedztwo x
now

 zawiera ηM elementów, a dla każdego 

z nich wyznaczana jest wartość funkcji wyboru o złożoności O(n
3
). Przyjmując, że 

n=max{η, M, K}, otrzymuje się złożoność obliczeniową wyznaczania sąsiedztwa 

N(x
now

) jako O(n
5
). Jeśli liczebność zbioru X 

now
 jest porównywalna z n, to złożoność 

generowania wszystkich sąsiedztw dla X 
now

 jest O(n
6
). W rezultacie złożonością 

procesu dywersyfikacji jest O(n
7
), gdyż sąsiedztwa wyznaczane są nT max

~
 razy. 

 Procedura wyznaczania najbardziej obiecującego obszaru cechuje się także 

złożonością O(n
7
). Przy założeniu, że maxT̂n  , złożonością procesu intensyfikacji jest 

także O(n
7
). 
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 4.5 Eksperymenty numeryczne 

 

Przeprowadzono szereg eksperymentów numerycznych w celu weryfikacji 

poprawności rozważań teoretycznych związanych z algorytmami przeszukiwania tabu 

TSQ2 i PTS. Trzy z nich opisano poniżej. 

Eksperyment nr 1 

Należy wyznaczyć trajektorie leksykograficzne dla kryteriów 321

~
,

~
, FFF  z punktu 

A=(0,0,0) do B=(1,1,1) w obecności trzech (K=3) przeszkód Ω1, Ω2 i Ω3, których 

kontury przedstawiono na rys. 4.7. Przeszkody opisano w pliku przeszkody.txt: 

0.5 0.5 0.5 0.3 0.3 0.3 // wierzchołek C=(0,5; 0,5; 0,5), boki o długości 0,3 

0.1 0.1 0.1 0.1 0.2 0.4 

0.8 0.7 0.7 0.1 0.1 0.1 

Każda linijka odpowiada przeszkodzie: odpowiednio Ω1, Ω2 i Ω3.  

 

 

 

 

 

 

 

 

 

 

 

Rys. 4.7. Trajektoria suboptymalna w sensie długości dla M=15 omijająca trzy przeszkody 

wyznaczona za pomocą algorytmu tabu search TSF1 

Źródło: opracowanie własne. 

Przyjęto, że liczba potencjalnych punktów zmiany kursu M=15, a minimalna 

odległość przeszkody od pojazdu dmin=0,05 [JD]. Akwen jest sześcianem 

o jednostkowym boku (odpowiednio dobrane X
min

, X
max

, Y
min

, Y
max

, Z
max

). Maksymalny 

kąt zmiany kursu to αmax=45°, a minimalny kąt schodzenia ψm=30°. Wartości 

ograniczające od góry funkcje cząstkowe to max

1F =27,71 [JD], max

2

~
F =2700°, max

3

~
F =32. 

Ω1 

Ω2 

Ω3 

A=(0,0,0) 

B=(1,1,1) 

C=(0,5;0,5;0,5) 
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W zagadnieniach minimalizacji: 1F  (zagadnienie optymalizacji 3.2), 2

~
F (problem 

3.3), 3

~
F  (zadanie 3.4) występuje 45 ciągłych zmiennych decyzyjnych, gdyż M=15. Do 

minimalizacji długości trajektorii zastosowano algorytm przeszukiwania tabu F1TS 

z pakietu SWTPP’13. Pamięć krótkoterminowa LTSM zawiera co najwyżej γ2=50 

atrybutów ostatnio wykonanych ruchów. Punkt początkowy wyznaczono za pomocą 

algorytmu ewolucyjnego, dla którego przyjęto, że L=50, Tmax=2000. Tempo mutacji po 

500 iteracjach zwiększono z pm=0,1 na pm=0,5. Z kolei tempo krzyżowania 

zmniejszono z pc=0,8 na pc=0,1. Czas obliczeń w środowisku C#/MS Visual 

Studio/Windows 7/Intel Core2 P7450 2,13 GHz jest rzędu minuta na 1000 oszacowań 

funkcji wyboru w algorytmie tabu search lub funkcji sprawności w algorytmie 

ewolucyjnym. Wyłączenie zobrazowania wyznaczanych trajektorii powoduje trzykrotne 

przyśpieszenie obliczeń w pakiecie SWTPP’13.  

Algorytm ewolucyjny wyznaczył po 100 000 obliczeń funkcji sprawności 

trajektorię o długości 1,832 [JD]. Natomiast algorytm tabu search zredukował długość 

najkrótszej trajektorii do 1,809 [JD] (rys. 4.7). Pozostałe współrzędne tak wyznaczonej 

oceny leksykograficznej )( 1lxF  to 945,51)(
~ 1

2 lxF ° i 905,24)(
~ 1

3 lxF . Ponadto 

F2(x
l1

)=27,418°, a F3(x
l1

)=1,999. 

Minimalną długość trajektorii )( 1

11

lo xFy   wyznaczono jako na 1,798 [JD] za 

pomocą kolejnego przebiegu algorytmu F1TS. Warto podkreślić, że najkrótsza 

trajektoria z 15 potencjalnymi punktami zwrotu nie musi cechować się tą samą 

długością, co najkrótsza trajektoria dla M≠15. Przykładowo dla M=0 nie istnieje 

trajektoria dopuszczalna w analizowanej instancji, a dla M=1 minimalna długość 

wynosi 1,830 [JD]. Natomiast dla M=2 najkrótsza trajektoria cechuje się długością 

1,801 [JD], a z kolei 1,802 [JD] to minimum dla M=3 i M=4.  

Z powyższego powodu w wypadku złożonych instancji minimalną długość 

trajektorii AUV można wyznaczyć, rozwiązując zadanie optymalizacji (3.2) dla 

max,0 MM   lub znacząco wydłużając czas obliczeń dla zadanego M.  

Wyznaczona za pomocą algorytmu tabu search )(
~ 2

22

lo xFy   minimalna 

nieregularność trajektorii w sensie 2

~
F  wyniosła 44,220° (rys. 4.8), a inne współrzędne 

tej oceny leksykograficznej to 842,1)( 2

1 lxF [JD] oraz 800,24)(
~ 3

3 lxF .  



 

 88 

Porównując oba wyniki leksykograficzne, zauważa się niewielką różnicę między 

miarami regularności, która wynosi 7,725°. Ponadto różnica pod względem długości to 

0,404 [JD]. Warto jednak podkreślić, że dla innych instancji stwierdzono różnice 

znacznie większe, gdyż zależą one od liczby, rozmiaru i położenia przeszkód. 

Przy 15 punktach zmiany kursu operator pojazdu zdalnie sterowanego klasy ROV 

nie jest w stanie zaplanować tak precyzyjnych trajektorii, mimo że może korzystać 

z zaawansowanego oprogramowania. Ponadto tak dokładne zaplanowanie trajektorii 

autonomicznego pojazdu podwodnego jest niemożliwe przez eksperta.  

Jeśli decydentowi zależy na wyborze najkrótszej trajektorii ze względu na 

niewielkie pojemności akumulatorów elektrycznych zasilających silnik AUV warto 

wybrać 1lx , a jeśli preferuje się bardziej regularną trajektorię w wypadku kłopotów 

z utrzymaniem pojazdu na kursie, to wówczas wskazany jest wybór 2lx . 

 

 

 

 

 

 

 

 

 

 

 

Rys. 4.8. Trajektoria suboptymalna w sensie regularności (kolor czerwony) oraz trajektoria 

suboptymalna w sensie bezpieczeństwa wykonania manewru (kolor niebieski). 

Źródło: opracowanie własne. 

 

Wyznaczona wartość )(
~ 3

33

lo xFy   minimalnego zagrożenia manewru po 

trajektorii wynosi 22,740 (rys. 4.7), a pozostałe współrzędne to 000,3)( 3

1 lxF [JD] 

oraz 000,180)(
~ 3

2 lxF °. W badanej instancji można zaobserwować sytuację, w której 

preferowanie trajektorii wg kryterium bezpieczeństwa znacząco „pogorszyło” jej 

długość i regularność. 
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 W wypadku kryteriów uwzględniających sumę kątów w punktach zwrotu 2

~
F  lub 

sumę zagrożeń segmentów 3

~
F  obserwuje się zazwyczaj wzrost ich wartości wraz ze 

zwiększeniem liczby punktów zwrotu. W instancji 
min

3

~
F  wynosi 22,740 przy 15 

punktach zwrotu, a tylko 5,120 przy 2 punktach zwrotu, 6,400 dla 3, czy też 7,840 dla 4. 

 Współrzędne punktu antyidelanego są zadane poprzez wartości ograniczające od 

góry funkcje cząstkowe to max

1F =27,71 [JD], max

2

~
F =2700°, max

3

~
F =32. Można je także 

wyznaczyć za pomocą aplikacji SWTPP’13 w analogiczny sposób, przy czym należy 

zmienić znaki w kryteriach na minus.  

 Alternatywnie, można wprowadzić oszacowania kresu górnego punktu 

antyidealnego. Oszacowaniem kresu górnego długości trajektorii o nieparzystej liczbie 

M jest 3)1( M [JM], co dla M=15 wynosi 27,71 [JM] i odpowiada trajektorii, której 

każdy segment jest przekątną główną sześcianu. Oszacowaniem kresu górnego 

regularności trajektorii w sensie 2

~
F  jest Mπ [rad], co dla M=15 wynosi 47,12 [rad] lub 

2700°. Powyższe jest oceną nieregularności trajektorii cechującej się zmianami kursu 

o π w każdym punkcie zwrotu. Oszacowaniem kresu górnego bezpieczeństwa w sensie 

3

~
F  jest 2(M+1)=32, co odpowiada trajektorii przechodzącej obok przeszkody 

w odległości dmin na całej swojej długości. Jeśli wartość miary zagrożenia manewru po 

trajektorii jest większa od 30, to trajektoria przechodzi zbyt blisko od którejś 

z przeszkód lub nastąpiło zaplanowanie fragmentu trajektorii wewnątrz przeszkody.  

 Reasumując współrzędne punktu idealnego to [1,798 [JD]; 44,220°; 22,740]. Po 

normalizacji przedziałowej ich wartość wynosi [0, 0, 0] i są wielkościami bez mian. 

Natomiast punkt antyidealny cechuje się współrzędnymi [27,71 [JD]; 2700°; 32], a po 

normalizacji przedziałowej ich wartość wynosi [1; 1; 1]. 

Eksperyment nr 2 

 Znając współrzędne punktu idealnego wyznaczone w poprzednim eksperymencie, 

a także mając oszacowania punktu antyidealnego, badana jest skuteczność algorytmów 

przeszukiwania tabu TSQ2 i PTS dla tej samej instancji, przy czym rozważania 

zawężono do minimalizacji kryteriów F1 i 3

~
F . 

 Algorytm przeszukiwania tabu TSQ2 startuje z punktu początkowego, który 

został wyznaczony za pomocą algorytmu NSGA III+. Po sformowaniu listy obszarów 

obiecujących PAL, wyznaczana jest trajektoria cechująca się najmniejszą wartością Q2. 
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 Podobne założenia dotyczą algorytmu PTS z tą różnicą, że lista obszarów 

obiecujących konstruowana jest ze wszystkich ocen lokalnie niezdominowanych 

i startowy zbiór X
now

 zawiera wszystkie trajektorie  o randze 1 z NSGA III+.  

 Na rysunku 4.9 przedstawiono oceny wyznaczone za pomocą NSGAIII+ po 

wygenerowaniu 1500 populacji. W populacji występuje 50 dopuszczalnych trajektorii, 

z których 14 cechuje się rangą 1. Dwie trajektorie lokalnie niezdominowane mają 

identyczne oceny.  

 

 

Rys. 4.9. Oceny lokalnie niezdominowanych trajektorii wyznaczone za pomocą algorytmu 

NSGA III+ po wygenerowaniu 1500 populacji  

Źródło: opracowanie własne. 

  

 Efekty działania algorytmów przeszukiwania tabu PTS i TSQ2 zaprezentowano 

na rysunku 4.10 i 4.11, na których dla porównania zaznaczono oceny uzyskane za 

pomocą NSGA III+ między populacją nr 500 a nr 3000. W wypadku algorytmu 

ewolucyjnego wykonano 150 000 obliczeń funkcji sprawności, a kontynuowanie 

obliczeń ewolucyjnych przynosiło niewielką poprawę jakości wyników. 

 Za pomocą algorytmu PTS rozpoczęto obliczenia od zbioru wyników startowych 

oznaczonych jako zielone trójkąty. Po 150 000 obliczeniach funkcji wyboru uzyskano 

oceny cechujące się znacznie wyższą jakością niż dla NSGA III+. Analiza punktu 

idealnego, punku nadir i wyników leksykograficznych wyznaczonych pośrednio za 

pomocą algorytmów tabu search do minimalizacji jednokryterialnej wykazuje, że 

uzyskane oceny przez algorytm PTS są bliskie ocenom Pareto-optymalnym. 
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Rys. 4.10. Wyznaczanie ocen efektywnych i kompromisowych za pomocą  algorytmu PTS 

i TSQ2 w zbiorze ocen 

Źródło: opracowanie własne. 

 

 Ponieważ w trakcie przeszukiwania tabu przez algorytm PTS stosunkowo szybko 

wyznaczono trajektorię o długości zbliżonej do wartości minimalnej 1,798 [JD], to 

dalsze przeszukiwanie zostało ukierunkowane na obniżenie wartości miary zagrożenia.  

 

 

Rys. 4.11. Wyznaczanie ocen efektywnych i kompromisowych za pomocą  algorytmu PTS 

i TSQ2 w znormalizowanym przedziałowo zbiorze ocen 

Źródło: opracowanie własne. 
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 Jednakże migracja ocen w kierunku rozwiązań optymalnych w sensie kryterium 

3

~
F  jest znacznie wolniejsza niż osiągnięcie minimum F1. Podobne zjawisko 

zaobserwowano przy minimalizacji jednokryterialnej dla powyższego kryterium.  

 Natomiast za pomocą algorytmu TSQ2, po rozpoczęciu obliczeń z punktu y**(2) 

i 150 000 obliczeniach funkcji wyboru, uzyskano trajektorię  kompromisową y*(2) dla 

p=2 cechuje się długością 1,916 [JD] i poziomem zagrożenia manewru 24,346.  

Eksperyment nr 3 

 Dla danych jak w eksperymencie nr 1 uwzględniono kryterium F2 w miejsce 2

~
F  

oraz F3 w miejsce 
3

~
F . Minimalna wartość maksymalnej zmiany kursu to 8,36° , co 

wyznaczono za pomocą algorytmu tabu search TSF2. Natomiast wartość maksymalna 

to 180°.  

 Uwzględnienie F3 skutkuje tym, że trzecia współrzędna punktu idealnego wynosi 

1,869, a trzecią współrzędną punktu antyidealnego oszacowano na 3. Na rysunku 4.12 

zobrazowano trajektorię suboptymalną w sensie kryterium F3 wyznaczoną za pomocą 

algorytmu przeszukiwania tabu TSF3. Widoczne jest, że wskazana jest także 

optymalizacja pod względem długości i regularności. 

 

 

Rys. 4.12. Trajektoria suboptymalna w sensie bezpieczeństwa wykonania manewru w sensie 

kryterium F3 wyznaczona za pomocą algorytmu tabu search TSF3 

 Źródło: opracowanie własne. 
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 Z kolei na rysunku 4.13 przedstawiono oceny lokalnie niezdominowane 

wyznaczone za pomocą algorytmu NSGA III+ po wygenerowaniu 250 populacji. 

Wyznaczono 14 trajektorii z rangą 1, w tym cztery z jednakowymi ocenami. Na 

rysunku zamieszczono 50 najlepszych wyników w sensie wartości rang spośród 100 

ocen w populacji.  

 Najmniejsza wartość F1 w populacji to 1,903 [JD], co jest większe o 0,105 [JD] 

od współrzędnej punktu idealnego 1,798 [JD]. Najdłuższa trajektoria w populacji 

cechuje się długością 2,704 [JD]. Natomiast najmniejsza wartość F3 w populacji to 

1,888, co jest większe o 0,019 od współrzędnej punktu idealnego 1,869. Najbardziej 

niebezpieczny manewr AUV jest po trajektorii z oceną F3=2,954. 

 

 

Rys. 4.13. Oceny z przypisanymi rangami wyznaczone za pomocą algorytmu NSGAIII+ 

po wygenerowaniu 250 populacji  

 Źródło: opracowanie własne. 

  

 Na rysunku 4.14 zobrazowano oceny lokalnie efektywne wyznaczone za pomocą 

algorytmu ewolucyjnego po 250, 750, 2000 i 7000 populacjach, co było związane 

z 700 000 obliczeń funkcji sprawności. Zauważa się niewielką efektywność działania 

algorytmu NSGA III+ po 2000 populacjach. 

 Algorytmu tabu search PTS wyznaczył nową reprezentację zbioru rozwiązań 

lokalnie niezdominowanych w wyniku 350 000 obliczeń funkcji wyboru. Trajektorie te 

są wysokiej jakości, gdyż są usytuowane między ocenami leksykograficznymi. 

Natomiast algorytm TSQ2 wyznaczył ocenę kompromisową, która nie dominuje 
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wyników otrzymanych za pomocą PTS. Podczas działania algorytmu TSQ2 dokonano 

350 000 obliczeń funkcji wyboru. 

 

Rys. 4.14. Oceny lokalnie efektywne wyznaczone za pomocą algorytmu tabu search PTS 

oraz wynik kompromisowy z TSQ2 na podstawie trajektorii startowych 

z NSGAIII+  

Źródło: opracowanie własne. 

  

 Na rysunku 4.15 zamieszczono reprezentację wyników Pareto-optymalnych wraz 

z oceną trajektorii kompromisowej w znormalizowanej przedziałowo przestrzeni ocen. 

Ocena kompromisowa cechuje się współrzędnymi (0,158; 0,293) i usytuowana jest 

w znormalizowanej odległości 0,111 od punktu idealnego. Długość trajektorii 

kompromisowej to 1,876 [JD], a poziom zagrożenia manewru to 1,970.  

 

 

Rys. 4.15. Reprezentacja wyników Pareto-optymalnych z algorytmu PTS wraz z oceną 

kompromisową z algorytmu TSQ2 w znormalizowanej przestrzeni ocen  

Źródło: opracowanie własne. 
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 Oprócz opisanych trzech eksperymentów numerycznych związanych 

przeprowadzono kilkadziesiąt testów aplikacji SWTPP’13. W szczególności na rysunku 

4.16 zaprezentowano trajektorię leksykograficzną w sytuacji, gdy przeszkody tworzą 

mini labirynt, a minimalizowana jest nieregularność trajektorii.  

 

 

Rys. 4.16. Trajektoria leksykograficzna przy minimalizacji maksimum nieregularności 

w obecności dwóch przeszkód tworzących mini labirynt. 

 Źródło: opracowanie własne. 

 

 Zbyt duża liczba punktów zwrotu wprowadza niepotrzebne nieregularności 

w trajektorii . Na rysunku 4.17 przedstawiono trajektorię dla 30 punktów zwrotu, a nie 

15, tak jak na rysunku 4.16. Uzyskanie większej regularności związane jest w tym 

wypadku ze znacząco dłuższym nakładem obliczeniowym dla instancji o 90 zmiennych 

decyzyjnych, a nie 45, tak jak w wypadku 15 punktów zwrotu.  

 Na rysunkach 4.16 i 4.17 można zaobserwować, że mimo minimalizacji 

maksymalnego kąta zmiany kursu w wierzchołku, niektóre zmiany kursu powodują 

wydłużenie przebytej przez pojazd drogi. Tej wady nie posiada trajektoria 

przedstawiona na rysunku 4.18, którą wyznaczono za pomocą algorytmu tabu search 

TSF1 do minimalizacji długości. Z kolei ta trajektoria cechuje się zwrotem kursu 

w wierzchołku na poziomie 70°, a więc ponad dwukrotnie większą wartością niż 

trajektorie z rys. 4.16 i 4.17.  
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Rys. 4.17. Trajektoria leksykograficzna przy minimalizacji maksimum nieregularności dla 

30 punktów zwrotu 

Źródło: opracowanie własne. 

 

 Powyższych wad nie posiadają trajektorie kompromisowe, które można 

wyznaczyć za pomocą TSQ2 lub za pomocą PTS. W tym ostatnim wypadku ze zbioru 

trajektorii efektywnych należy wybrać trasę kompromisową ze względu na Q2. 

 

 

Rys. 4.18. Trajektoria leksykograficzna cechująca się minimalną długością 

Źródło: opracowanie własne. 
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 Warto podkreślić, że algorytm tabu search unika obszarów, które są niekorzystne 

dla pojazdu podwodnego pod kątem cech trajektorii. Na rysunku 4.19 przedstawiono 

sytuację, w której autonomiczny pojazd podwodny, wynurzając się, ma do wyboru 

przemieszczanie się z punktu A w kierunku obszaru O1 („ślepy” zaułek) lub O2. 

Algorytm tabu search TSF1, poszukując trajektorii najkrótszej, wybiera obszar 

prowadzący do celu w B. Na rysunku zaznaczono także trajektorie, które nieco różnią 

się od najkrótszej trajektorii. 

 

 

Rys. 4.19. Przykład omijania obszarów niekorzystnych dla pojazdu podwodnego za pomocą 

algorytmu przeszukiwania tabu wyznaczającego najkrótszą trajektorię. 

Źródło: opracowanie własne. 

 Opisany w dodatku pakiet aplikacji SWTPP’13 umożliwia nie tylko powtórzenie 

zamieszczonych rezultatów, ale także przeprowadzenie nowych symulacji 

i eksperymentów.  

 Istotną cechą aplikacji jest jej interaktywność, która umożliwia wybrać algorytm 

do wyznaczania trajektorii oraz zmieniać preferencje optymalizacji w trakcie obliczeń. 

Jeśli decydent stwierdzi, że wskazane jest „poprawienie” trajektorii pod kątem 

zwiększenia bezpieczeństwa, to po ustaleniu odpowiednich opcji takie obliczenia będą 

realizowane. Następnie preferencje przeszukiwania mogą być ponownie zmienione na 

minimalizowanie długości trajektorii lub wybranej miary nieregularności. 
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 4.6 Wnioski i uwagi 

 

Algorytmy przeszukiwania tabu TSQ2 i PTS umożliwiają wyznaczanie 

suboptymalnych trajektorii kompromisowych dla p=2 i rozwiązań Pareto-optymalnych. 

Algorytm TSQ2 może zostać zmodyfikowany w celu wyznaczania trajektorii 

kompromisowych dla innych wartości parametru p, poprzez zamianę funkcji Q2 na Qp. 

Natomiast za pomocą grupy algorytmów tabu search przystosowanych do optymalizacji 

jednokryterialnej w systemie aplikacji SWTPP’13 można wyznaczać trajektorie 

leksykograficzne.  

Opracowana grupa algorytmów jedno- i wielokryterialnych cechuje się 

wykorzystaniem pamięci krótko- i długoterminowej, kryterium aspiracji oraz 

genetycznej procedury dywersyfikacji do modyfikacji sąsiedztwa rozwiązania 

bieżącego. Mimo przydzielania statusu tabu trajektoriom ostatnio odwiedzonym lub też 

trajektoriom, które uzyskano w wyniku dokonania zbyt wielu modyfikacji wybranych 

wierzchołków, zbiór kandydujących trajektorii nie jest pusty. W konsekwencji 

obliczenia algorytmów mogą być kontynuowane, mimo pogorszenia wartości funkcji 

wyboru lub też nawet wejścia w obszar rozwiązań niedopuszczalnych. 

Cechą charakterystyczną powyższych algorytmów tabu search jest etapowa 

organizacja przeszukiwań. W pierwszym etapie realizowana jest dywersyfikacja 

w oparciu o listę obszarów obiecujących PAL. Ze względu na ciągłość zmiennych 

decyzyjnych zdecydowano się na losowe generowanie trajektorii w kuli o zadanym 

promieniu (obszar obiecujący), co jest uzasadnionym odejściem od zasady 

determinizmu w algorytmach tabu search [116]. W drugim etapie wybierany jest 

najbardziej obiecujący obszar w wyniku porównania trajektorii z listy PAL i redukcji 

promienia kuli opisującej obszar. W etapie trzecim intensyfikuje się przeszukiwania, 

zaczynając je z obszaru najbardziej perspektywicznego.  

Implementacja pamięci krótko- i długoterminowej upodabnia proces 

przeszukiwania tabu do inteligentnego przeszukiwania realizowanego przez człowieka. 

Wykorzystanie list LTSM i LTLM umożliwia wyznaczanie właściwych ścieżek 

przeszukiwań w swoistym labiryncie, jakim jest nieskończona przestrzeń rozwiązań. 

Mimo że w algorytmach przeszukiwania tabu wykorzystuje się lokalne przeszukiwanie, 

to dzięki symulacji procesów zachodzących w ludzkiej pamięci, algorytmy te 

umożliwiają uzyskanie trajektorii wysokiej jakości.  
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W algorytmach TSQ2 i PTS za pomocą adekwatnego kodowania trajektorii 

i procedury generowania sąsiedztwa zapewniono możliwość odwiedzenia obszernego 

podzbioru przestrzeni rozwiązań. Ponadto możliwe jest osiągnięcie każdej istniejącej 

trajektorii dopuszczalnej. Procedura generowania sąsiedztwa nie dopuszcza do zbyt 

dużej redukcji tego zbioru przez listy tabu, powodując zwiększenie efektywności 

przeszukiwań. 

Funkcja wyboru w algorytmie TSQ2 znacząco różnicuje trajektorie dopuszczalne. 

Ponadto trajektoria niedopuszczalna może zostać wybrana tylko w wypadku nadania 

statusu tabu rozwiązaniom dopuszczalnym. W wypadku wyboru spośród alternatyw 

niedopuszczalnych funkcja wyboru przyjmuje wartości kary, co także zapewnia 

wymagane zróżnicowania wartości.  

W wypadku algorytmu PTS procedura nadawania rang różnicuje trajektorie 

dopuszczalne. W odniesieniu do rozwiązania dominującego, które nie jest tabu, 

zastępuje ono trajektorię bieżącą. Ze względu na fakt, że w sąsiedztwie może wystąpić 

wiele rozwiązań niedominowanych, do zbioru następników rozwiązań bieżących włącza 

się trajektorie o randze 1 z sumy zbiorów kandydatów wyznaczonych dla różnych 

trajektorii bieżących. 

W algorytmach TSQ2 i PTS przyjęto pewną równowagę między nakładem 

obliczeniowym na generowanie nowych trajektorii a nakładem obliczeniowym na 

zarządzanie listami. Kluczową rolę odgrywa w tym wypadku długość listy LTSM, która 

jeśli jest zbyt duża, to zmniejsza ryzyko powstania cyklu, ale zwiększa nakład 

obliczeniowy związany z zarządzaniem listą [117]. Zazwyczaj drastyczne zwiększanie 

długości listy tabu nie powoduje znacznej poprawy jakości rozwiązań, ale wydłuża czas 

obliczeń. 

Algorytmy TSQ2 i PTS pozwalają uwzględnić dodatkowe ograniczenia w funkcji 

wyboru. W konsekwencji, metaheurystyki te mogą być adaptowane do różnego typu 

problemów polioptymalizacji, które nie muszą być związane z wyznaczaniem 

trajektorii. Natomiast oprogramowanie SWTPP’13 jest dedykowany do wyznaczania 

trajektorii pojazdu podwodnego. 
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 Podsumowanie 
 

Oryginalnym dorobkiem autora jest przedstawiony w niniejszej rozprawie system 

metodologiczny do wyznaczania i oceny trajektorii pojazdów podwodnych, który może 

wspomagać manewrowanie autonomicznych jednostek tej klasy. W konsekwencji 

zwiększany jest poziom autonomiczności AUV. Opracowano także modele 

matematyczne związane z wyznaczaniem trajektorii, specyfikacją ograniczeń 

i kryteriów, na podstawie których to modeli sformułowano adekwatne zagadnienia 

optymalizacji wektorowej.  

Do rozwiązania sformułowanych problemów optymalizacji trajektorii AUV, autor 

zaproponował wykorzystanie algorytmów przeszukiwania tabu TSQ2 i PTS. Aplikacje 

te napisane w języku programowania C# w ramach pakietu SWTPP’13 umożliwiają 

powtórzenie załączonych wyników badań i mogą być zastosowane do wyznaczania 

trajektorii autonomicznych pojazdów podwodnych na podstawie sformułowanych 

oryginalnych zagadnień wielokryterialnej optymalizacji (3.5) i (3.23).  

Interesującym wynikiem teoretycznym jest twierdzenie 3.1 o ograniczoności 

zbioru ocen dla zagadnienia polioptymalizacji (3.5). Wykazano, że dla niepustego 

zbioru dopuszczalnych trajektorii pojazdu podwodnego oraz funkcji kryterium 

3

321 )(,][)( R xF(x)(x), F(x), FFxF T
 dla Xx , zbiór wyników jest w tym wypadku 

zbiorem niepustym i ograniczonym. 

Warto również podkreślić, że sformułowane zagadnienia optymalizacji 

wektorowej w zakresie trajektorii Pareto-optymalnych i trajektorii kompromisowych 

dla p=2, a także opracowane algorytmy przeszukiwania tabu PTS i TSQ2 stanowią 

oryginalny dorobek zamieszczony w pracy. Za pomocą algorytmu PTS możliwe jest 

wyznaczanie trajektorii optymalnych w sensie Pareto, na podstawie których następuje 

selekcja trajektorii hierarchicznych lub alternatyw kompromisowych. Natomiast za 

pomocą algorytmu TSQ2 wyznaczane są bezpośrednio trajektorie kompromisowe dla 

p=2. Algorytm TSQ2 może być także zmodyfikowany pod kątem poszukiwania innej 

klasy kompromisowej trajektorii AUV. 

Dokonano weryfikacji opracowanych algorytmów dla szeregu instancji 

testowych, z których niektóre omówiono w rozprawie. Uzyskane wyniki 

eksperymentalne potwierdziły słuszność przeprowadzonych rozważań teoretycznych 
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w odniesieniu do modelu matematycznego, sformułowanych zagadnień 

polioptymalizacji i zaproponowanych algorytmów przeszukiwania tabu.  

Skonstruowane metody optymalizacji, które bazują na algorytmach tabu search, 

uzyskane wyniki oraz wyciągnięte na ich podstawie wnioski stanowią przesłankę do 

zasadnego stwierdzenia, że sformułowany problem badawczy został rozwiązany. 

Wnioskować stąd można, że postawiona na wstępie hipoteza robocza została naukowo 

zweryfikowana z pozytywnym skutkiem, a zatem jest już tezą naukową. Tak więc 

założony cel pracy został osiągnięty zarówno w szerszym aspekcie teoretycznym, jak 

też w węższym aspekcie praktycznym. 

Rozważane modele, sformułowane zadania optymalizacji oraz opracowane 

metody stanowią wkład autora do sztucznej inteligencji i optymalizacji wektorowej, 

a także mają istotne znaczenie praktyczne w innych obszarach informatyki 

i w nawigacji podwodnej. Mogą być stosowane do wyznaczania trajektorii pojazdów 

klasy AUV, dla których zakłada się, że trajektoria powinna być jak najkrótsza, 

najbardziej regularna i bezpieczna. Istotne ograniczenia mogą być nałożone na zmianę 

kursu, kąt zanurzania się, poziom bezpieczeństwa czy też czas realizacji manewru.  

Rozprawa nie wyczerpuje bogatej tematyki dotyczącej optymalizacji trajektorii 

autonomicznych pojazdów podwodnych za pomocą algorytmów tabu search. Nie 

zamyka również procesu badawczego w rozważanym zakresie. Zaprezentowane 

modele, sformułowane problemy optymalizacji, opracowane algorytmy i uzyskane 

wyniki stanowią podstawę do kontynuacji badań.  

Jednym z mankamentów rozprawy może wydawać się  pominięcie interesującego 

problemu wyznaczania trajektorii dla zespołu autonomicznych pojazdów podwodnych. 

W powyższym wypadku istnieje jednak możliwość modyfikacji opracowanych 

algorytmów TSQ2 i PTS pod warunkiem sformułowania adekwatnych problemów 

optymalizacji. Takie prace mogą być kontynuowane na podstawie niniejszego 

opracowania. 

Zaprezentowane modele, metody i towarzyszące im implementacje komputerowe 

były dotychczas stosowane przez autora w ramach prac naukowo-badawczych 

prowadzonych w Akademii Marynarki Wojennej, szkoleń w 3 Flotylli MW 

i seminariów naukowych na Politechnice Gdańskiej. Wybrane modele i metody 

zaprezentowano także na konferencjach naukowych.  

Atrakcyjnym kierunkiem dalszych badań w sztucznej inteligencji i optymalizacji 

wielokryterialnej jest rozwijanie metod przeszukiwania tabu dla ciągłych zmiennych 
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decyzyjnych nie tylko do wyznaczania trajektorii, ale także do rozwiązywania innych 

zagadnień polioptymalizacji. Nieco bardziej przyszłościowym kierunkiem jest 

implementacja opracowanych algorytmów przeszukiwania tabu jako algorytmy 

kwantowe [25]. 

Zasadne jest zatem stwierdzenie, że rozwój problematyki dotyczącej teorii 

i zastosowań algorytmów przeszukiwania tabu w zagadnieniach wyznaczania trajektorii 

autonomicznych pojazdów podwodnych jest istotnym kierunkiem badawczym 

w zakresie sztucznej inteligencji, optymalizacji wektorowej, a szerzej w zakresie 

informatyki i nawigacji podwodnej.  
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Wykaz ważniejszych akronimów i oznaczeń 
 

A  początek trajektorii; 

AUV  (ang. Autonomous Underwater Vehicle) autonomiczny pojazd 

podwodny;  

B  koniec trajektorii; 

d(p
m
,p

m+1
) – długość odcinka sm łączącego punkty p

m
 i p

m+1
; 

F1  długość trajektorii; 

F2  maksymalna nieregularność trajektorii w punkcie zwrotu; 

F3  zagrożenie manewru dla newralgicznego segmentu trajektorii; 

K  liczba obszarów zabronionych w akwenie; 

K (.)  zbiór kandydatów w algorytmach tabu search; 

LTLM  lista tabu implementująca pamięć długoterminową; 

LTSM  lista tabu implementująca pamięć krótkoterminową; 

M  liczba wierzchołków (punktów zmiany kursu); 

N  liczba kryteriów cząstkowych (skalarnych); 

N(x)  sąsiedztwo trajektorii x w algorytmach tabu search; 

p  parametr normy kompromisowej; 

pm  m-ty wierzchołek, 1,0),,,(  Mmzyxp mmmm  

PTS  algorytm tabu search do wyznaczania trajektorii Pareto-optymalnych; 

R  zbiór liczb rzeczywistych; 

ROV  (ang. Remotely Operated Underwater Vehicle) zdalnie sterowany pojazd 

podwodny;  

TSQ2  algorytm tabu search do wyznaczania trajektorii kompromisowych; 

max

~
T   maksymalna liczba wyznaczanych sąsiedztw podczas dywersyfikacji; 

maxT̂   maksymalna liczba wyznaczanych sąsiedztw podczas intensyfikacji; 

UUV  (ang. Unmanned Undersea Vehicle) bezzałogowy pojazd podwodny; 

x  trajektoria pojazdu podwodnego; 

X  zbiór rozwiązań dopuszczalnych; 

x 
now

  rozwiązanie bieżące w algorytmach tabu search; 

Y  obraz zbioru rozwiązań dopuszczalnych X ; 

η  liczba modyfikacji wierzchołka podczas generowania sąsiedztwa N(x); 

■  koniec dowodu. 
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Dodatek. System Wyznaczania Trajektorii Pojazdu 
Podwodnego SWTPP’13 
 

Do usprawnienia procesu wyznaczania trajektorii autonomicznych pojazdów 

podwodnych zaprojektowano System Wyznaczania Trajektorii Pojazdu Podwodnego 

SWTPP’13, w którym zaimplementowano algorytmy przeszukiwania tabu opisane 

w rozprawie. Oprogramowanie wykonano w języku C# w środowisku MS Visual 

Studio dla systemu Windows 7 na komputerze o architekturze x86. Po uruchomieniu 

aplikacji trasa3d.exe, prezentowany jest formularz startowy systemu (rys. A.1).  

 

 

Rys. A.1. Formularz startowy systemu SWTPP’13 

                                Źródło: opracowanie własne. 

 

Wybór opcji Specyfikacja problemu pozwala na zapoznanie się operatora ze 

sformułowaniami problemów optymalizacji trajektorii autonomicznego pojazdu 

podwodnego oraz metodami jego rozwiązania. Opcja Pomoc umożliwia uzyskanie 

obszernych informacji związanych z pojazdami podwodnymi, szczegółami 

optymalizacji oraz możliwymi do uzyskania wynikami.  

Wybór opcji Obliczenia powoduje pojawienie się formularza głównego, 

na którym graficznie prezentowane są wyznaczane trajektorie (rys. A2). Po wyborze 

z menu Trasy opcji Ustawienia pojawia się formularz specyfikacji podstawowych 
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danych wejściowych i parametrów algorytmów tabu search. Ponadto dostępne są 

parametry algorytmu ewolucyjnego w celu wyznaczania trajektorii startowych. 

Operator może ustawić współrzędne początku i zakończenia trajektorii, liczbę 

punktów zwrotu, a także wartość minimalnej odległości od przeszkody dmin. Ponadto 

należy wybrać jedno z pięciu kryteriów optymalizacji wielokryterialnej, a w wypadku 

polioptymalizacji dokonuje się ustawienia kombinacji dwóch lub trzech kryteriów. 

 

 
 

Rys. A.2. Ustawianie danych wejściowych i parametrów algorytmów w celu wyznaczania  

optymalnej trajektorii 

 Źródło: opracowanie własne. 

 

Pozostałe dane wejściowe, w tym informacje o przeszkodach, a także dodatkowe 

parametry algorytmów wczytywane są z pliku w ramach menu Trasy. Ponieważ do 

wyznaczania trajektorii początkowych wykorzystuje się algorytm ewolucyjny, na 

formularzu głównym dostępne są podstawowe parametry tego algorytmu. W wypadku 

optymalizacji wielokryterialnej wskazuje się algorytm NSGA III+. Po wybraniu 

przycisku Zatwierdź, należy wygenerować trasy za pomocą heurystyki najbliższego 

sąsiada (przycisk generuj) i rozpocząć obliczenia ewolucyjne (przycisk populacja).  

Po wyznaczeniu trajektorii startowych z tej samej karty wybierany jest przycisk 

Tabu, po czym należy wybrać TSQ2, PTS lub TSFx i ustawić podstawowe parametry.  

Dalsze obliczenia kontynuowane są po wyborze sekwencji opcji 

Zatwierdź/populacja (rys. A.3). W wypadku wizualizacji obliczeń prowadzonych przez 

algorytm tabu search wyświetlane są dwie trajektorie: kolorem czerwonym x
best
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z parametrami liczbowymi i kolorem czarnym x
now

. Natomiast dla obliczeń 

ewolucyjnych prezentuje się populację trajektorii. 

 

 

 

Rys. A.3. Przykład wizualizacji wyznaczanych trajektorii AUV 

 Źródło: opracowanie własne. 

 

 


