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STRESZCZENIE

Wielowymiarowe dane, generowane z duzg szybkoscig i tatwoscia, cechujg si¢
zmiennos$cig 1 ztozonos$cig. W takiej strukturze danych czesto wykrywane sa pozorne
zalezno$ci wynikajace z bledow pomiarowych czy wielokrotnego testowania.
Regularyzacja pozwala na oddzielenie sygnatu od szumu informacyjnego poprzez
zapewnienie regularno$ci rozktadu estymatorow. Znajduje ona zastosowanie nie tylko
dla danych wielowymiarowych lecz takze w kontekscie wielopoziomowej struktury
danych. Hierarchiczna struktura danych jest konsekwencja  schematu
eksperymentalnego, w ktérym obserwacje oraz jednostki eksperymentalne
pogrupowane s3 zgodnie z nadrzednym schematem. Wielopoziomowo$¢ danych
skutkuje brakiem niezaleznosci obserwacji oraz wigkszym prawdopodobienstwem
korelacji zmiennych w obrebie grupy niz migdzy grupami. W takim uktadzie,
efektywna wielko$¢ proby jest mniejsza niz catkowita liczba obserwacji we
wszystkich klastrach. Stad, zastosowanie regresji liniowej w sytuacji gdy dane maja
strukture hierarchiczng jest podejSciem niepoprawnym, gdyz nie s3 spelnione
podstawowe zalozenia lezace u podstaw regresji liniowej. Alternatywa sg modele
hierarchiczne w ujeciu bayesowskim, ktore stanowig uzyteczng metode analizy
danych uwzgledniajac ich wielopoziomows strukture oraz umozliwiajag modelowanie
danych zar6wno na poziomie pojedynczej obserwacji jak i w obrebie grupy. Podejscie
bayesowskie umozliwilo zdefiniowanie modelu w kategoriach probabilistycznych
uwzgledniajac dotychczasowa wiedzg¢ na temat eksperymentu w formie rozktadu a

priori natozonego na parametry modelu.

W przedlozonej pracy przedstawiono zastosowanie regularyzacji do analizy
danych chromatograficznych jak réwniez zastosowanie bayesowskich modeli
hierarchicznych do analizy danych ,,omicznych” wygenerowanych w badaniach
kliniczno-kontrolnych (celowana analiza metabolomiczna, profilowanie ekspresji
mikro RNA) oraz danych zebranych w punktach czasowych (niecelowana analiza
metabolomiczna w eksperymencie in vivo). Zastosowanie regresji LASSO oraz
bayesowskich modeli hierarchicznych umozliwito (i) selekcj¢ zmiennych z matrycy
danych wielowymiarowych jak tez redukcj¢ wariancji wspotczynnikow modelu
umozliwiajac jak najwieksza jego generalizacje, (i) uwzglednienie réznych zrddet

zmienno$ci w modelu (zmienno$ci migdzyosobniczej, migdzy okazjami oraz



analitycznej), (iii) uwzglednienie informacji a priori, (iv) ograniczenie wystgpowania
wynikow falszywie-pozytywnych, (v) estymacje niepewnosci dla parametrow modelu

1 przewidywan oraz (vi) modelowanie stezen powyzej limitu detekc;ji.

W przypadku analizy zalezno$ci struktura-retencja w uktadzie HILIC dla 16
nukleozydow oraz 11 zwigzkow pterynowych, metoda LASSO w potaczeniu z
regresja krokowa umozliwila selekcje zmiennych oraz otrzymanie modeli o dobre;j
zdolno$ci predykcyjnej. W przypadku danych pochodzacych z celowanej analizy
metabolomicznej, obejmujacych oznaczanie 13 nukleozydéw w moczu pacjentow
chorych na nowotwory uktadu moczowo-ptciowego, zaproponowane podejscie
umozliwito modelowanie stosunku szybkosci wydalania nukleozydow do kreatyniny
w  funkcji  dostepnych  kowariant oraz  oszacowanie  indywidualnego
prawdopodobienstwa choroby w oparciu o zmierzone stezenia. Z kolei, zastosowanie
bayesowskiego modelowania hierarchicznego dla danych metabolomicznych
zebranych w punktach czasowych pochodzacych z eksperymentu in vivo pozwolito na
okreslenie zmiennosci w intensywnos$ci zmierzonych sygnaléw oraz oceng trendu
zmian ,,w czasie” w profilu metabolomicznym. Ponadto, dla danych pochodzacych z
profilowania 50 mikro RNA u zdrowych i chorych na raka jajnika (praca bedaca
kontynuacja badan, bedaca rozwinigciem trzech opublikowanych prac wchodzacych
w sktad rozprawy doktorskiej, aczkolwiek nie stanowigca podstawy osiggnigcia
doktorskiego), zaproponowana metoda umozliwita wnioskowanie na temat

uzytecznosci ich oznaczania do wykrywania tego nowotworu.

Zastosowanie regresji LASSO do analizy wielowymiarowych danych
chromatograficznych pozwolito na tatwiejsze oddzielenie sygnatu od szumu. Z kolei,
bayesowskie modelowanie hierarchiczne w dyscyplinach ,,omicznych” wydaje si¢ by¢
szczegolnie atrakcyjne, poniewaz pozwala uwzgledni¢ wplyw fizjologii na mierzone
wielkos$ci, wnioskowanie na temat uzytecznosci potencjalnych wskaznikow stanow
patofizjologicznych, szacowanie indywidualnego prawdopodobienstwa choroby w
aspekcie diagnozy i leczenia oraz modelowanie danych zebranych w punktach

czasowych.



ABSTRACT

Multidimensional data, generated quickly and easily, are characterized by
variability and complexity. In such a data structure, spurious correlations resulting
from measurement errors or multiple testing can often be identified. The
regularization-based technique allows separating signal from the information noise by
ensuring evenly distributed estimates. This technique is applicable not only for
multidimensional data but also in the context of multilevel data. The hierarchical
structure of data is a consequence of an experimental scheme in which observations
and experimental units are grouped according to the appropriate scheme. Multilevel
data results in a lack of independence of observations and a greater probability of
correlation between variables within the group than between groups. In addition, the
effective sample size is smaller than the total number of observations in all clusters.
Thus, the use of linear regression if we deal with hierarchical structure, is an incorrect
approach, as the basic assumptions underlying the linear regression are not met.
Bayesian hierarchical models constitute an alternative which is a useful method of data
analysis considering their multilevel structure. They provide data modeling at the level
of both, single observation and within the group as well. The Bayesian approach
provided a probabilistic interpretation of the models considering the current
knowledge on the experiment in the form of a priori distribution imposed on model

parameters.

This work presents the use of regularization for the analysis of a
chromatographic type of data as well as Bayesian hierarchical models for the analysis
of "omics" data generated in case-control studies (targeted metabolomic approach,
micro RNA expression profiling) and data collected at time points (untargeted
metabolomics approach in an experiment in vivo). Application of the LASSO
regularization and Bayesian hierarchical modeling provided (i) feature selection from
the multidimensional data matrix as well as reduction of variance of model coefficients
allowing model generalization, (ii) accounting for the available sources of variability
in the model (inter-individual variability, between-subject variability, measurement
error), (iii) consideration of a priori information, (iv) reduction of false-positives, (v)
estimation of uncertainty around model parameters and predictions, and (vi) modeling

concentrations below the detection limit.



In terms of the quantitative structure-retention relationship of 16 nucleosides
and 11 pterin compounds in HILIC mode, the LASSO in combination with stepwise
regression provided feature selection resulting in models with good predictive
performance. For data obtained from targeted metabolomics, in which 13 nucleosides
were determined in the urine of patients with urinary tract cancer, the proposed
approach allowed modeling the rate of excretion of nucleosides to creatinine as a
function of available covariates, estimating an individual disease probability based on
the concentrations measured. In turn, the application of Bayesian hierarchical
modeling for metabolomics data collected at the time points derived from in vivo
experiment allowed to determine variability in the intensity of measured signals, and
to assess the trend of "change over time" in the metabolomic profile. For data obtained
from expression profiling of 50 micro RNA in healthy and ovarian cancer patients
(paper which is a continuation of on-going research, being an extension of three papers
already published and included in the doctoral dissertation, however not as its integral
part), the proposed method allowed to make inference on the usefulness of their

determination to detect this cancer.

The use of regularization for the analysis of multidimensional data allows
separating the signal from noise. In turn, Bayesian hierarchical modeling in "omics"
disciplines seems to be particularly advantageous in the light of physiological factors
affecting the measured quantity, inferences on the usefulness of potential indicators of
pathophysiological states, estimation of individual probability of disease in the aspect

of diagnosis and treatment and modeling of data collected at specific time points.
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I.  CZESC TEORETYCZNA

1. Regularyzacja w uczeniu maszynowym

Generowanie duzej ilosci danych jest zjawiskiem powszechnym zaréwno w
swiecie nauki, jak tez w szeroko pojetej branzy biznesowej. Wielowymiarowe dane
(p>>n, liczba predyktoréw znacznie przewyzsza liczbe obserwacji), generowane z
duza szybkoscig i latwosciag, cechujg si¢ zmienno$cig (variability) i ztozonoscia
(complexcity). Jedng z popularnych metod ich analizowania jest uczenie maszynowe
(machine learning), ktore jest galezig sztucznej inteligencji skoncentrowang na
badaniu algorytméw i systemOw usprawniajgcych dzialanie w miar¢ zdobywania
doswiadczenia. Uczenie maszynowe, ze wzgledu na posta¢ danych zastosowanych w
procesie uczenia, mozna podzieli¢ na uczenie z nadzorem (supervised learning) i bez
nadzoru (unsupervised learning). Uczenie z nadzorem to przede wszystkim metody
regresji, dla ktorych celem jest predykcja zmiennej zaleznej na podstawie wartosci
zmiennych niezaleznych. Natomiast uczenie bez nadzoru obejmuje identyfikacje

wzorcow pojawiajacych si¢ w danych [1].

W przypadku regresji, algorytm uczacy na podstawie danych poszukuje funkeji,
ktora najlepiej opisuje dostepne dane, jak rowniez bedzie przydatna do przewidywania
warto$ci zmiennej zaleznej dla nowych warto$ci zmiennych niezaleznych. Po
wybraniu najlepszej funkcji, kolejnym krokiem jest okreslenie oczekiwanej straty
wynikajacej z uzycia tej funkcji do przewidywania wartosci zmiennej zaleznej dla
kazdej zmiennej niezaleznej, ktora minimalizuje oczekiwany btad (expected error).
Funkcja straty (loss function) powinna wykazywa¢ zdolnos¢ do uogoélnienia
(generalizacji), tzn. roznica pomiedzy bledem empirycznym (z danych) a
teoretycznym (z modelu) powinna dazy¢ do zera, gdy rozmiar zbioru uczacego dazy

do nieskonczonosci.

W procesie minimalizacji bledu empirycznego na zbiorze uczacym bardzo czesto
obserwuje si¢ zjawisko przetrenowania modelu (model overfitting). Polega ono na
tym, ze funkcja straty bardzo dobrze opisuje dane ze zbioru treningowego, jednak
dzieje si¢ to kosztem uogodlnienia. Jedng z metod zapobiegania przetrenowaniu modelu
jest zastosowanie walidacji (np. krzyzowej; k-krotnej (k-fold), bedacej narzedziem do

sprawdzania efektywnosci modelu (model effectiveness), jak réwniez jest uzyteczna
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do weryfikacji, ktore parametry modelu generuja najmniejszy btad na zbiorze

testowym.

W kontekscie wielowymiarowych zbiorow danych, walidacja k-krotna wydaje si¢
mie¢ szczegdlne znaczenie. Ta metoda walidacji dzieli zbior treningowy na k rownych
podzbioréw, a nastepnie kazdy podzbidr jest testowany uzywajac k-1 podzbiorow jako
zbioru treningowego. Btedy wszystkich iteracji sg usrednione, tak aby otrzymac btad
globalny modelu. W ten sposob kazda obserwacja znajduje si¢ w zbiorze walidujgcym
tylko raz. Taka strategia ogranicza obcigzenie (bias) i wariancje (variance)

wspotczynnikow modelu.

Jednym z nadrzgdnych problemoéw w procesie uczenia maszynowego jest funkcja
zbyt dobrze dopasowana do danych. Zmniejsza ona obcigzenie wspotczynnikéw
kosztem wariancji, prowadzac do przeszacowania modelu i jego stabej generalizacji

na niezaleznym zbiorze danych [2].

Problem zbyt dobrego dopasowania mozna rozwigzaé¢ stosujagc metode
regularyzacji Tikhonova [3], ktora naktada karg za zbyt skomplikowang posta¢ modelu
w celu minimalizacji miary jakoSci dopasowania modelu (np. biedu
sredniokwadratowego). Zastosowanie regularyzacji prowadzi do redukcji wariancji
kosztem obcigzenia modelu umozliwiajac jego jak najwicksza generalizacje. Czton
kary (L) rownowazy balans pomigdzy dopasowaniem funkcji (goodness-of-fit) do
danych, a jej ztozono$cig (bias-variance trade-off) okreslajac w ten sposob site

regularyzacji [4].
Wsrdéd metod regularyzacji mozna wyrdznic:

(i) regularyzacje L1 (LASSO, Least Absolute Shrinkage and Selection
Operator); [Hastie, Tibshirani and Wainwright (2015); Bithlmann and van
de Geer (2011); Pokarowski and Mielniczuk (2015)]
(i)  regularyzacje L2 (regresja grzbictowa, ridge regression);
(il)  mieszanine L1 1 L2 (sieci elastyczne, elastic net) [Zou, Hastie (2005)].
Norma L1 (1) to najczesciej stosowana metoda regularyzacji regresji liniowej, W
ktorej wprowadzenie cztonu kary (2) w miejsce duzych wartosci bezwzglednych

parametrow skutkuje uzyskaniem estymator6w o mniejszej wariancji, kosztem ich

obcigzenia.
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gdzie y’i oznacza standaryzowang i-ta zmienng objasniang, 3’0 — Standaryzowany
wyraz wolny, B’j — standaryzowane wspotczynniki regresji dla standaryzowanej
kowarianty j, x’jj oznacza i-ta standaryzowang zmienng dla j-tej standaryzowanej

kowarianty, n — liczba obserwacji, p — ilos¢ kowariant, A — parametr penalizujacy.

Warto$¢ A dostrajana jest z poziomu danych w ten sposéb, ze im wigksza wariancja
w danych, tym wigksza kara (standardowe odchylenie szacowane jest na podstawie
walidacji krzyzowej). Gléwna trudnoscia w metodzie regularyzacji jest ustalenie
warto$ci parametru kary. W celu optymalnego wyznaczenia A [5], dla réznych
warto$ci A stosuje si¢ ocen¢ btedu predykcji poprzez walidacje krzyzowa (Cross-
validation) lub kryteria informacyjne tj. AIC (Akaike Information Criterion) oraz BIC
(Bayesian Information Criterion). Duze warto$ci A bardziej zmniejszajg bezwzgledne
wartos$ci wspotczynnikow i wiecej z nich zmierza w Kierunku zera, zmniejszajac tym
samym wariancj¢ kosztem obcigzenia. Podsumowujac, LASSO promuje rzadkie
rozwigzania (sparse solutions), tzn. warto$ci wspotczynnikow w modelu sg $ciggane
(shrinkage) w kierunku zera, z sitg uzalezniong od warto$ci A. Dlatego tez LASSO,
poza regularyzacja, stuzy rowniez do selekcji zmiennych (feature selection) w ten

sposob, ze parametry z warto$cig bliskg zeru sg eliminowane z modelu.

W przypadku kryterium L2 (3), sktadnik kary uwzglednia sume¢ kwadratow
wspotczynnikdw (4), ich wielko§¢ zmniejsza si¢ wraz ze wzrostem wartosci A, lecz nie

tak bardzo jak w kryterium L1, stad selekcja zmiennych nie jest mozliwa [7].

2
n ., , P ., P .
RIDGE = | 3" yi - o — D BjXij +/1Zﬁj2 ©)
i=1 j=1 j=1

PWIRE! 4)
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Metoda sieci elastycznych taczy ide¢ regresji grzbietowej i LASSO w taki sposob,

ze mozliwa jest selekcja zbioru zmiennych objasniajacych [12].

Podsumowujac, regularyzacja w uczeniu maszynowym to metoda zapobiegajaca
przetrenowaniu modelu stuzgca do jego lepszej generalizacji dzieki wprowadzeniu
parametru kary, ktory ogranicza wariancj¢ parametrow tak aby minimalizowac

estymowany btad i ktorego warto$¢ dobierana jest za pomoca walidacji krzyzowe;j [8].
2. Regularyzacja we wnioskowaniu bayesowskim

Wykorzystanie podejscia bayesowskiego do analizy duzych zbioréw danych
zyskuje na popularno$ci od czasu pojawienia si¢ szybkich komputeréw o duzej mocy
obliczeniowej. Podejscie to umozliwia wykorzystanie zaré6wno danych
eksperymentalnych, jak i a priori danych literaturowych w procesie budowania
modelu. W zaleznosci od ilosci informacji model bayesowski odpowiednio wazy oba
zrodla danych w ten sposob, ze konstruowana jest funkcja wiarygodnosci (likelihood
function) — rozktad prawdopodobienstwa zaobserwowanych danych warunkowany
zestawem parametrow. W przypadku wielowymiarowych zbioréw danych
zastosowanie kryterium najwigkszej wiarygodnosci (maximum likelihood) prowadzi
do obcigzenia i duzej wariancji parametrow modelu. Rozwigzaniem w tej sytuacji jest
zastosowanie penalizowanego prawdopodobienstwa (penalized likelihood), ktore
wprowadza czton kary (i) w formie wiedzy a priori na temat rozktadu parametréw (np.
$rednia zero i standardowe odchylenie rowne 1) lub tez (ii) Szacowanych bezposrednio
z danych (poprzez hiperparametry, odchylenie standardowe oszacowane jest
bezposrednio z danych) [9]. Oba rozwigzania prowadzg do powstania hierarchiczne;j

struktury modelu [10].

Regresja LASSO posiada swoja bayesowska interpretacje. W tym przypadku,
na wspolczynniki modelu natozony jest rozktad podwoéjnie wyktadniczy (double
exponential prior, tzw. rozktad Laplace’a). Zaktada on parametr lokalizacji (location
parameter) rowny zero i parametr skali (scale parameter) wigkszy od zera w ten
sposob, ze w poréwnaniu do rozktadu normalnego, masa prawdopodobienstwa jest
bardziej skoncentrowana wokot zera. Bayesowska interpretacja LASSO jest
przykladem metody opartej na  penalizowanym  prawdopodobienstwie

z rozktadem log-normalnym (LASSO based on the penalized log-likelihood) [11].
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W badaniach naukowych, w ktorych generowane sa dane wiclowymiarowe,
bardzo tatwo o pozorne zaleznos$ci (spurious correlations) wynikajace z bledow
pomiarowych czy wielokrotnego testowania (multiple testing). Stad, zastosowanie
metod opartych na regularyzacji wykorzystujacych parametr kary, ktorego warto$¢
szacowana jest na podstawie walidacji krzyzowej, jak tez tych wykorzystujacych
penalizowane prawdopodobienstwo, jest podejsciem rekomendowanym dla analizy

danych wielowymiarowych.
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3. Hierarchiczne modele liniowe

Hierarchiczne modele liniowe (multilevel models, hierarchical linear models,
mixed effects models), znane rowniez jako modele wielopoziomowe [13], podobnie
jak inne modele liniowe opisuja zwigzek pomigdzy zmienng zalezng (objasniang), a
zmiennymi niezaleznymi (objasniajacymi). Znajduja zastosowanie, gdy zbiér danych
ma strukturg¢ hierarchiczna, czyli gdy dane pogrupowane sa wzgledem jednej lub kilku
zmiennych. Dzigki temu, ze wpltyw grupowania traktowany jest jako efekt losowy,
modele hierarchiczne pozwalaja uwzgledni¢ strukturge zaleznosci pomigdzy
zmiennymi grupujgcymi obserwacje. Stanowig zatem uzyteczng metode analizy
danych uwzgledniajaca ich wielopoziomowa struktur¢ wynikajaca z natury
eksperymentu (study design), w ktorym obserwacje (pomiary) oraz jednostki
eksperymentalne (unit of analysis) pogrupowane sa zgodnie z nadrz¢gdnym
schematem. Hierarchiczne struktury danych generowane sg zaro6wno w dyscyplinach
nauki tj. nauki spoteczne, polityczne, ekonomiczne, przyrodnicze, szeroko pojetym
biznesie (finanse, zarzadzanie, marketing) [14,15], jak tez w naukowych badaniach
eksperymentalnych. Hierarchiczna struktura danych generowanych w obszarze nauki
jest typowa dla badan przekrojowych (cross-sectional study), badan podiuznych
(longitudinal study) oraz badan z powtarzalnym pomiarem (repeated-measures study)
[16].

3.1 Hierarchiczna struktura danych w badaniach naukowych

Wielopoziomowo$¢ danych w badaniach przekrojowych (cross-sectional study)
najczesciej jest skutkiem zbierania materiatu biologicznego w okreslonych
zbiorowos$ciach (clustered data). Zmienna zalezna jest mierzona dla kazdej jednostki
eksperymentalnej (poziom 1) biorgcej udziat w badaniu, a te z kolei mogg by¢
zgrupowane lub zagniezdzone w odpowiednich grupach/klastrach (poziom 2) (Rys.
1A).

Hierarchia danych otrzymanych w badaniach z powtarzalnym pomiarem
(repeated-mearures data) wynika z przeprowadzenia wielu pomiaréw w czasie na
pojedynczej jednostce eksperymentalnej w obrebie czynnika grupujacego (within-

subject factor) np. czas, lokalizacja (Rys. 1B).
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Z kolei, hierarchia w strukturze danych podtuznych (longitudinal data) dotyczy
tzw. zalezno$ci serii (Serial dependency) i polega na wielokrotnych pomiarach
zmiennej zaleznej przez dtuzszy okres dla kazdej jednostki eksperymentalnej (Rys. 2)

[17].

We wszystkich powyzszych uktadach eksperymentalnych, hierarchiczna struktura
danych klasyfikuje jednostki eksperymentalne (poziom 1) na najnizszym poziomie
hierarchii. Pomiary (poziom 2) sg nastgpnie zagniezdzone w jednostkach
eksperymentalnych, a te z kolei na kolejnym wyzszym poziomie hierarchii sg
zgrupowane w obrebie czynnika grupujgcego (poziom 3). W modelu
wielopoziomowym grupy nie muszg by¢ réwnoliczne, a dane nie muszg byc

zrownowazone (balanced data), oraz mozliwe sg rézne poziomy zmiennosci [18,19].

A
) 000000000 00000000 O® runi
| |

Jednostka
eksperymentalna

Grupa

B) Jednostka

eksperymentalna

Pomiary

!
3

' Czynnik
grupujacy

©

O

O

Rys. 1 Struktura badania przekrojowego (A), w ktorym jednostki eksperymentalne
przynaleza do okreslonego czynnika grupujacego (np. jednostka chorobowa, ptec,
wiek), na podstawie ktorego klasyfikuje si¢ je do odpowiednich grup (np.
zdrowi/chorzy). Struktura badania z powtarzalnym pomiarem (B), w ktorym pomiary
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znajduja  si¢ na  najnizszym  poziomie  hierarchii  (poziom 1),
i ktore sg nastgpnie zagniezdzone w obrebie czynnika grupujacego (np. czas,

lokalizacja) (poziom 2) przynalezacego do danej jednostki eksperymentalnej.

Jednostka
eksperymentalna

Czas

. . ‘ Pomiary
@) O O
@ O O

Rys. 2 Struktura badania podtuznego, w ktérym dla grup jednostek eksperymentalnych

wykonywane sa pomiary w rownych odstepach czasowych.

Wielopoziomowa struktura danych pozwala zatem zatozy¢ wigksze podobienstwo
otrzymanych wynikow w obrgbie danej grupy (lub czynnika grupujacego) niz
pomiedzy grupami. Mozna zatem zaobserwowa¢ brak niezaleznos$ci obserwacji oraz
wieksze prawdopodobienstwo korelacji zmiennych w obrgbie grupy (tzw.
wewnatrzgrupowa korelacja) niz miedzy grupami. Ponadto, informacje zawarte w
Klastrach nie sg catkowicie niezalezne, a efektywna wielko$¢ proby jest mniejsza niz

calkowita liczba obserwacji we wszystkich klastrach [20].

W konsekwencji, do analizy danych o strukturze hierarchicznej nie mozna
zastosowac klasycznego modelu regres;ji liniowej, poniewaz zastosowanie tej metody,
w przypadku wielopoziomowej struktury danych, podwaza podstawowe zalozenia

regresji liniowej takie jak te dotyczace [21]:

a) identycznej wariancji reszt sktadnika losowego (€) dla kazdej i-tej obserwacji
(homoscedastycznos¢) (wariancja reszt skladnika losowego jest taka sama dla
wszystkich obserwacji, opisuje na ile dobrze model charakteryzuje dane; btedy
przewidywania powinny by¢ podobne w kazdym przedziale zmiennej niezaleznej;

niespelnienie tego zatozenia skutkuje obnizeniem precyzji 0szacowania).
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var(g, )= o?
b) kowariancji pomiedzy btgdami losowymi pochodzacymi od réznych obserwacji

(kowariancja rowna Zero).
cov(gi,gj )= 0

) braku autokorelacji reszt sktadnika losowego (bledy przewidywania rzeczywistej

warto$ci zmiennej zaleznej sg niezalezne od siebie a ich rozktad jest losowy).

c) rozktadu normalnego reszt sktadnika losowego ($rednia rowna zero i stata

wariancja).
E= N(O, 02)

Zastosowanie regresji liniowej, w sytuacji gdy dane charakteryzuja si¢
wielopoziomowa strukturg (a wiec gdy powyzsze zalozenia nie sg spetnione), wpltywa
na otrzymane wyniki, a w konsekwencji na wnioski wysuwane z eksperymentu. Z
kolei, ignorowanie wielopoziomowej struktury danych czgsto prowadzi do
dezagregacji danych albo ich agregacji na poziomie grupowym. W przypadku
dezagregacji, dane opisuja zaleznoSci w probie ztozonej z wielu obserwacji, dla
ktorych zaktada si¢ niezaleznos$¢, nie uwzgledniajac przy tym korelacji zwigzanej ze
zgrupowaniem danych. Agregacja danych opisuje natomiast zwigzek pomigdzy
$rednimi grupowymi wszystkich predyktorow oraz zmiennej zaleznej w grupach.
Pozwala to na oszacowanie mig¢dzygrupowych réznic predyktora wobec zmiennej
zaleznej, jednakze nierdwne liczebnos$ci obserwacji w klastrach moga faworyzowac
wyniki na strone¢ klastra o wiekszej liczebnosci (nalezy im si¢ wicksza waga w
analizie). Ponadto, rozwazanie jedynie S$rednich grupowych powoduje utrate
informacji pochodzacych z indywidualnych obserwacji [20]. Oba podejscia generuja
odmienng estymacj¢ wspotczynnikéw rownania a wielopoziomowa struktura danych
w tym przypadku, wyklucza zastosowanie regresji liniowej w procedurze

wnioskowania statystycznego prowadzac do btednych wnioskow [22].

Alternatywa dla metod regresji liniowej, gdy dane maja rozktad normalny, sa
modele hierarchiczne, ktoére umozliwiaja modelowanie danych zaré6wno na poziomie
jednostkowym (pojedynczej obserwacji), jak i grupowym. Uogdlnione liniowe modele
hierarchiczne (Hierarchical Generalized Linear Models, HGLM), jak tez uogdlnione
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robwnania estymujace (Generalized Estimating Equations, GEE) sa natomiast
rozszerzeniem modeli hierarchicznych dla réznego typu zmiennych zaleznych,
ktorych rozktad odbiega od rozktadu normalnego [20]. W niniejszej rozprawie
doktorskiej zostanie przedstawiona m.in. koncepcja modeli hierarchicznych oraz jej

zastosowania do modelowania danych ,,omicznych”.
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4. Liniowy model hierarchiczny dla efektéw stalych

4.1 ldea wielopoziomowosci w strukturze danych

Hierarchiczne modele liniowe cechujg si¢ wigksza zlozonoscia w poroOwnaniu
do tradycyjnych modeli regresji liniowej, gdyz uwzgledniaja zardéwno
wielopoziomowg struktur¢ danych, jak tez indywidualny i grupowy zwiazek miedzy
predyktorami. W zaleznosci od poziomu danych, klasyczny model hierarchiczny

identyfikuje trzy rodzaje rownan w zbiorze danych:
1) rownanie dla kazdej grupy (poziom 1),
2) rdwnanie opisujace grupowa (populacyjng) strukture danych (poziom 2),
3) rownanie opisujace tgczne efekty poziomu 1 i 2 (model hierarchiczny).

Efekt staty najczesciej opisywany jest przez zmienng kategoryczng obejmujaca
wszystkie klastry w badaniu i opisujaca zaleznosci mi¢dzy zmienng objasniang a

czynnikami statymi. Efekty stale sg reprezentowane przez nieznane state parametry.

Posta¢ liniowego modelu hierarchicznego na poziomie 1 (dla jednego czynnika)

mozna zapisac jako:

Vi =B + B X te;dlai=1,2,...n  j=1,2,..,m (5)
gdzie:

yij — zmienna objas$niana dla i-tej obserwacji w j-tej grupie (klastrze),
Poj — wspdlczynnik przecigcia (stata) w j-tej grupie na poziomie 1,

P1j — wspdlczynnik nachylenia w j-tej grupie na poziomie 1,

&ij — blad dla i-tej obserwacji w j-tej grupie na poziomie 1,

m — liczba Kklastrow (grup),

nj — liczba obserwacji w j-tym klastrze.
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Przy zalozeniu, ze jednostki eksperymentalne stanowig losowa probe z populacji,
zarowno foj jak 1 f1j obserwowane na poziomie 1 przyjmuja posta¢ zmiennych

losowych zwigzanych z mi¢dzyosobniczym zréznicowaniem.

Poniewaz w hierarchicznych modelach liniowych wnioskowanie na temat
wspotczynnikow modelu odbywa si¢ z poziomu populacji, posta¢ liniowego modelu
hierarchicznego na poziomie 2 opisuje zwiazek grupowych estymatorow foj i fij
(poziom 1) z ich populacyjnymi odpowiednikami estymowanymi na poziomie 2. Przy
zalozeniu, ze warto$ci statej foj z poziomu 1 dla wszystkich zaobserwowanych grup
tworza rozktad losowy wokot populacyjnej wartosci statej Yoo, a wartosci
wspotczynnikéw fi1j z poziomu 1 dla tych grup tworza losowy rozktad wokot
populacyjnej wartosci wspotczynnika nachylenia Yio, posta¢ liniowego modelu

hierarchicznego na poziomie 2 (dla jednego czynnika) mozna zapisa¢ jako:

ﬁoi = Yoo T My (6)
,Bij = Yio + (7)
gdzie:

Yoo — populacyjny wspotczynnik przecigcia (stala),
Y10 - populacyjny wspotczynnik nachylenia,

uoj — losowy btad odchylenia wspotczynnika przeciecia w  j-tej grupie od

populacyjnego wspotczynnika przeciecia,

u1j — losowy blad odchylenia wspotczynnika nachylenia w j-tej grupie od

populacyjnego wspotczynnika przeciecia.

Grupowa wartos¢ foj jest efektem addytywnym ztozonym z populacyjnej wartosci
statej (Yoo) oraz losowego btedu odchylenia uoj 0d yoo. Podobnie, grupowa wartos$¢ fij
jest efektem addytywnym, w sktad ktorego wchodzi populacyjna wartos¢

wspotczynnika nachylenia (y10) oraz losowy btad odchylenia u1j0d yio.

Rownanie opisujace grupowe i populacyjne efekty obserwowane na poziomie 1 i

2 tworzg hierarchiczny model liniowy postaci:

Yij ZYOo+ﬂ10Xij+(ﬂ0j +ﬂ1jxij+gij) (8)
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Addytywny charakter wariancji reszt modelu taczy sktadniki btedu pochodzace z
poziomu 1 (gij) i poziomu 2 (uoji u1jXij). Wartosci &ijsa r6znicg pomiedzy obserwowang
a przewidywang warto$cig zmiennej zaleznej Yij, natomiast uoj i u1j obrazuja roéznice
miedzy grupowymi a populacyjnymi wartosciami wspotczynnikow przeciecia i

nachylenia [22].
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5. Liniowy model hierarchiczny z efektem stalym oraz losowym

5.1 Efekty state i losowe w modelu

Efekty state (fixed effects) sg to zmienne niezalezne, ktorych wszystkie mozliwe
poziomy sg zdefiniowane przez badacza. Okreslajg zatem wplyw zdefiniowanych
poziomow zmiennej niezaleznej na zmienng zalezng. Celem wprowadzenia efektow
statych do modelu jest pordwnanie $rednich warto$ci zmiennej niezaleznej na réznych
poziomach.

W liniowych modelach mieszanych, oprocz efektow statych znajdujg si¢ rowniez
efekty losowe (random effects). Sa to wspotczynniki modelu, dla ktorych ocena
warto$ci nie jest istotna, natomiast istotna jest ocena ich zmiennos$ci. Zmienno$¢ ta jest
analizowana zaktadajac, ze wspotczynniki te sg realizacjami pewnej zmiennej losowe;.
Efekty losowe nie podlegaja kontroli badacza. Zaklada si¢, ze poziomy z nimi
zwigzane s3 dobierane w sposob losowy z nieskonczonej populacji mozliwych
poziomoéw. Celem wprowadzenia efektow losowych do modelu hierarchicznego jest
oszacowanie zmienno$ci (wariancji, %) tych efektow, a wnioski rozciggane s3 na catg
populacje¢ mozliwych pozioméw efektow losowych. W modelu hierarchicznym,
efekty losowe odpowiedzialne sg za zmienno$¢ miedzyosobniczg i1 korelacje
wewnatrzosobnicza, jednak nie zmieniaja si¢ w obrgbie obserwacji dla danej osoby
[23]. Przyktadem efektu losowego w modelu hierarchicznym jest np. wptyw odmiany
pszenicy (zmienna niezalezna) na wielko$¢ szkod (zmienna zalezna) wyrzadzonych
przez szkodniki na réznych poletkach (zmienna niezalezna). Z uwagi na to, ze w
eksperymencie trudno jest uwzgledni¢ wszystkie mozliwe odmiany pszenicy, zmienna

to ma charakter losowy.
Zaklasyfikowanie danego efektu jako stalego badz losowego jest trudne oraz
zalezne od charakteru eksperymentu i sposobu doboru pozioméw danego czynnika.
5.2 Zrédta zmienno$ci

5.2.1 Zmiennos¢ wewnatrzosobnicza

Zmienno$¢ wewnatrzosobnicza (inter-individual variability) charakteryzuje
zmienno$¢ okre$lonego pomiaru dla pojedynczej osoby w badaniu. Zmienno$¢

wewnatrzosobnicza jest charakterystyczna dla badan z powtarzalnym pomiarem,
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opisujac jak bardzo pomiar dla danej osoby zmienia si¢ w czasie (innymi stowy
zmienno$¢ ta opisuje srednig zmiang w wartos$ci pomiaru dla pojedynczej osoby w
probie). W badaniach z powtarzalnym pomiarem, uwzglednienie zmienno$ci
wewnatrzosobniczej jest mozliwe jedynie poprzez uj¢cie w modelu efektu losowego,
w celu modelowania korelacji pomiedzy obserwacjami. Struktura zmienno$ci
pomiedzy obserwacjami pochodzacymi od tej samej osoby ma okreslony charakter
[24].

5.2.2 Zmienno$¢ migdzyosobnicza

Zmienno$¢ miedzyosobnicza (intra-individual variability; between-subject
variability) charakteryzuje zmienno$¢ okreslonego pomiaru migdzy osobami, (jesli
zmienna zalezna jest zmienng ciagla) lub miedzy grupami (gdy zmienna zalezna jest
zmienng kategoryczng). Tego rodzaju zmienno$¢ obserwowana jest zardwno w
badaniach z powtarzalnym pomiarem, jak i badaniach obserwacyjnych. Zmiennos¢
mig¢dzyosobnicza okresla czy istnieja roznice migdzy warto$ciami zmiennej zaleznej
(gdy pomiar wyrazony jest na skali numerycznej) dla poszczegdlnych osob lub

pomiegdzy grupami (np. kobiety versus mezczyzni; zdrowi versus chorzy) [24].

5.3 Posta¢ modelu

Model hierarchiczny z efektem statym i losowym jest zapisywany w postaci

generycznej:

Y, =X,f+Zb, +&dlaj=1,2,....m 9),

co odpowiada ponizszemu zapisowi w postaci macierzy:

Yo | [T X Xio | [5 7 7 b | [& |
j1.1 jl.
Yie |_[3 Xix v Xiap | By N " ™ b, L@
: Z'n»l Z'n-
_anj_ _1 xjnj.l Xjnj.p IBD & e blq _glﬂj_
gdzie:

Yj — wektor wartosci zmiennej objasnianej o wymiarze nj X 1, gdzie n;j to liczba

obserwacji w j - tym klastrze i = 1,2, ... nj,
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J — wektornieznanych parametrow efektow statych o wymiarze (p + 1) X 1,

Xj — macierz p predyktorow zwigzanych z efektami statymi o wymiarze nj X (p + 1),
bj— wektor nieznanych parametrow efektow losowych o wymiarze g X 1,

Zj — macierzq predyktorow zwigzanych z efektami losowymi o wymiarze njX q,

&j— wektor dla reszt o wymiarze njx 1.

Macierz Xj 1 Zj sa macierzami znanych warto$ci ¢ predyktoréw, natomiast bj to

nieobserwowane realizacje zmiennej losowej b, ~ N(0, D). Zakltada si¢ takze, ze
& ~ N(O, Rj) oraz bjLlej dla kazdego j=1, 2, ..., m; (bj jest niezalezne od & w kazdej
grupie). Zatozenie niezaleznosci efektow losowych bj oraz btedéw losowych & jest

typowym zatozeniem dla klasycznych liniowych modeli wielopoziomowych.

Blokowa posta¢ macierzy D i Rj przyjmuje postac:

'Var(b;) cov(b;,b,;) ... cov(b;,by)]
D ~Var(b,) - cov(b.lj,sz) Var'(sz) cov(blj,t?qj)
_cov(blj,bqj) cov(b;,by,) ... Var(by) |
'Var(e,;) cov(&y;, &) ... COV(&, &) ]
Rj:Var(gj): cov(ajlj,gzj) Var‘(gzj) e cov(g%j,gmj
| COV(&y;, &) COV(Ey, &) ... Var(ey)
gdzie:

D — dodatnio okreslona i symetryczna macierz kowariancji dla efektéw losowych o
wymiarze q X g,
Rj— dodatnio okreslona i symetryczna macierz kowariancji dla reszt w j-tym klastrze

0 wymiarach nj x n;.

Podsumowujac, liniowy model hierarchiczny z efektami losowymi posiada w
swojej strukturze cz¢$¢ odpowiedzialng za wyjasnienie zalezno$ci zmiennej Yj od
wybranych zmiennych niezaleznych Xj w populacji oraz czes$¢, ktora odpowiada za

wyjasnienie zaleznos$ci zmiennej Yj od wybranych zmiennych Z; w danym Klastrze.
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Innymi stowy, powyzsza posta¢ liniowego modelu hierarchicznego zaktada istnienie
okreslonej zalezno$ci pomigdzy zmienng zalezng a zmiennymi niezaleznymi w

populacji, jak tez istnienie losowych zaburzen tych zalezno$ci mi¢dzy klastrami [25].

5.4 Macierze kowariancji

Obecnos¢ efektow losowych w liniowym modelu hierarchicznym z efektami
losowymi, wymusza zatozenie odpowiedniej struktury macierzy w celu zbadania
zalezno$ci pomiedzy parametrami (efektami). Wyrozniamy matryce kowariancji dla
efektow losowych oraz dla btedu [26].

Najbardziej popularnymi macierzami kowariancji dla efektéw losowych sa (i)
macierz niestrukturalna (Unstructured Covariance Matrix) oraz (ii) macierz
komponentow wariancji (diagonalna) (Variance Components) [27]. W celu
uproszczenia estymacji naklada si¢ na macierz D okreslong strukturg po to, zeby
ograniczy¢ liczbg parametrow do oszacowania jak tez utatwié¢ interpretacje wynikow.
Zatozenie o postaci macierzy zalezy przede wszystkim od rodzaju eksperymentu oraz
wygenerowanej struktury danych. Najbardziej popularnymi macierzami kowariancji
dla btedu sg macierz komponentow wariancji (Variance Components), macierz
symetrii zwigzku (Compound Symmetry), macierz autoregresji I rzedu (Autoagressive
(1)), macierz Toeplitza (Toeplitz matrix).

W przypadku estymacji zmienno$ci mi¢dzyosobniczej dla matrycy kowariancji
danych wielowymiarowych czesto uzywany jest rozktad Wishart’a (Wishart
distribution). Za pomoca tego rozktadu mozliwe jest modelowanie jedynie matrycy
precyzji (a nie matrycy kowariancji). Przy zatozeniu, ze parametry 6 Sg opisane przy
pomocy wielowymiarowego rozktadu normalnego ze $rednig u (p X 1) i matrycg
precyzji Q =Y.' (p x p) wokot zmiennosci miedzyosobniczej, tj. € ~ MVN(u,Q),
odwrotno$¢ matrycy kowariancji zmienno$ci miedzyosobniczej (Q!) pochodzi z
rozktadu Wisharta (wish), tj., Q™" ~ wish(pZ, p), gdzie T to p x p-elementowa
symetryczna, dodatnio okreslona macierz wartosci oczekiwanych matrycy

kowariancji zmienno$ci mi¢dzyosobniczej, a p oznacza liczbg stopni swobody [28].

W badaniach przy uzyciu symulacji, szczegdlnie wazne jest, aby generowana
przestrzen losowych warto$ci parametrow byla zgodna z rzeczywistoscia, tj. nie
zawierata warto$ci ujemnych (byta dodatnio okreslona). Poza rozktadem Wishart’a,

ktory estymuje matryce kowariancji dla zmienno$ci miedzyosobniczej, istniejg tez
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takie rozktady jak rozktad gamma, ktory stuzy do modelowania zmienno$ci resztkowe;j
lub wielowymiarowy rozktad log-normalny za pomocag ktérego mozliwe jest

modelowanie efektéw statych w modelu [29].
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6. ldea wnioskowania bayesowskiego

Metody bayesowskie definiuja model statystyczny w  kategoriach
probabilistycznych uwzgledniajac dotychczasowa wiedze na temat modelowanego
zjawiska/procesu w formie rozktadu a priori natozonego na parametry modelu. Innymi
stowy, wnioskowanie bayesowskie polega na uaktualnieniu wiedzy o nieznanym
rozktadzie parametrow 6 dysponujac modelem opartym o dane rzeczywiste
(obserwacje y), dla ktorego uaktualnienie wiedzy przedstawione jest w postaci
rozktadu a posteriori P(Ay) [30]. Uaktualniona wiedza na temat modelowanego
zjawiska P(dly) w $wietle posiadanych danych y, pochodzi z: (i) rzeczywistego
rozktadu danych P(y), (ii) zalozonego przez eksperymentatora, hipotetycznego
rozktadu natozonego na parametry modelu P(0) oraz (iii) ich tagcznego rozktadu P(y|6)
[31] i ma swoje odbicie w twierdzeniu Bayesa (10).

P(aly)= %ﬁ"‘g) (10)

Laczny rozktad obserwacjiy i parametrow modelu P(y|0) to funkcja wiarygodnos$ci
(likelihood function), ktora odzwierciedla prawdopodobienstwo danych na podstawie
ich parametréw, natomiast P(y) to stala normalizujgca (niezalezna od 0) ktorej
zadaniem jest sumowanie estymowanych wartosci prawdopodobienstwa do 1. Stad,

twierdzenie Bayesa mozna zapisa¢ rowniez w formie uproszczonej (11):
P(dly) P(O)P(yi0) (11)

Dzigki twierdzeniu Bayesa, w miar¢ zbierania nowych dowodow (danych) oraz
rozktadowi a priori wyrazajagcemu naszg wiedz¢ na temat modelowanego zjawiska,
prawdopodobienstwo a posteriori moze by¢ wielokrotnie uaktualnione.
Wykorzystanie informacji spoza obserwowanych danych stanowi podstawowa roznice
odrdzniajgcg metody bayesowskie od klasycznych metod czgstosciowych (frequentist
methods).

6.1 Dobor rozktadu a priori

Zalozenie na temat rozktadu a priori parametrow modelu powinno obejmowaé
wszystkie prawdopodobne wartosci 6, aczkolwiek bez koncentrowania si¢ wokot

prawdziwych wartosci. Idea wnioskowania bayesowskiego zaktada, ze informacja o 4
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zawarta w rzeczywistych danych powinna przewazy¢ ,.kazde rozsadne zdefiniowanie
rozktadu a priori” [32]. Innymi stowy, wptyw zatozonego rozktadu a priori jest tym
mniejszy im wigcej informacji zawierajg dane. Z kolei, gdy dane ktérymi
dysponujemy zawieraja duzo szumu informacyjnego, wpltyw naszej dotychczasowej
wiedzy o modelowanym zjawisku bedzie wigkszy, zatem zalozony rozktad a priori
bedzie miat wigkszy wplyw na uzyskane wyniki. Wsrod rozktadow a priori mozna

wyr6zni¢: nieinformatywne, mato informatywne i informatywne.
6.1.1 Nieinformatywne rozktady a priori

Nieinformatywne rozktady a priori (non-informative, diffuse, flat,objective, vague,
reference priors) ,pozwalajg danym mowié za siebie”, stosowane sg gdy nie
zakladamy zadnej wiedzy na temat parametréw przed zebraniem danych, stad
rozktady te charakteryzuja si¢ matym wplywem na wyniki oszacowania parametrow
modelu. Sa powszechne w przypadku, gdy nie mozemy albo nie chcemy przyjmowac
zalozen na temat parametréw 6. Przyktadami nieinformatywnych rozktadow a priori
sg rozklady jednostajne, ktore obejmuja wszystkie mozliwe warto$ci parametréw 6,

np. rozktad normalny o $redniej u i duzej wariancji o [33].

Mato informatywne rozktady a priori (weekly-informative priors) koncentruja si¢
wokot pewnej wartosci centralnej dopuszczajac duzy zakres rozproszenia. Stanowig
pewnego rodzaju alternatyw¢ dla nieinformatywnych rozktadéow a priori dzigki
zalozeniu, ze zardwno wartosci typowe (centralne) jak i nietypowe, sa tak samo
prawdopodobne. Zatozenie tego typu rozktadéw a priori w danych nie zaktada zadnej
konkretnej informacji, a jedynie ,nakierowuje” rozklad danych w strong
wnioskowania opartego na niekompletnej wiedzy o modelowanym procesie. Gelman
sugeruje stosowanie potowy rozktadu t (half-t distribution) lub potowy rozktadu
Cauchy’ego (half-Cauchy distribution), jako mato informatywnych rozktadéw
jednostajnych cigglych, aczkolwiek o ograniczonym zakresie rozproszenia [34].

6.1.2 Informatywne rozktady a priori

Zalozenie informatywnych rozktadow a priori opiera si¢ na dotychczasowej
wiedzy na temat modelowanego zjawiska i stanowi dodatkowg informacje¢ w modelu.
Informacja na temat informatywnych rozktadow a priori opisujacych modelowane

zjawisko zazwyczaj pochodzi albo z literatury albo z wczesniejszej analizy podobnego
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typu danych [35]. Niemniej, aby korzysta¢ w pelni z informatywnego rozktadu a
priori, trzeba posiada¢ wiedz¢ o rozkladzie interesujacych nas, lecz nieznanych
parametrach modelu (pochodzgcg najlepiej z meta-analizy lub hierarchicznego
modelowania bayesowskiego) lub posiada¢ wiedze na temat wyraznych granic
prawdopodobienstwa (probability bounds), dzigki ktorym mozna uzyskaé rozktad
parametréw. Informacja a priori w modelu statystycznym czesto uwazana jest za
subiektywng lub wrecz ,,nie-naukowqg czy tez pozbawiong postaw naukowych”.
Jednakze, jesli dysponujemy pewng informacja opisujaca parametry modelu jeszcze
przed zebraniem danych, to taka wiedza powinna zosta¢ przez nas uwzgledniona w
modelu [36].

Mozliwe jest rowniez losowanie parametréw rozktadu a priori z innych rozktadow
a priori, tzw. super-priorow (hyperpriors). Stosowanie super-prioréw pozwala na
okreslenie niepewnosci (uncertainty) wokot super-parametrow (hyperparameters).
Natozenie kolejnego rozktadu na parametry rozktadu a priori jest dodaniem kolejnego
poziomu ztozonosci w hierarchicznej strukturze danych, gdy przypuszczamy, ze

istnieje wspolna cecha zaobserwowanych danych [32].

32



6.2 Funkcja wiarygodnosci

Funkcja wiarygodnosci  (likelihood function) jest skonstruowana po
zaobserwowaniu danych. Funkcja ta jest wspolng funkcja rozktadu
prawdopodobienstwa (joint probability function) danych w funkcji parametrow,
traktujagc dane zaobserwowane jako ustalone wartosci. Zakladajac niezaleznosé

obserwacji, y = (y1, . . , Yn), funkcja wiarygodnoS$ci przyjmuje postac:
L(ly)=P(y;--.y,0)=T [ P(ylo) (12)
i=1

W ujeciu bayesowskim, informacja o parametrach 6 pochodzaca z danych jest
zawarta w funkcji wiarygodnosci, P(y|0) (12). Celem jest znalezienie takich warto$ci

parametrow 6 dla ktorych funkcja ta osigga najwigckszg wartosé [36].
6.3 Estymacja parametrow modelu

Metody bayesowskie stuzg do estymacji parametrow modelu oraz moga by¢
traktowane jako metoda komplementarna lub réwnolegta dla metod czestosciowych.
Estymacja parametrow w ujeciu bayesowskim opiera si¢ na metodach symulacyjnych,
u podstaw ktorych lezy losowanie duzej ilosci prob z rozktadu charakteryzujacego
okreslone zjawisko/proces [37,38]. Glowng zaleta symulacyjnych metod estymacji
parametrow jest mniejsze ograniczenie liczebno$cig proby w poréwnaniu do metod
czgstoSciowych. Natomiast ograniczeniem moze by¢ fakt, ze wynik moze by¢
obcigzony przyjetymi wczesniej zalozeniami na temat modelowanego zjawiska.
Podstawa metod symulacji stosowanych do bayesowskiej estymacji parametrow sg
tzw. tancuchy Markova (Markov chain Monte Carlo, MCMC), ktoére sa obecnie
najpowszechniej stosowana technika probkowania przestrzeni parametrow. Wsrod
popularnych algorytméw losujacych opartych na tancuchach Markova mozna
wyr6zni¢: algorytm Metropolis-Hastings oraz probkowanie Gibbsa (Gibbs sampling)
[39].

6.3.1 Lancuchy Markova

W kontekscie analizy bayesowskiej, generowanie tancuchéw Markova prowadzi
do powstania wielu zbiorow parametrow o roéznych wartosciach. Zgodno$¢

parametréw wygenerowanych w kazdym losowaniu z rzeczywistymi danymi jest
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oceniana poprzez funkcj¢ wiarygodnosci P(y|d). W przypadku gdy wygenerowany
fancuch Markova osigga tzw. stan stacjonarny, czyli taki w ktorym czestos$¢
wystepowania poszczegolnych stanow parametrow 6 jest zgodna z zatozong wiedzg a
priori na temat wartosci tych parametrow mozna przypuszczac, ze rozktad parametréw
proby z rozkladu a posteriori jest reprezentatywny (tancuchy Markova efektywnie
eksplorujg przestrzen parametréw) i moze zosta¢ uzyty do wnioskowania. Stan
stacjonarny moze zosta¢ osiggnicty (fancuch Markova osigga zbiezno$¢) pod
warunkiem odpowiedniej ilosci iteracji algorytmu. W praktyce, zaleca si¢ stosowanie
od kilku do kilkunastu tysigcy iteracji w obrebie co najmniej trzech tancuchow, ktore
inicjowane sg za pomocg réznych wartosci inicjujacych. Nalezy podkresli¢, ze liczba
iteracji zalezy roéwniez od ilo$ci parametrow w modelu [39]. Ocena zbieznosci
fancucha Markova, dzigki ktérej] mozemy oceni¢ czy wygenerowany ciag liczb jest
reprezentatywny dla rozktadu docelowego, opiera si¢ na wizualnej ocenie (wykres
typu trace plot lub wykres autokorelacji) lub wykorzystaniu statystyk temu
dedykowanych.

Wsérdéd wspomnianych statystyk, najbardziej powszechng jest metoda Brooksa-
Gelmana-Rubina (Brooks-Gelman-Rubin method), u podstaw ktorej lezy oszacowanie
stosunku wariancji wewnatrz tancuchéw do wariancji pomig¢dzy tancuchami. W
metodzie tej, fancuch uznaje si¢ za zbiezny, gdy stosunek ten jest bliski jednosci (R <
1.1). Inng znang statystyka jest wyliczenie efektywnej liczby losowan z symulacji Nef,
ktora charakteryzuje ilo$¢ iteracji algorytmu pochodzacych z niezaleznych losowan. Z
uwagi na autokorelacje w fancuchach Markova, ilo$¢ ta jest zawsze mniejsza niz liczba
przeprowadzonych symulacji, a jej optymalna warto$¢ powinna wynosi¢ co najmniej
100 [40]. Kolejng statystyka pomocng w ocenie zbiezno$ci tancucha jest btgd Monte
Carlo (Monte Carlo error), ktory opisuje zmienno$¢ pomigdzy iteracjami dla

konkretnej zmiennej bedac miara precyzji jej estymacji [37].
6.4 Bayesowska ocena dopasowania modelu

Celem oceny dopasowania modelu jest sprawdzenie czy model jest dobrze
dopasowany do danych (goodness-of-fit) oraz czy przewidywania na podstawie

modelu majg sens.

Wykres dla reszt (residual plot) jest powszechng i znang miarg oceny dopasowania

modelu do danych. Reszty sa definiowane jako roznica migdzy wartoscig

34



obserwowang a przewidziang przez model i sluza do lokalizacji obserwacji
odstajacych, ktéore w znacznym stopniu wplywaja na wartosci oszacowanych
parametréw rownania. Wizualna ocena wiasnosci predykcyjnych modelu (Visual
Posterior Predictive Check, VPC) polega na wyznaczeniu z danych symulowanych 5,
50 1 95 percentyla z wykorzystaniem oszacowanych parametrow modelu,
a nastegpnie policzeniu tej samej statystyki dla danych eksperymentalnych. Z uwagi na
duzg liczbe iteracji danych symulowanych, rozrzut wynikéw wyrazony jest poprzez 5
1 95 percentyl dla kazdego z parametrow. Z otrzymanych statystyk konstruuje si¢
wykres 1 wizualnie okre$la ich zgodno$¢. Model o dobrych wlasciwosciach
predykcyjnych to taki, dla ktorego wartosci eksperymentalne zawieraja si¢ w 95%
przedziale ufnos$ci [38,41]. Kolejng bayesowska miarg oceny dopasowania modelu sg
tzw. bayesowskie wartosci p (Bayesian p-values, posterior predictive p-values).
Definiowane sg one jako prawdopodobienstwa wyliczone na podstawie danych
pochodzacych z symulacji 1 informujg 0 tym, jak czesto warto$¢ konkretnej statystyki
testowej (Srednia, mediana, rozbiezno$¢ miedzy przewidywaniami a warto$ciami
obserwowanymi) jest wigksza lub mniejsza od wartosci tej samej statystyki
0Szacowanej na podstawie obserwowanych danych. Innymi stowy, oszacowanie tej
statystyki opiera si¢ na policzeniu jak czgsto warto$¢ a posteriori badanej statystyki
we wszystkich losowaniach MCMC jest wyzsza wzgledem statystyki
zaobserwowanej. Otrzymana warto$¢ zazwyczaj jest bliska 0,5 i jest interpretowana
jako prawdopodobienstwo wystgpienia danego wyniku (w odr6znieniu do klasycznej
interpretacji wartosci p). Nalezy jednak podkresli¢, ze kryterium to nie powinno
decydowac o odrzuceniu czy akceptacji modelu ze wzgledu na probabilistyczng nature
analizy bayesowskiej, ktora w kontekscie czgstosciowej wartosci p nie moze by¢ tak

samo interpretowana [42,43].

Aby odpowiedzie¢ na pytanie czy przewidywania otrzymanego modelu maja sens,
model nalezy zwalidowaé za pomocag walidacji zewng¢trznej (external validation) lub
krzyzowej (cross-validation). W przypadku tej ostatniej, podziat zbioru danych w
proporcjach np. 8:2 pozwala na estymacje¢ parametréw modelu na wigkszym zbiorze,
a nastgpnie ocen¢ czy zbudowany model dobrze przewiduje wyniki na mniejszym

zbiorze.
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6.4.1 Pordwnanie modeli

Poréwnanie modeli stosowane jest w przypadku, gdy poréwnujemy ze sobg kilka
alternatywnych modeli badz analiz¢ rozpoczynamy od zbudowania prostszego modelu
stopniowo go rozbudowujac. Istniej kilka miar, za pomocg ktérych mozna oceni¢

dopasowanie modelu do danych [27].

Najpopularnicjszg miarg jest dewiancja (deviance) (13), ktora jest iloczynem -2 i
logarytmu z funkcji wiarygodnosci (prawdopodobienstwo danych przy zalozeniu
parametréw modelu) [40] i opisuje btad dopasowania (im mniejsza warto$¢ tym

mniejszy btad dopasowania).
D(y,8)=—2log P(y|0) (13)

Dewiancja jest rowniez miarg, na podstawie ktorej obliczane jest kryterium

informacyjne Akaikego (Akaike information criterion, AIC) (14)
AIC =D(y, 8)+ 2k (14)
gdzie: k — liczba predyktorow w modelu.

Uwzglednienie ich w modelu obniza dewiancje¢ o ilo$¢ odpowiadajaca rozktadowi
%2z z2-liczba stopni swobody. Stad, jesli dodanie k — predyktoréw do modelu redukuje
dewiancj¢ wiecej niz k-razy, mozna przypuszczac, ze nastapita znaczaca poprawa

zdolnosci predykcyjnych modelu.

Dodatkowo, dewiancja stanowi podstawe do obliczenia bayesowskiego kryterium

informacyjnego (Bayesian information criterion, BIC) (15).
BIC =2log P(y|6)+klog(N) (15)

gdzie N — liczebnos$¢ proby.

Zastosowanie miar dewiancji i AIC do oceny dopasowania modeli hierarchicznych
wiaze si¢ z pewng niedogodnoscig wyznaczenia ilosci parametrow. [lo§¢ parametrow
w modelu hierarchicznym zalezy od stopnia uwspolniania (W przypadku catkowitego
uwspolniania, zbior parametrow ¢ odpowiada jednemu parametrowi; w przypadku
braku uwspdlniania sg to € niezalezne parametry; w przypadku czeSciowego
uwspolniania jest to warto$¢ pomiedzy).
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Obecnie, najpopularniejsza miarg dopasowania bayesowskiego modelu
hierarchicznego (Bayesian measure of fit or adequacy) jest dewiacyjne kryterium
informacyjne (deviance information criterion, DIC) (16), ktore charakteryzuje btad

predykcji zbioru walidujgcego i jest uznawane za generalizacj¢ AIC [44]:

DIC =D, (y.6)+2p, (16)

gdzie: [Savg to usredniona dewiancja z liczby wszystkich symulacji parametréw; pp to

efektywna liczba parametrow.

Pomimo przydatnosci DIC do porownania modeli, uwaza si¢ ja za miar¢ do$¢
niestabilng o niejasnych podstawach teoretycznych i sugeruje si¢, ze kryterium to
powinno by¢ raczej wskazéwka niz miarg ostateczng. Ponadto, dobrg praktyka jest
przedstawienie wynikOw poroéwnania modeli za pomocg komplementarnych do DIC

miar dopasowania modelu [45].
6.5 Programy do analizy bayesowskiej

Programy do bayesowskiej analizy danych oparte na tancuchach Markova sa
darmowe i dostepne on-line. Wsrod nich mozna wyrdézni¢ (i) program BUGS
(Bayesian inference Using Gibbs Sampling), (Lunn, Jackson, Best, Thomas &
Spiegelhalter, 2013; Lunn, Thomas, Best & Spiegelhalter, 2000) wersji WinBUGS i
OpenBUGS; (ii) JAGS (Just Another Gibbs Sampler) (Plummer 2003, 2012), ktory
jest rozszerzeniem programu BUGS; oraz (iii) Stan (Sampling Through Adaptive
Neighbourhoods) [39], ktéry w odroznieniu od programu JAGS, uzywa
hamiltonowskich tancuchéw Markowa (Hamiltonian Monte Carlo, HMC), i ktory
uznaje si¢ za bardziej efektywny niz probniki programu JAGS czy BUGS zwtaszcza
dla rozbudowanych modeli. Wszystkie powyzsze programy dziataja efektywnie w
polaczeniu ze srodowiskiem R [47] | Matlab (MATLAB 6.1, The MathWorks Inc.,
Natick, MA, 2000).
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Il. CELE PRACY

Celem niniejszej pracy byto zastosowanie regresji LASSO oraz bayesowskich
modeli hierarchicznych do modelowania danych chromatograficznych, danych
omicznych pochodzacych gtéwnie z metabolomiki oraz wnioskowanie na temat (i)
zdolnoséci predykcyjnych modeli QSRR, (ii) dostepnych zZrodet zmiennosci
obserwowanych w profilach metabolomicznych w funkcji dostepnych kowariant, oraz
(ili) zmian w intensywnos$ci metabolitow ,,w czasie” wraz z zaproponowaniem
sposobu modelowania wielowymiarowych danych metabolomicznych zebranych w

punktach czasowych.

Badania majg stanowi¢ takze wstep do analizy innego typu danych ,,omicznych”

jak np. profilowania miRNA do diagnostyki raka jajnika.

Cele szczegdlowe:

1. Pordwnanie zdolnosci predykcyjnych modeli QSRR zbudowanych przy uzyciu
metod tj. PLS, LASSO oraz LASSO w polaczeniu z regresja krokowa dla
nukleozydoéw i pteryn rozdzielanych na kolumnach typu HILIC wraz z
wyznaczeniem modeli zalezno$ci struktura-retencja (QSRR) (publikacja nr 1).

2. Zaproponowanie bayesowskiego modelu hierarchicznego do modelowania
danych pochodzacych z celowanej analizy metabolomicznej, wnioskowanie na
temat zmienno$ci miedzyosobnicze] metabolitow w funkcji dostepnych
kowariant tj. wiek, pte¢, stan zdrowia (zdrowy/chory) oraz ich wptyw na
stosunek szybkosci wydalania nukleozydow do kreatyniny (publikacja nr 2).

3. Zaproponowanie strategii modelowania hierarchicznej struktury danych
zebranych w punktach czasowych, pochodzacych z niecelowanej analizy
metabolomicznej w oparciu 0 eksperyment in vivo, z jednoczesng oceng zmian
,»W czasie” w profilu metabolomicznym na skutek wprowadzenia komorek

nowotworowych do pecherza moczowego (publikacja nr 3).

Ostatni wymieniony w pracy aspekt badawczy, ktory jest realizowany jako
rozszerzenie zaplanowanych wczesniej badan obejmuje zaproponowanie
bayesowskiego modelu hierarchicznego do modelowania danych pochodzacych z
profilowania mikro RNA wraz z oceng uzyteczno$ci wybranych mikro RNA do

diagnostyki raka jajnika (praca bedaca kontynuacjg badan, bedaca rozwinigciem
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trzech opublikowanych prac wchodzacych w sklad rozprawy doktorskiej,
aczkolwiek nie bedaca podstawa osiggnigcia doktorskiego).
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1. METODOLOGIA

1. Metodologia analityczna

Opisana w niniejszym rozdziale metodologia oznaczen analitycznych dotyczy
eksperymentoéw opisanych w publikacjach 1, 2, 3. Stanowi ona analityczne zaplecze,
dzieki ktoremu wygenerowano dane, ktére w pdzniejszym etapie analizowano przy
pomocy regularyzacji i1 bayesowskich modeli hierarchicznych. Szczegdtowe
rozwinigcie przedstawionej ponize] metodologii analitycznej znajduje sie¢ w

opublikowanych pracach.

Do badania  zaleznosci  struktura-retencja  (Quantitative  Structure-
(Chromatographic) Retention Relationships, QSRR) wykorzystano 16 nukleozydow i
11 zwigzkéw pterynowych. Synteza faz stacjonarnych typu HILIC tj. N,O-
diaminofosfoamidowe (N,O-dialkylphosphoramidate) APC-10 i APC-18 (250 x 4,6
mm) zostala przeprowadzona w laboratorium Katedry Chemii Srodowiska i
Bioanalityki UMK. Trzecig fazg¢ typu HILIC stanowila komercyjnie dost¢pna faza z
immobilizowang sztuczng membrang IAM.PC.DD2 (150 x 4,6 mm). Analizy
chromatograficzne standardow badanych zwigzkow zostaty przeprowadzone przy
uzyciu zestawu Dionex Ultimate 3000 (Sunnyvale, CA, USA) wyposazonego w
automatyczny podajnik probek i detektor UV-Vis, w trybie elucji izokratycznej przy
4 testowanych skladach fazy ruchomej: acetonitryl (95%, 90%, 85% 1 80%) 1 woda.
Kazdy analit wprowadzano na kolumne w trzech powtorzeniach. Wykorzystano
réwnanie kwadratowe do modelowania zalezno$ci migdzy wspotczynnikiem retencji
a zawartoscig organicznego modyfikatora. Warto$¢ logkacn przy 95% zawartosci
acetonitrylu uzyto jako zmienng zalezng w modelach QSRR. Do numerycznego opisu
wlasciwosci 27 badanych zwigzkoéw wykorzystano 1304 deskryptory wygenerowane
w programie HyperChem 7.5 (HyperChem(TM) Professional 7.5, Hypercube, Inc.,
1115 NW 4th Street, Gainesville, Florida 32601, USA) i Dragon 5.0 (Taletesrl,
DRAGON (Software for Molecular Descriptor Calculation) Version 5.0 — 2004 —
http://www.talete.mi.it/).

Oznaczenia chromatograficzne, dotyczgce celowanej analizy metabolomicznej
nukleozydow (przedtozone w publikacji nr 2), zostalty przeprowadzone z

zastosowaniem techniki wysokosprawnej chromatografii cieczowej w odwroconym
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uktadzie faz (RP HPLC) przy uzyciu zestawu Agilent Technologies 1200 (Waldbronn,
Germany) wyposazonego w pompe, automatyczny podajnik probek i1 detektor
fotodiodowy (diode array detector, DAD). Przed wla$ciwg analizg chromatograficzna,
w celu zatezenia zwigzkoOw z ugrupowaniami cis-diolowymi w probkach moczu,
przeprowadzono ekstrakcje do fazy stalej (solid phase exctraction, SPE) (Affi-gel 601,
Bio-Rad, CA, USA) oraz liofilizacj¢ (ChristfreezedryerAlpha 1-2LD, Martin Christ,
Osterodeam Harz, Germany). Otrzymang pozostalos¢ rozpuszczono w wodzie i
poddano analizie chromatograficznej. Oznaczenia ilosciowe 14 modyfikowanych i
niemodyfikowanych nukleozydow (10 mM) (lista A) zostaty przeprowadzone przy
dhugosci fali 254 nm i przy uzyciu kolumny chromatograficznej Gemini C18™ (250
x 4,6 mm, 5 um; Phenomenex,CA, USA). Analizy przeprowadzono w trybie elucji
gradientowej przy sktadzie fazy ruchomej: A — metanol, B — 0,1% wodny roztwor
kwasu mrowkowego o pH 2,8 (od 2 % A do 20% A). Czas analizy wynosit 50 minut.
Doktadny opis parametrow zastosowanej metody analitycznej znajduje si¢ w

publikacji Waszczuk-Jankowska i wsp. [48].

Niecelowana analiza metabolomiczna proébek moczu przedtozona w publikacji nr
3 zostala przeprowadzona metoda wysokosprawnej chromatografii cieczowej
sprzezonej ze spektrometrem mas z analizatorem czasu przelotu i jonizacja metoda
elektrorozpylania (HPLC-ESI-TOF-MS, zestaw 1200 HPLC oraz 6224 TOF-MS,
Agilent  Technologies, =~ Waldbronn, Germany) przy uzyciu kolumny
chromatograficznej Ascentis Express C18 (150 x 4,6 mm, 2,7 um; Supelco Analytical,
USA). Analizy chromatograficzne przeprowadzono z zastosowaniem fazy ruchomej o
nastgpujacym skladzie: 0,1% roztwor kwasu mrowkowego
w metanolu (A) i 0,1% roztwoér kwasu mréwkowego w wodzie (B). Zastosowano
nastepujacy program elucji gradientowej: 5% A od 0 do 1 min, 5-65% A od 1 do 9
min i 65-99% A od 9 do 17 min, 99 % A od 17 do 26 min, a nast¢gpnie 12-minutowy
czas ekwilibracji. Szybkos¢ przeptywu fazy ruchomej wynosita 0,5 ml/min, a
catkowity czas analizy 26 min. Probki moczu analizowano w zrandomizowanej
kolejnosci. Dane analityczne zbierano w trybie przemiatania (scan mode) w zakresie
100-1100 m/z w trybie jonizacji dodatniej i ujemnej. Przetwarzanie uzyskanych
danych przeprowadzono przy uzyciu algorytmu MFE (Molecular Feature Extractor)
w programie MassHunter Qualitative Analysis (Agilent Technologies, Waldbronn,

Germany). Wyrdwnanie sygnatow analitycznych przeprowadzono przy uzyciu
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programu Mass Profiler Professional B.02.01 (Agilent Technologies, Waldbronn,
Germany). Dane zostatly w nastgpnej kolejnosci poddane procedurze filtracji w oparciu
o kryteria zapewnienia jako$ci, tj. obecnos¢ danego sygnatu w przynajmniej 50%
probek kontrolnych i wspotczynniku zmiennos$ci (coefficient of variation, CV) < 20%,
a takze obecnosci tych sygnatow w 95% probek w co najmniej jednej z
porownywanych grup. W wyniku niecelowanej analizy metabolomicznej otrzymano
603 sygnaty w jonizacji dodatniej i 361 w ujemnej. Kazda zmienna opisana byla za

pomocg masy monoizotopowej, czasu retencji i intensywnosci sygnatu analitycznego.
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2. Metodologia obliczeniowa

2.1 Modelowanie retencji chromatograficznej nukleozydow i zwigzkow

pterynowych

Publikacja nr 1 pt. “Least absolute shrinkage and selection operator and
dimensionality reduction techniques in quantitative structure retention relationship
modeling of retention in hydrophilic interaction liquid chromatography” opisuje
zastosowanie takich metod analizy danych jak (i) metoda czgstkowych najmniejszych
kwadratow (PLS, Partial Least Squares), (ii) metoda regularyzacji LASSO oraz (iii)
LASSO w polaczeniu z regresjg krokowa, do analizy zaleznoS$ci struktura-retencja w
uktadzie HILIC (hydrophilic interaction liquid chromatography) dla nukleozydow

oraz zwigzkow pterynowych.

Wymienione zwigzki, zaproponowane jako potencjalne wskazniki stanow
patofizjologicznych, maja charakter polarny, sag wiec trudne do analizy w klasycznym
uktadzie RP-HPLC (reverse-phase high-performance liquid chromatography). W
pracy analizowano zalezno$ci struktura-retencja wykorzystujac 3 fazy stacjonarne
typou HILIC. Dwie fazy stacjonarne N,O-diaminofosfoamidowe (N,O-
dialkylphosphoramidate) tj. APC-10 i APC-18 zostaly zsyntetyzowane w
laboratorium Katedry Chemii Srodowiska i Bioanalityki UMK [49,50], natomiast
trzecig stanowila komercyjnie dostepna faza z immobilizowang sztuczng membrang
(Immobilized Artificial Membrane, IAM.PC.DD2). Wszystkie 3 fazy stacjonarne
wykazywaty niskg hydrofobowos$¢. Do numerycznego opisu wtasciwosci 27 badanych
analitow wykorzystano 1304 deskryptory wygenerowane w programie HyperChem i
Dragon.

Celem pracy bylo poréwnanie zdolnoSci predykcyjnych modeli QSRR
zbudowanych przy uzyciu metod tj. PLS, LASSO oraz LASSO w potaczeniu z regresja

krokowa, wraz z wyznaczeniem modeli QSRR, dla nukleozydow 1 pteryn.
Posta¢ modelu

W pracy wykorzystano trzy rodzaje metod regresji do wyznaczenia zaleznosci
pomigdzy deskryptorami a eksperymentalnie wyznaczonymi wspotczynnikami

retencji.
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Metoda PLS stanowi nadzorowang metod¢ redukujgca wielkowymiarowos¢
danych, ktéra pozwala identyfikowac zbidr zmiennych bedacych liniowa kombinacja

oryginalnych zmiennych.

Regresja LASSO [51] to technika redukcji wielowymiarowej matrycy danych oraz
selekcji  zmiennych objasniajagcych. Metoda zapewnila redukcje wariancji
wspotezynnikow modelu kosztem ich wigkszego obcigzenia w wyniku czego
zmniejszyt si¢ btad $redniokwadratowy. Funkcja straty (loss function) w metodzie

LASSO wyglada tak jak w metodzie najmniejszych kwadratow, aczkolwiek
p 1

uwzglednia tzw. czton karyZ‘ﬁj‘Sﬂ. Regresja LASSO estymuje wartosci
i1

wspotczynnikéw B} poprzez ~minimalizacje funkcji  straty, LASSO =

2
n . . p L p .
[Z Y. =B, — Z BiX; ] + AZ‘ B, ‘ . Redukcja wariancji kosztem wigkszego obcigzenia
i=1 j=1 j=1

wspotczynnikow poprawia doktadno$¢ modelu (model accuracy) zwlaszcza w
przypadku danych wielowymiarowych, gdy wystepuje wiecej zmiennych niz
obserwacji. Proces selekcji zmiennych jak tez estymacja parametréw zachodzi
jednoczesnie. W modelu zostaja jedynie te wspotczynniki, ktore sa w najwigkszym

stopniu zwigzane ze zmienng objasniang.

Zastosowanie metody LASSO w polaczeniu z regresja krokowa pozwolito na
eliminacje problemu wspotliniowosci zmiennych oraz pozwolilo na obliczenie biedu
standardowego wspotczynnikéw, ktorych z zalozenia nie oblicza si¢ przy

zastosowaniu jedynie metody LASSO ze wzgledu na ich duze obcigzenie.
Diagnostyka i dopasowanie modelu

Zdolnos¢ predykcyjng modeli sprawdzono za pomoca walidacji krzyzowej, tj.
walidacji k-krotnej walidacji ,,wyrzu¢ jeden obiekt” (leave-one-out crossvalidation),
walidacji ,,wyrzu¢ wiele obiektow” (leave-many-out crossvalidation) oraz walidacji
zewnetrznej (external validation). Aby oszacowaé zdolno$¢ predykcyjng modeli
(model performance) wykorzystano miary takie jak Q2 (Predictive Squared
Correlation  Coefficient) 1 RMSE (Root Mean  Squared  Error).
W celu oceny wspotliniowosci zmiennych objasniajacych wykorzystano miare VIF

(Variance Inflation Factor).
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Wyniki i wnioski

Wyniki analizy PLS pokazaty, ze model dla fazy APC-10 charakteryzowat si¢
najwigksza zdolno$cig predykcyjna (Q%ococv = 0,687), natomiast nizsza
zaobserwowano dla fazy stacjonarnej IAM.PC.DD2 (Q?.oocv = 0,503). W przypadku
fazy stacjonarnej APC-18 obserwowano negatywna warto$¢ Q?, co sugeruje brak

zdolnosci predykcyjnych modelu opisujacego retencj¢ przy uzyciu tej fazy.

Dla metody LASSO wyselekcjonowano 5, 7 i 4 deskryptory odpowiednio dla
APC-10, APC-18 i IAM.PC.DD2, dla ktérych wartosci R? i Q? wskazywaly na dobre
dopasowanie modelu do danych (R?> 0,81) i brak przeszacowania modelu (ré6znica
miedzy R? i Q2 nie byta wicksza niz 0,3). W przypadku fazy stacjonarnej APC-18 nie
obserwowano negatywnej wartosci Q2 tj. w modelu PLS, co moze byé spowodowane
obecno$cig wartosci wpltywowych (influential points), czyli takich ktore majg duzy

wplyw na wspotczynnik kierunkowy prostej regresji.

Zastosowanie LASSO w potaczeniu z regresja krokowa miato na celu ograniczenie
liczby deskryptorow w modelu wyselekcjonowanych jedynie przy pomocy techniki
LASSO oraz zmniejszenie prawdopodobienstwa korelacji miedzy nimi z powodu
wprowadzenia duzej ilosci zmiennych do modelu. Najlepsze zdolnosci predykcyjne
modelu opisujacego retencje otrzymano dla fazy APC-10 (Q%x = 0,866; RMSEZext =
0,197).

Na podstawie wygenerowanych réwnan QSRR, mozna przypuszczaé, ze
mechanizm retencji nukleozydow i zwiazkoéw pterynowych badany przy uzyciu 3 faz
stacjonarnych opiera si¢ na (i) mechanizmie podziatu mi¢dzy fazg ruchoma a warstwa
wodng zebrang blisko warstwy krzemionkowej oraz (ii) oddziatywaniach polarnych
miedzy analitami a powierzchnig fazy stacjonarnej. Zwigzek miedzy procentowa
zawartos$cig modyfikatora organicznego a wspotczynnikiem retencji moze by¢ opisany
funkcja kwadratowa. Niemniej jednak, zaznaczy¢ nalezy, ze dla otrzymanych rownan
QSRR mierzono retencje jedynie dla 3-4 punktow. Metoda LASSO efektywnie
redukuje wielowymiarowo$¢ danych, zmniejsza ryzyko przeszacowania modelu w
poréwnaniu do metody PLS. Jednakze, w przypadku danych wielowymiarowych

nalezy zaznaczyé, ze promuje rozwigzania rzadkie, czyli takie dla ktorych
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wspotczynniki modelu sg bliskie zeru (prawdziwa warto$¢ wspdtczynnikow jest

obnizana).

Otrzymane réwnania QSRR nie powinny by¢ jednak generalizowane na inne
polarne anality. Jedynie osobne modele zbudowane dla nukleozydoéw i pteryn moga

upowazni¢ do generalizacji otrzymanych rdwnan przy uzyciu zewnetrznej walidacji.
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2.2 Modelowanie danych metabolomicznych z badan obserwacyjnych

Publikacja nr 2 pt. “Multilevel pharmacokinetics-driven modeling of metabolomics
data”  przedstawia  koncepcj¢ = modelowania  hierarchicznego  danych
metabolomicznych znanego w farmakokinetyce pod nazwg modelowania efektow
mieszanych (mixed effects modeling) dla danych zebranych w punktach czasowych.
Celem populacyjnego modelowania farmakokinetycznego jest charakterystyka profilu
stezenie-czas w celu zrozumienia proceséw towarzyszacych absorpcji i dystrybucji
leku w organizmie [52,53]. Podejscie populacyjne do modelowania farmakokinetyki
leku opisuje zwigzek miedzy parametrami farmakokinetycznymi a indywidualnymi
cechami pacjenta (tj. wiek, pte¢, masa ciata, funkcja nerek), ktére w modelu
traktowane sg jako efekty stale oraz uwzglednia zmienno$¢ parametrow, ktore petnia

rolg efektow losowych [54,55].

Z punktu widzenia farmakokinetyki oraz metabolomiki, klirens kreatyniny jest
kluczowa zmienng odpowiednio do (1) ustalenia dawkowania lekéw wydalanych przez
mocz oraz (ii) normalizacji stezen metabolitow wydalanych do moczu [56]. Klirens
kreatyniny moze by¢ estymowany m.in. poprzez rownanie MDRD (Modification of
Diet in Renal Disease Study) uwzgledniajac takie kowarianty jak wiek, pte¢, osoczowe
stezenie kreatyniny. Stad, mozna si¢ spodziewaé, ze rdznice migedzyosobnicze bgda

mialy wptyw na zmiennos$¢ produkcji kreatyniny.

Z perspektywy modelowania stezen substancji w organizmie, zmierzone st¢zenie
jest definiowane jako ilo$¢ substancji w jednostce objetosci oraz (jak kazdy pomiar)
jest mierzone z bledem. Stad obserwowane st¢zenia metabolitow wydalanych z
moczem 1 kreatyniny mozna zdefiniowa¢ jako szybkos$¢ ich produkcji do szybkosci
diurezy (jednakowa dla metabolitéw i kreatyniny). Dzigki normalizacji stgzen
metabolitow, mozna zaobserwowaé niezalezny od diurezy stosunek szybkos$ci
wydalania metabolitow do kreatyniny. Obydwie wielkosci charakteryzujg si¢ typowa
warto$cig w populacji z ktorg zwigzana jest okreslona zmienno$¢ miedzyosobnicza.
Co wigcej, stosunek szybkosci wydalania metabolitow do kreatyniny ma roéwniez
swoja warto$¢ typowa, ktorej towarzyszy zmienno$¢ miedzyosobnicza oraz blad
pomiarowy. Stad tez, na normalizowane st¢zenia metabolitow w moczu wptywaja

takie aspekty fizjologii jak szybkos¢ wydalania metabolitow i1 kreatyniny, a reszty
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modelu zalezag od bledu pomiarowego i zmiennos$ci mig¢dzyosobniczej zarOwno

metabolitow jaki i kreatyniny.

Farmakokinetyczne aspekty modelowania danych maja zatem ogromny wplyw
na obserwacyjne badania metabolomiczne, ktorych domeng jest zmienno$¢
(migdzyosobnicza, wewnatrzosobnicza) oraz zwigzana z nig niepewnos$¢ (uncertainty)

wokot estymowanych parametrow.

Celem pracy bylo wiec zaproponowanie modelu do modelowania
niezbalansowanych i niedobranych pod wzgledem plci i wieku danych pochodzacych
z celowanej analizy metabolomicznej 13 nukleozydow w obrgbie 248 o0séb z
nowotworami uktadu moczowo-piciowego (153 pacjentow i 95 zdrowych
ochotnikéw) oraz proba odpowiedzi na pytanie czy kowarianty tj. wiek, ple¢, stan
zdrowia (zdrowy/chory) wptywaja na stosunek szybkosci wydalania nukleozydéw do

kreatyniny.
Posta¢ modelu

Zaktadajac stan stacjonarny, zaproponowany bayesowski model hierarchiczny
uwzglednial efekt wywierany przez wiek, pte¢, stan zdrowia (zdrowy/chory) na
stosunek szybkosci wydalania nukleozydéw do kreatyniny. Na parametr opisujacy
zmienng ,,stan zdrowia” natozono mato informatywny rozktad a priori, tj. rozktad
normalny ze $rednig zero 1 odchyleniem standardowym z rozktadu jednostajnego.
Natomiast na parametr opisujacy zmienng ,,wiek” 1 ,,pte¢” nalozono informatywne
rozktady a priori, tj. rozktad normalny ze $rednig 0,203 i odchyleniem standardowym
z rozktadu jednostajnego oraz rozktad normalny ze $rednig 0,293 i odchyleniem
standardowym z rozktadu jednostajnego (obie warto$ci $rednich pochodzily z
réwnania MDRD). Punkt przecigcia rOwnania (intercept) byl modelowany przy uzyciu
rozktadu normalnego ze $rednig zero i duzg wariancjg. Zmiennos¢ mi¢dzyosobnicza
dla rozktadu zmiennej losowej pochodzacej z wielowymiarowego rozktadu
normalnego (Multivariate Normal Distribution) modelowano przy pomocy rozktadu
Wishart’a ze sferyczng matrycg kowariancji A, = 0,05 13 (I — identity matrix) i liczba

stopni swobody réwna liczbie zmiennych (p = 13).
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Diagnostyka lancuchow i dopasowanie modelu

Zaproponowany model zostal sparametryzowany w programie JAGS 4.0.0 w
srodowisku programistycznym jezyka R z wykorzystaniem oprogramowania RStudio.
Zastosowano 3 tancuchy MCMC, dla ktorych liczba uzytych iteracji wynosita 6000.
Pierwsze 3000 iteracji z kazdego tancucha zostato pomini¢te, a nast¢pnie, co trzecia
iteracja zostata zachowana. Dla wszystkich parametrow zbudowano wykres typu
traceplot w celu oceny czy stan stacjonarny zostal osiggnicty. Zbiezno$¢ tancuchow
oceniono metoda Brooksa-Gelmana-Rubina (R < 1,2) oraz wizualnie za pomocag
wykresu obrazujacego kolejne stany tancucha Markova, ktore powinny w stanie
stacjonarnym przypomina¢ "wtochatg gasienice” (fuzzy caterpillar). Dopasowanie
modelu oceniono wizualnie przy pomocy VPC oraz za pomoca wykresu dla reszt.
Poréwnania doktadno$ci modelu z/bez zmiennej ,,stan zdrowia”, w celu oceny wptywu
tej zmiennej na stosunek szybkosci wydalania nukleozydéw do kreatyniny, dokonano
wykorzystujac miar¢ DIC. Zbior walidujacy stuzyt do oceny zdolnosci predykcyjnych

modelu.
Wyniki i wnioski

Zaproponowany model charakteryzowat si¢ zadowalajacymi wtasciwosciach
predykcyjnymi, dla ktérego wartosci eksperymentalne zawieraty si¢ w 90% przedziale
ufnosci. Uzyskano lepsze (w poréwnaniu do modelu zerowego) dopasowanie modelu,
gdy zmienna ,,stan zdrowia” byta jedng ze zmiennych w modelu (ADIC = 31). Na tej
podstawie wnioskowano, ze informacja o stanie zdrowia wyjasnia cze$¢ zmiennosci
migdzyosobnicze] w stezeniach nukleozydow. W konsekwencji obecnosci
nowotworu, normalizowane st¢zenie metylotioadenozyny (MTA) zwigkszylo sie
srednio o 1,42 (1,09-2,03), natomiast dla I o 1,25 (1,04-1,6) przy zatozeniu
zaproponowanego modelu i dostgpnych danych. Dla pozostatych nukleozydow $redni
efekt byl bliski zeru. Wiek wplywal na stosunek szybkosci wydalania nukleozydow
do kreatyniny dla wszystkich nukleozydow w tym samym kierunku, co
prawdopodobnie jest konsekwencja obnizenia klirensu kreatyniny z wiekiem.
Zaobserwowano rozny efekt plci wywierany na stosunek szybkosci wydalania
nukleozydoéw do kreatyniny. Dla takich nukleozydow jak pseudourydyna (pseu), 1-
metyloadenozyna (1mA), 3-metylocytydyna (3mC), ksantozyna (X), adenozyna (A),
Ns-acetylocytydyna (N4Ac), N2No-dimetyloguanozyna (N2N2), 7-metyloguanozyna
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(7mG), inozyna (1), guanozyna (G), 5-metylourydyna (5muU), 6-metyloadenozyna
(6mA), stezenie bylo wyzsze u kobiet w porownaniu do mezczyzn, co moze byc
efektem wptywu pici na klirens kreatyniny. W oparciu o dystrybucj¢ a posteriori
opisujacg prawdopodobienstwo wystgpienia choroby wnioskowano na temat
ograniczonej uzytecznos$ci oznaczania 13 nukleozydow do przewidywania stanu
zdrowia, AUC = 0,57 (0,5-0,67), co zostalo potwierdzone poprzez wizualizacj¢
indywidualnego prawdopodobienstwa rozwoju choroby dla wybranych oséb ze zbioru
walidujacego.

Wzrost stezenia MTA, chociaz nieistotny z klinicznego punktu widzenia,
zastuguje na uwage, gdyz doniesienia literaturowe wskazuja na jego potencjalng
zalezno$¢ ze stopniem rozwoju nowotworu [57].

Podejscie populacyjne zastosowane do modelowania danych metabolomicznych
pozwolilo na zbudowanie modelu opisujacego stosunek szybkosci wydalania
nukleozydoéw do kreatyniny opartego na wybranych aspektach fizjologicznych i
zmienno$ci migdzyosobniczej. Poza tym, dzigki zastosowaniu podejscia
populacyjnego mozliwe byto przewidywanie indywidualnego prawdopodobienstwa
choroby. Z praktycznego punktu widzenia umozliwia ono racjonalne podejmowanie
decyzji czy dodatkowa wiedza, dostarczona przez badane zwigzki, dodaje informacje
do tej zatozonej a priori. Zatem, zastosowanie bayesowskiego modelu hierarchicznego
moze mie¢ praktyczne zastosowanie w metabolomice, szczeg6lnie w aspekcie

diagnozy i leczenia indywidualnego pacjenta.
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2.3 Modelowanie danych metabolomicznych zebranych w punktach

czasowych

Publikacja nr 3 pt. “How to model temporal changes in nontargeted metabolomics
study? A Bayesian multilevel perspective.” przedstawia koncepcj¢ modelowania
danych pochodzacych z niecelowanej analizy metabolomicznej zebranych w punktach

czasowych w badaniu in vivo.

Idea przeprowadzonego eksperymentu in vivo zakladata wywotanie nowotworu
pecherza moczowego u szczurdw poprzez zaszczepienie komoérkami nowotworowymi
$cian pecherza moczowego. Badanie przeprowadzono w obrebie grupy badanej i
kontrolnej. Po zaszczepieniu, mocz zwierzat pobierano w 4 punktach czasowych:
dzien przed szczepieniem, dzien po szczepieniu, a nastepnie 3 i 8 tygodni po

szczepieniu komérkami nowotworowymi.

Aby modelowa¢ zmiany intensywnos$ci metabolitow ,,w czasie”, zaproponowano
metodologi¢ obliczeniowa zaczerpnig¢ta z koncepcji populacyjnego modelowania
farmakokinetycznego. Jej celem bylo (i) okreSlenie zmiennosci w intensywnosci
zmierzonych sygnalow uwzgledniajac zmienno$¢ migdzyosobnicza,
wewnatrzosobnicza, jak tez zmiennos¢ resztkowa oraz (ii) ocena dynamiki zmian ,,w
czasie” w profilu metabolomicznym na skutek wprowadzenia komorek

nowotworowych do pecherza moczowego.
Posta¢ modelu

Zmienno$¢ w intensywno$ciach 964 zmierzonych sygnalow zostala opisana

bayesowskim modelem hierarchicznym postaci:

MET*RAT MET*0CC RAT*OCC
Yi = u, + B,COV, +1,, +17,) + 1) + &

gdzie y; to logarytm zarejestrowanego sygnatu, u; to Srednia wartos¢ sygnatu dla
metabolitu, f; to efekt wywierany przez szczepienie komorkami nowotworowymi
(treatment effect), natomiast zmienno$¢ migdzyosobniczg, mig¢dzy okazjami oraz
wspolng zmienno$¢ dla metabolitow miedzy szczurami a okazjami opisano przez
yMET*RAT =), MET*OCC = ),RAT"OCC N3 powyzsze parametry oraz towarzyszace im super-

parametry natozono odpowiednie rozktady. Efekt szczepienia komorkami

nowotworowymi (5;) modelowany byt przy zatozeniu (i) braku efektu wywotanego
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szczepieniem komorek nowotworowych do pecherza zwierzat (Model 001), (ii) efektu
pochodzacego z rozktadu Laplace’a dla ktérego parametr skali estymowany byl z
danych (Model 002) oraz (iii) efektu pochodzacego z rozktadu Laplace’a, dla ktorego
parametr skali byt rowny jednosci (Model 003).

Diagnostyka lancuchow i dopasowanie modelu

Zaproponowany model zostat sparametryzowany w programie JAGS 4.0.0 w
srodowisku programistycznym programu MATLAB 8.4. Zastosowano 3 tancuchy
MCMC, dla ktorych liczba uzytych iteracji wynosita 8550. Pierwsze 7500 iteracji z
kazdego tancucha zostalo pominig¢te, a nastgpnie, co trzecia iteracja zostata
zachowana. Zbieznos$¢ tancuchow oceniono metodg Brooksa-Gelmana-Rubina (R <
1,2) oraz wizualnie za pomocg wykresu obrazujacego kolejne stany tancucha
Markova, ktére powinny w stanie stacjonarnym przypomina¢ "wlochatg gasienice"
(fuzzy caterpillar). Dopasowanie modelu sprawdzono przy pomocy wykresu GOF
oraz VPC. Porownania doktadno$ci modeli przy zatozeniu rdéznych rozktadow
natozonych na efekt wywierany przez szczepienie komoérkami nowotworowymi
dokonano przy uzyciu Kkryterium informacyjnego WAIC (Wantanabe-Akaike
information criteron), ktory aproksymuje walidacj¢ typu ,,wyrzu¢ jeden obiekt” dla
krzyzowej walidacji modeli bayesowskich. Miara ta zostata uzyta réwniez do oceny

uzyteczno$ci sktadowych modelu.
Wyniki i wnioski

Model 001 oraz Model 002 najlepiej opisywaly efekt wywierany przez
zaszczepienie komorek nowotworowych do $ciany pecherza zwierzat badanych. W
przypadku obu modeli wartosci f; byty bliskie zeru co oznaczato brak badz znikomy
wplyw zaszczepienia na zmiany w profilu metabolomicznym szczuréw. Zaszczepienie
komoérek nowotworowych powodowalo zmiany (zwigkszenie lub zmniejszenie
intensywnos$ci) w $rednich sygnatach metabolitow w zakresie 0,8—1,25. Najwieksza
zmienno$¢ zaobserwowano miedzy okazjami (% CV = 153%) sugerujac, ze sygnaty
pochodzace  od  niektorych  metabolitbw  majg  mniejsza  zmienno$¢
u danego szczura, a z kolei inne wykazuja duza zmienno$¢ w obregbie szczura.
Zmienno$¢ miedzy szczurami byla mniejsza w obrgbie metabolitow (% CV = 74%),
natomiast zmienno$¢ resztkowa (% CV = 71%) wskazywata na wzgledng statos$¢

intensywnosci sygnaldéw w czasie. Obserwowane sygnaty metabolitéw zmieniaty si¢
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okoto £20% w obrgbie wszystkich okazji. 36% metabolitow zawieralo obserwacje
odstajace, stad zastosowanie rozktadu Laplace’a o ,,cigzkich koncach” (heavy tailed)
do modelowania efektu wywieranego przez zaszczepienie komoérek nowotworowych,
wydawato si¢ by¢ shlusznym podejsciem. Nie zaobserwowano trendu w czasie
(rosnacego lub malejacego) na skutek zaszczepienia komorek nowotworowych, co
potwierdzono brakiem wywotania nowotworu u badanych zwierzat w badaniu

histopatologicznym.

Zastosowanie bayesowskiego modelu hierarchicznego do modelowania zmian
w intensywnosci metabolitow w czasie pozwolito uwzgledni¢ hierarchiczng strukture
danych metabolomicznych oraz wszelkie wynikajace z niej zrddta zmiennosci.
Jednakze, w modelu nie uwzgledniono matrycy kowariancji wyjasniajacej korelacje
migdzyosobniczg pomigdzy metabolitami z uwagi na jej zbyt obszerny rozmiar. Brak
trendu w czasie dla obserwowanych sygnalow metabolitow mogt by¢ skutkiem zbyt
kroétkich odstepow czasowych, w ktérych zbierane byty dane. Z drugiej strony, biorac
pod uwage fizjologiczng odpowiedz organizmu na obecno$¢ komorek
nowotworowych w $§cianie pgcherza, rozw6j nowotworu pecherza moczowego w tak

krotkim przedziale czasowym jak 8 tygodni mogl nie zosta¢ osiagnigty.
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2.4 Modelowanie danych transkryptomicznych z badan obserwacyjnych

Modelowanie danych transkryptomicznych z badan obserwacyjnych jest
kolejnym etapem badawczym, nie stanowigcym podstawy rozprawy doktorskiej ale
wykorzystujacym omoéwione wcezesniej aspekty naukowo-badawcze i kolejno je
rozwijajace. Badania dotyczg zastosowania modeli hierarchicznych w analizie danych
,omicznych” polegajace na analizie danych transkryptomicznych pochodzacych z
profilowania ekspresji mikro RNA (miRNA) w grupie oséb zdrowych i chorych na
raka jajnika przy uzyciu bayesowskiego modelu hierarchicznego. Celem pracy byla
ocena uzytecznosci profilowania 49 miRNA do diagnostyki raka jajnika. Otrzymane
wyniki zostaly przedyskutowane w konteks$cie zastosowania testu FDR (False
Discovery Rate). Wyniki badan zostaly zebrane w manuskrypcie pt. ,,Bayesian
multilevel model of micro RNA levels in ovarian-cancer and healthy subjects”
autorstwa Pawet Wiczling, Emilia Daghir-Wojtkowiak, Roman Kaliszan, Michat Jan
Markuszewski, Magdalena Ratajska, Magdalena Koczkowska, Maciej Stukan, Alina

Kuzniacka, Janusz Limon i przestane do recenz;i.

Profilowanie ekspresji 50 mikro RNA (miRNA) przedlozone w powyzszym
manuskrypcie zostato przeprowadzone metoda real-time PCR przez firm¢ Exiqon
(Qiagen Company, Denmark). W pierwszym etapie, z probek osocza wyizolowano
RNA, ktore w dalszym etapie zostato przepisane na komplementarne DNA (cDNA).
Otrzymane cDNA zostalo nastgpnie poddane reakcji PCR w termocyklerze
(LightCycler® 480 Real-Time PCR System, Roche) przy uzyciu odpowiedniej
mieszaniny reakcyjnej (master mix) na ptytce 384-dotkowej. Dane w postaci krzywych
amplifikacji zebrane zostaty za pomoca odpowiedniego oprogramowania (Roche LC
software). Dla kazdego miRNA okreslono tzw. warto§¢ CT (thresholdcycle), czyli
numer cyklu przy ktorym sygnat fluorecencji przecina poziom obserwowanego
sygnatu (threshold) wskazujacy na wzrost powyzej linii bazowej (baseline) (wartos¢
CT jest odwrotnie proporcjonalna do ilosci matrycy w probce). Jako$¢ wyizolowanego
RNA, syntezy cDNA, amplifikacji PCR, jak réwniez obecno$¢ inhibitoréw, byta
kontrolowana dzigki dodaniu tzw. spike-ins przed etapem izolacji RNA z materiatu
biologicznego. W przypadku niskiej wydajnosci reakcji, nieprawidlowego przebiegu
krzywej topnienia (melting curve) czy oznaczen kontroli negatywnej, wartos¢ CT dla

danej probki i danego miRNA byta usuwana z matrycy danych.
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Profilowanie miRNA wykonano w dwoch oddzielnych powtdérzeniach. Badania
uzyteczno§ci miRNA w obserwacyjnym eksperymencie transkryptomicznym
obejmowato 2 etapy. W pierwszym etapie, z 752 czasteczek miRNA profilowanych w
obregbie 58 o0sob (9 pacjentek z mutacjg +/+ BRCA1 lub BRCA2; 33 pacjentki z
mutacjg -/- BRCA1/2; 16 zdrowych ochotnikéw), wyselekcjonowano 49 czasteczek
miRNA, ktorych ekspresja w grupie badane;j i kontrolnej rdznita si¢ istotnie. W drugim
etapie badan, wybrane miRNA profilowano w grupie 178 0sob (59 pacjentek oraz 119
zdrowych ochotnikow) w dwoch powtdrzeniach otrzymujagc  wartosci  CT
(quantification threshold) opisujace numer cyklu przy ktérym sygnat fluorescencji

przecina warto$¢ progowa (threshold).
Posta¢ modelu
Metodologia obliczeniowa obejmowata nastepujace etapy:

a) odtworzenie procesu generowania danych — zdefiniowanie zaleznosci
deterministycznej miedzy odczytem CT a stgzeniem miRNA przy zatozeniu 40 cykli

PCR oraz wydajnosci reakcji na poziomie 100%.

¢) budowa modelu — w celu zbadania jaki wptyw na mierzone wartosci miRNA ma
obecno$¢ choroby, zbudowano model uwzgledniajacy tzw. zmienne zaklocajace
(confounding variables) tj. wiek, masa ciata. Na parametry modelu natozone zostaty
odpowiednie rozktady wraz z uwzglednieniem dostepnych zrédet zmiennosci. Ocena
,,a posteriori” sity efektu z towarzyszaca niepewnos$cig umozliwita wnioskowanie na

temat potencjalnej uzytecznosci miRNA.
Diagnostyka lancuchow i dopasowanie modelu

Zaproponowany model zostat sparametryzowany w programie JAGS 4.0.0 w
srodowisku programistycznym je¢zyka R z wykorzystaniem oprogramowania RStudio.
Zastosowano 3 tancuchy MCMC, dla ktorych liczba uzytych iteracji wynosita 100000.
Pierwsze 1000 iteracji z kazdego tancucha zostalo pominigte, a nast¢pnie, co trzecia
iteracja zostala zachowana. Dla wszystkich parametréw modelu zbudowano wykres
typu traceplot w celu oceny czy stan stacjonarny zostal osiggnicty. Zbiezno$¢
tancuchow oceniono metoda Brooksa-Gelmana-Rubina (R < 1,2) oraz wizualnie za
pomoca wykresu obrazujacego kolejne stany tancucha Markova, ktére powinny w

stanie stacjonarnym przypomina¢ ‘“wlochatg gasienicg” (fuzzy caterpillar).
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Dopasowanie modelu oceniono wizualnie przy pomocy wykresu zaleznosci reszt

wazonych od warto$ci przewidzianych.
Wyniki i wnioski

W oparciu o dystrybucje a posteriori, istniejg roznice w $rednich warto$ciach
ekspresji miRNA. Mikro RNA tj. miR-101-3p, miR-142-5p, miR-148a-3p
charakteryzowaly si¢ wysokim wspoétczynnikiem korelacji (> 0,95) oraz podobna sitg
efektu [0,45 — 1]. Dla powyzszych miRNA estymowana warto$¢ AUC znajdowata si¢
w zakresie 0,63 — 0,67 co swiadczy o ich ograniczonym potencjale diagnostycznym.
Dla wigkszosci miRNA obserwowano duzg niepewnos¢ wokot estymowanych
parametrow, w szczegdlnosci miR-604 i miR-221-5p wymagaja dalszych badan w

celu oceny ich uzytecznosci diagnostyczne;.

W kontekscie analizy czestosciowej (Frequentists paradigm), zaobserwowano dwie
czasteczki miRNA (miR-221-5p i miR-346), ktorych poziomy nie ro6znily si¢ istotnie
w kontekscie testowania istotnos$ci hipotezy zerowej jednakze wykazywaty duzg sitg
efektu ( > 1). Jest to prawdopodobnie zwigzane z obecno$cig brakow w danych
(odpowiednio 94,38% i 95,51%). Wyniki te potwierdzaja duze prawdopodobienstwo
btednego wnioskowania w przypadku ignorowania niepewno$ci wokol parametrow

czy przewidywan.

Zaproponowany model jest uzyteczny do oceny réznic w ekspresji miRNA mig¢dzy
pacjentami a zdrowymi ochotnikami. Selekcja potencjalnych wskaznikow choroby na
podstawie warto$ci p jest zwigzana z duzym prawdopodobienstwem przeszacowania
efektow, duzego odsetka wynikow fatszywie-pozytywnych wynikajacych z charakteru
eksperymentu (study design), zbyt mato licznej proby czy obecnosci zmiennych
zaktocajacych. Prowadzi to do ograniczonej zdolnosci predykcyjnej stosowanego
modelu oraz braku powtarzalnos$ci wynikow. Z tego wzgledu zasadne wydaje si¢ by¢
zastosowanie bardziej dopasowanych metod analizy danych tj. modele hierarchiczne.
Zastosowany model hierarchiczny moze by¢ uzyty to kazdego typu danych
»omicznych” zarowno w kontekscie eksploracji danych jak rowniez do weryfikacji

hipotez.
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IV. DYSKUSJA

Zastosowanie regresji LASSO oraz bayesowskich modeli hierarchicznych,
zaprezentowane na przyktadzie analiz chromatograficznych oraz badan ,,omicznych”,
dotyczyto analizy (i) danych wielowymiarowych, (ii) danych zebranych z badan

obserwacyjnych oraz (iii) danych zebranych w punktach czasowych.

Gléwnym celem prac bylo zaproponowanie strategii modelowania (i)
wielowymiarowej macierzy danych z wykorzystaniem techniki regularyzacji, oraz (ii)
hierarchicznej struktury danych pochodzacej z analizy celowanej (celowana analiza
metabolomiczna, profilowanie ekspresji miRNA) oraz niecelowanej (niecelowana
analiza metabolomiczna) z wykorzystaniem wnioskowania bayesowskiego.
Zaproponowane strategie obliczeniowe umozliwity (i) otrzymanie optymalnych
modeli struktura-retencja QSRR, (ii) uwzglednienie zmienno$ci migdzyosobniczej,
zmiennosci migdzy okazjami oraz bledu zwigzanego z pomiarem, (iii) uwzglednienie
informacji a priori w modelu, (iv) estymacje¢ niepewnosci wokot parametrow i

przewidywan [27].

Regularyzacja jest uzyteczng technikg analizy danych wielowymiarowych oraz
znajduje zastosowanie w procesach odtwarzania sygnatow. Metoda ta pozwala na
oddzielenie sygnatu od szumu informacyjnego poprzez zapewnienie regularno$ci
rozktadu estymatorow, co stanowi jej glowna zaletg. Wada regularyzacji jest natomiast
ztozonos¢ obliczeniowa oraz obcigzenie estymatorow (poprzez natozenie kary) [59].
W kontekscie analizy danych wielowymiarowych, metoda regularyzacji zabezpiecza
przed zbyt dobrym dopasowaniem modelu do danych poprzez regularyzowanie
warto$ci o duzej wariancji. W konsekwencji maleje szansa na znalezienie pozornych

zalezno$ci w danych a modele zyskuja zdolnos¢ do generalizacji [60].

Regularyzacja ma na celu ,,$cigganie” (shrinking) estymowanych parametrow w
kierunku zera co prowadzi do ograniczenia wariancji wspotczynnikow poprawiajac
zdolnosci predykcyjne modelu. Ma to ogromne znaczenie zardGwno w przypadku matle;j
ilosci obserwacji/duzej ilo$ci zmiennych, jak tez wtedy gdy poszukujemy roznic

mig¢dzy grupami w wielowymiarowej przestrzeni danych [64].

Z kolei wielopoziomowa struktura danych typowa dla badan obserwacyjnych oraz

badan ze zmienng ,,czas” (badania z powtarzalnym pomiarem, badania podiuzne)
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wymaga zastosowania takiej metodologii obliczeniowej, ktéora uwzglgdnia
zastosowany schemat doswiadczenia (kryteria wiaczania i wykluczania) pod katem
roznych pozioméw hierarchii danych. Modelowanie takiej struktury danych mozliwe
jest dzieki tzw. czg¢$ciowemu uwspolnianiu (partial pooling) estymowanych
parametrow. Podejscie takie opiera si¢ na $cigganiu estymowanych parametrow w
kierunku $redniej populacyjnej z sita okreslong przez zmienno$¢ (szum) obecng W
danych. Stad, czesciowe uwspodlnianie prowadzi do redukcji wynikoéw fatszywie
pozytywnych zapewniajac bardziej precyzyjng estymacje parametrow dzieki tzw.
dzieleniu informacji (information sharing) migdzy zmiennymi, zapewniajac

jednoczesng estymacje indywidualnych parametrow modelu [61].

Uwspolnianie parametrow jest charakterystyczne dla bayesowskich modeli
hierarchicznych i zapewnia roéwnowage pomigdzy strategia oparta na braku
uwspoélniania (no pooling) a calkowitym uwspdlnianiem (complete pooling)
parametrow. Brak uwspoélniania prowadzi do obciazenia estymowanych parametréw
na skutek ignorowania wariancji, natomiast catkowite uwspdlnianie skutkuje duza
wariancjg. Mozna zatem powiedzieé, ze czgsciowe uwspolnianie to pewnego rodzaju
kompromis migdzy ignorowaniem struktury grupowej w danych a dopasowaniem
osobnego modelu dla kazdej z grup [62]. Gdy dane zawieraja duzo informacji,
uwspolnianie estymowanych parametrow objawia si¢ W mniejszym stopniu, oraz
odwrotnie, jesli dane zawieraja mato informacji, estymowane parametry w wigkszym
stopniu ulegajg uwspodlnianiu [61]. Stad czesciowe uwspolnianie jest specyficznym
kompromisem miedzy wielkoscig obcigzenia a wariancjg parametrow [63].
Odpowiednia parametryzacja modelu hierarchicznego prowadzi do otrzymania
rozktadu a posteriori parametréw modelu, ktore sa zgodne z danymi oraz zatozonym

modelem.

Podejscie bayesowskie do modelowania danych oparte o prawdopodobienstwo
warunkowe, rézni si¢ od klasycznego podejscia do modelowania danych, gdyz traktuje
parametry modelu jako zmienne losowe opisywane rozktadem prawdopodobienstwa,
dzigki czemu mozliwy jest ich opis z zastosowaniem wielu roznych typow rozktadow
(bez ograniczenia tylko do rozktadu normalnego). Z tego wzgledu, bayesowska
estymacja parametrow jest duzo bardziej odporna na wartosci odstajace. Rozktad a
posteriori nalezy rozumie¢ jako wypadkowa miedzy wiedzg na temat parametroOw

modelu przed zebraniem danych (wiedza a priori) a informacja na temat parametréw
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zawartg w zaobserwowanych danych, reprezentowang przez funkcj¢ wiarygodnos$ci
[36]. Dodatkowo, niepewnos¢ wokol parametréw jest opisywana zarOwno na
podstawie dowodow eksperymentalnych, jak 1 subiektywnej opinii badacza i
determinuje precyzj¢ przewidywan uzyskanych na podstawie opracowanych modeli.
Z drugiej strony, czgstosciowe podejscie do estymacji parametrow posiada szereg
wad, ktére stanowig problem podczas analizy niezbalansowanych danych z badan
obserwacyjnych. Nalezg do nich: duza wrazliwo$¢ na wartosci odstajace, szacowanie
parametréw tylko na podstawie danych eksperymentalnych bez uwzgl¢dnienia
dotychczasowej wiedzy literaturowej czy sztywne zatozenie rozktadu normalnego dla
parametréw modelu. Problematyczne jest takze uwzglednienie w modelu dostgpnych
zrddet zmienno$ci zwigzanych z zaplanowanym eksperymentem, jak tez zmienno$ci

wynikajacej z taczenia roznych badan.

Obecnie w badaniach ,,omicznych” niejednokrotnic nie ma mozliwosci
przeprowadzenia analizy duzej liczby probek w jednej sekwencji. Dlatego tez,
zastosowanie metod obliczeniowych opartych na symulacjach z wielowymiarowych
rozktadow a posteriori z wykorzystaniem metody Monte Carlo opartej na tancuchach
Markowa wydaje si¢ by¢ szczegélnie atrakcyjne. Jednakze, zwlaszcza w analizie
metabolomicznej, do wnioskowania statystycznego uzywa si¢ metod typu black box
opartych na analizie czgsto$ciowej, ktora oferuje gotowe algorytmy obliczeniowe
szeroko stosowane do wielu matryc danych. Powaznym ograniczeniem zastosowania
gotowych pakietow jest to, ze nie sa one dedykowane konkretnym danym, nie
pozwalaja na doktadne odtworzenie danych oraz czgsto generuja falszywie
pozytywnie wyniki. Konkurencyjnym narzedziem dla metod typu black box moze by¢
modelowanie hierarchiczne. Wykorzystuje ono zjawisko losowosci, co oznacza, ze
implementacja danego algorytmu korzysta z generatora liczb losowych 1 shuzy do
wyliczenia najbardziej prawdopodobnych parametrow dla konkretnego zestawu
danych. Zastosowanie modelowania hierarchicznego, jak i regularyzacji w badaniach
»omicznych” 1 do analizy danych wielowymiarowych eliminuje problem
wielokrotnych porownan, pozwala modelowac¢ wartoSci odstajace oraz ogranicza

prawdopodobienstwo generowania fatszywie pozytywnych wynikéw.

Aby zweryfikowaé przewage modelowania hierarchicznego nad metodami
czestoSciowymi tj. metody oparte na PLS czy testowanie istotno$ci hipotez szeroko

stosowanymi do analizy danych ,,omicznych”, nalezaloby przeprowadzi¢ analize
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poréwnawczg otrzymanych wynikow z wynikami uzyskanymi klasycznymi metodami
czgstosciowymi. Pewnym ograniczeniem przeprowadzonych badan w przedtozone;j
rozprawie doktorskiej jest brak ww. poréwnania w odniesieniu do wszystkich prac
wchodzacych w sktad rozprawy doktorskiej. O ile idea, przedstawione zatozenia oraz
zalety bayesowskich modeli hierarchicznych moga by¢ przekonywujace, ,,dobra
praktyka” modelowania danych wymaga poréwnania ich do metod powszechnie
stosowanych. W dalszych badaniach bedacych kontynuacja pracy doktorskiej ale nie
wchodzacych w sktad rozprawy doktorskiej (,,Bayesian multilevel model of micro
RNA levels in ovarian-cancer and healthy subjects”) zaproponowano model

umozliwiajacy odtworzenie procesu generowania danych.

Jednakze brak odniesienia uzyskanych wynikow badan do metod opartych na
podejsciu czestosciowym nie stanowi ograniczenia zastosowania bayesowskich
modeli hierarchicznych w takich dyscyplinach naukowych jak m.in. farmakokinetyka
[65,66], chemia analityczna [67] czy transkryptomika [68]. Zastosowanie
modelowania probabilistycznego w metabolomice oraz transkryptomice wydaje si¢
by¢ szczegolnie atrakcyjne w $wietle fizjologicznych czynnikéw wptywajacych na
mierzong wielko$¢, wnioskowania na temat uzytecznos$ci potencjalnych wskaznikow
standw patofizjologicznych oraz szacowania indywidualnego prawdopodobienstwa

choroby w $wietle diagnozy i leczenia.
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WNIOSKI

Metoda LASSO w potaczeniu z regresja krokowg stanowi efektywne narzedzie
do selekcji zmiennych z wielowymiarowej przestrzeni danych, tworzac model

o dobrych zdolnos$ciach predykcyjnych.

Bayesowskie modele hierarchiczne sg efektywnym narzedziem do
modelowania danych pochodzacych z badan obserwacyjnych uwzgledniajac
btad pomiarowy, dostepne zrodta zmiennos$ci, informacje a priori, zapewniajac

efektywna estymacje niepewnosci wokot parametréw i1 przewidywan.

Bayesowskie modelowanie hierarchiczne stanowi efektywne narzedzie do
oceny réznic w poziomach potencjalnych wskaznikow patofizjologicznych
migdzy pacjentami a zdrowymi ochotnikami dzigki czemu mozliwe jest
wnioskowanie na temat ich uzyteczno$ci w diagnostyce i przewidywaniu

choroby.

Bayesowskie modelowanie hierarchiczne stanowi efektywne narzedzie do
oceny wptywu kowariant na obserwowane stezenia stosunku szybkosci
wydalania nukleozydow do kreatyniny oraz umozliwiaja estymacje
indywidualnego prawdopodobienstwa choroby, co moze mie¢ praktyczne

zastosowanie w diagnostyce i leczeniu indywidualnego pacjenta.

Bayesowskie modelowanie hierarchiczne stanowi efektywne narzedzie do
modelowania zmian intensywnosci metabolitow ,,w czasie” w niecelowanej
analizie metabolomicznej, umozliwiajac ocen¢ dynamiki zmian w profilu

metabolomicznym setek sygnatow.
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